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РЕФЕРАТ
Пояснювальна записка атестаційної роботи: 82 с., 37  рис., 2 табл., 1 дод., 17 джерел.
ЗГОРТКОВА НЕЙРОННА МЕРЕЖА, ЗГОРТКА, АЛГОРИТМ, ЗОБРАЖЕННЯ, ПОПЕРЕДНЯ ОБРОБКА, ЗМЕНШЕННЯ ЗОБРАЖЕННЯ.
Метою атестаційної роботи є проведення аналізу алгоритмів попередньої обробки зображень.
У ході виконання атестаційної роботи був проведений детальний аналіз предметної області, було розкрито поняття згортки, згорткової нейронної мережі, були виявлені різні способи попередньої обробки зображень. Далі для предмету аналізу були обрані алгоритми зменшення зображень, та були сформовані критерії оцінки якості роботи алгоритмів. У результаті була проаналізована робота алгоритмів, та була дана практична рекомендація по їх застосуванню.
ABSTRACT

Master’s thesis 82 pages, 37 figures, 2 tables, 1 appendicy, 17 sources.
CONVOLUTIONAL NEURAL NETWORK, CONVOLUTION, ALGORITHM, IMAGE, PRE-PROCESSING, IMAGE REDUCING. 
The major goal of this thesis is to analyze algorithms of image pre-processing.
During the implementation of the certification work, a detailed analysis of the subject area was carried out, the concept of convolution and convolutional neural network was revealed, different ways of preliminary image processing were discovered. After this, image reduction algorithms were selected for the subject of analysis, and criteria for evaluating the quality of the algorithms were generated. As a result, the work of the algorithms was analyzed and practical recommendations were given for their use.
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ПЕРЕЛІК УМОВНИХ ПОЗНАЧЕНь, СИМВОЛІВ, ОДИНИЦЬ, СКОРОЧЕНЬ І ТЕРМІНІВ

CNN – згорткова нейронна мережа
CNNs – згорткові нейронні мережі

DCNN – глибинна згорткова нейронна мережа

DCNNs – глибинні згорткові нейронні мережі
RNN – рекурентна нейронна мережа
RNNs – рекурентні нейронні мережі

ВСТУП
У наш час нейронні мережі набувають все більшу популярність з кожним днем. Використовування нейромереж стає все більш частим, особливо коли це стосується задач аналізу даних, кластеризації, комп’ютерного зору, розпізнавання об’єктів на зображеннях, виявлення схованих закономірностей, та навіть прогнозування даних.
Зараз існує багато різних архітектур нейронних мереж, кожна з яких служить своїй задачі, використовує свої алгоритми тренування, та має свої переваги та недоліки порівняно з іншими архітектурами. 
Новий подих розвитку та використанню нейронних мереж дав розвиток згорткових нейронних мереж, особливо у сфері комп’ютерного зору, кластеризації, та розпізнавання об’єктів. Особливістю цієї архітектури є те, що вона використовує операцію згортки для того, щоб зменшити розмір зображення, та виділяти характерні ознаки для розпізнавання, в залежності від поставленої задачі. Поступово та ітеративно проходячи по зображенню, та виконуючи операцію згортки нейронна мережа отримує все більше даних, які необхідні їй для розпізнавання. Кількість та різні комбінації шарів згортки всередині топології згорткової нейронної мережі впливає на якість розпізнавання.
Для того, щоб досягти найкращих результатів роботи згорткових нейронних мереж існують способи - гістограми датасетів, представлення зображення у полутоновій формі, розпаралелювання процесів нейронної мережі, додання афінних трансформацій до зображень з датасетів, різні ядра згортки для зменшення зображень тощо. 

У рамках цієї атестаційної роботи будуть розлянуті та проаналізовані деякі з таких алгоритмів попередньої обробки зображень та буде зроблена практична рекомендація для використання цих алгоритмів в залежності від умов та поставленої задачі
1 ВВЕДЕННЯ У НЕЙРОННІ МЕРЕЖІ

1.1 Розвиток нейронних мереж

Термін «нейронна мережа» з'явився в середині XX століття.

Перші роботи, в яких були отримані основні результати в даному напрямку, були пророблені Мак-Каллоком і Питтсом. У 1943 році ними була розроблена комп'ютерна модель нейронної мережі на основі математичних алгоритмів і теорії діяльності головного мозку. Було висунуто припущення, що нейрони можна спрощено розглядати як пристрої, які оперують бінарними числами, і назвали цю модель «пороговою логікою». Подібно до  біологічного прототипу, нейрони Мак-Каллока-Піттса були здатні навчатися шляхом підстроювання параметрів, що описують синаптичну провідність. Вчені запропонували конструкцію мережі з штучних нейронів і показали, що подібна мережа може виконувати практично будь-які уявні числові чи логічні операції. Мак-Каллок і Піттс припустили, що така мережа в стані також навчатися, розпізнавати образи, узагальнювати, тобто -. має всі риси інтелекту.

Дана модель заклала основи двох різних підходів досліджень нейронних мереж. Один був орієнтований на вивчення біологічних процесів у головному мозку, інший ж - на застосування нейронних мереж як методу штучного інтелекту для вирішення різних прикладних задач.

У 1949 році канадський фізіолог і психолог Хебб висловив ідеї про характер з'єднання нейронів мозку і їх взаємодії. Він першим припустив, що навчання полягає в першу чергу в змінах сили синаптичних зв'язків. Теорія Хебба вважається типовим випадком самонавчання, при якому випробувана система спонтанно навчається виконувати поставлене завдання без втручання з боку експериментатора. У більш пізніх варіантах ця теорія Хебба лягла в основу опису явища довгострокової потенціації.

У 1954 році в Массачусетському технологічному інституті з використанням комп'ютерів Фарлі і Кларк зробили імітацію мережі Хебба. Також в 1956 році Рочестером, Холландом, Хебітом і Дудою були проведені дослідження нейронних мереж за допомогою комп'ютерного моделювання.

У 1957 році Розенблатта були розроблені математична і комп'ютерна моделі сприйняття інформації мозком на основі двошарової нейронної мережі, що здатна навчатися. При навчанні дана мережа використовувала арифметичні дії додавання і віднімання. Розенблатт описав також схему не тільки основного перцептрону, але і схему логічного складання. У 1958 році їм була запропонована модель електронного пристрою, який повинен був імітувати процеси людського мислення, а два роки по тому була продемонстрована перша діюча машина, яка могла навчитися розпізнавати деякі з букв, написаних на картках, які підносили до його «очей», що нагадує кінокамери .

Інтерес до дослідження нейронних мереж згас після публікації роботи по машинному навчання Мінського і Пейперта в 1969 році. Ними були виявлені основні обчислювальні проблеми, що виникають при комп'ютерній реалізації штучних нейронних мереж. Перша проблема полягала в тому, що одношарові нейронні мережі не могли здійснювати «складання по модулю 2», тобто реалізувати функцію «Що виключає АБО». Другою важливою проблемою було те, що комп'ютери не мали достатньої обчислювальної потужністі, щоб ефективно обробляти обсяг обчислень, необхідний для більших нейронних мереж.

Дослідження нейронних мереж сповільнилися до того часу, коли комп'ютери досягли великих обчислювальних потужностей. Одним з важливих кроків, які стимулювали подальші дослідження, стала розробка в 1975 році Вербосом методу зворотного поширення помилки, який дозволив ефективно вирішувати завдання навчання багатошарових мереж і вирішити проблему з сумою по модулю 2.

У 60-ті роки минулого століття, коли тільки починалося вивчення зорових зон мозку, перші експерименти проводилися на тваринах. Досліджували мозок за допомогою електродів, вживлених у зорові зони.

Перша зорова зона була досліджена Девідом Х’юбелом і Торстеном Візелем в 1962 році. Вони проводили експерименти на кішках. Кішкам показувалися різні рухомі об'єкти. На що реагували клітини мозку, то і було тим стимулом, який розпізнавала тварина. Але тим не менше це найефективніший спосіб дізнатися, що робить кожна найдрібніша клітинка в нашому мозку.

Таким же способом були відкриті ще багато важливих властивості зорових зон, які використовуються в deep learning зараз. Одне з найважливіших властивостей - це збільшення рецептивних полів наших клітин по мірі просування від первинних зорових зон до скроневих часток, тобто більш пізнім зоровим зонам. Рецептивні поля - це та частина зображення, яку обробляє кожна клітинка нашого мозку. У кожної клітини є своє рецептивне поле. Це ж властивість зберігається і в нейронних мережах.
Також зі зростанням рецептивних полів збільшуються складні стимули, які зазвичай розпізнають нейронні мережі.
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Рисунок 1.1 – Реакція відклику на зміну орієнтації стимула

Вище (рисунок 1.1) зображені приклади складності стимулів, різних двомірних форм, які розпізнаються в зонах V2, V4 і різних частинах скроневих полів у кішок. Також проводяться кілька експериментів на МРТ.
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Рисунок 1.2 – Властивості рецептивних полей

Вище (рисунок 1.2)  зображені експерименти на виявлення властивостей рецептивних полей по розпізнаванню об’єктів. Це 1 нанометрова частина зон IT кортексa мавпи при розпізнаванні різних об'єктів. Підсвічено місце розпізнавання. Тож. важлива властивість, яку потрібно було перейняти у зорових зон - це те, що при зростанні розмірів рецептивних полів  збільшується складність об'єктів, які піддаються розпізнаванню
У 1975 році Фукусімою був розроблений проект когнітрону, який став однією з перших багатошарових нейронних мереж. Фактична структура мережі і методи, використовувані в когнітроні для настройки відносних ваг зв'язків, варіювалися від однієї стратегії до іншої. Мережі могли поширювати інформацію тільки в одному напрямку або перекидати інформацію з одного кінця в інший, поки не активувалися усі вузли і мережа не приходила в кінцевий стан. Досягти двосторонньої передачі інформації між нейронами вдалося лише в мережі Хопфілда (1982), і спеціалізація цих вузлів для конкретних цілей була введена в перших гібридних мережах.

Алгоритм паралельної розподіленої обробки даних в середині 1980 років став популярний під назвою конективізм. У 1986 році в роботі Руммельхарта і Мак-Клелланда коннектівізм був використаний для комп'ютерного моделювання нейронних процесів.

Незважаючи на великий інтерес, викликаний в науковому товаристві розробкою методу зворотного поширення помилки, це також породило численні суперечки про те, чи може таке навчання бути насправді реалізовано в головному мозку. Частково це пов'язували з тим, що механізм зворотного проходження сигналу не був тоді очевидним, бо не було явного джерела навчального і цільового сигналів. Проте, в 2006 році було запропоновано кілька неконтрольованих процедур навчання нейронних мереж з одним або декількома шарами з використанням так званих алгоритмів глибокого навчання. 
Ці алгоритми можуть бути використані для вивчення проміжних результатів, як з вихідним сигналом, так і без нього, щоб зрозуміти основні особливості розподілу сенсорних сигналів, що надходять на кожен шар нейронної мережі.

Як і в багатьох інших випадках, завдання високої складності вимагають застосування не одного, а декількох методів вирішення або навіть їх комбінування. З самого початку нинішнього століття в роботах різних дослідників активно описуються нейро-нечіткі мережі, осередково-нейромережеві моделі. 
Також нейронні мережі використовуються, наприклад, для настройки параметрів нечітких систем управління. Загалом, немає ніяких сумнівів і в подальшій інтеграції методів штучного інтелекту між собою і з іншими методами вирішення завдань.

1.2 Модель нейронної мережі

Нейронні мережі - один з напрямків у розробці систем штучного інтелекту. Ідея полягає в тому, щоб максимально близько змоделювати роботу людської нервової системи - а саме, її здатності до навчання, запам’ятовування і виправлення помилок. У цьому полягає головна особливість будь-якої нейронної мережі - вона здатна самостійно навчатися і діяти спираючись на попередній досвід, з кожним разом роблячи все менше помилок.
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Рисунок 1.3 – Структура простої нейронної мережі

Нейромережа імітує і діяльність, і структуру нервової системи людини. Така мережа складається з великого числа окремих обчислювальних елементів - нейронів. В більшості випадків кожен нейрон відноситься до певного шару мережі. Вхідні дані послідовно проходять обробку на всіх шарах мережі. Параметри кожного нейрона можуть змінюватися в залежності від результатів, отриманих на попередніх наборах вхідних даних, змінюючи таким чином і порядок роботи всієї системи.

Таким чином, будучи з'єднаними в досить велику мережу з керованою взаємодією, ці нейрони разом здатні виконувати досить складні завдання.

Всі завдання, які можуть вирішувати нейронні мережі, так чи інакше пов'язані з навчанням. Серед основних областей застосування нейронних мереж прийняття рішень, оптимізація, розпізнавання образів, прогнозування, аналіз даних.

Зараз нейромережі застосовуються усюди - наприклад, багато великих інтернет-сайтів використовують їх, щоб зробити реакцію на поведінку користувачів більш природною і корисною своїй аудиторії. Нейромережі лежать в основі більшості сучасних систем розпізнавання і синтезу мови, а також розпізнавання і обробки зображень. Вони застосовуються в деяких системах навігації, будь то промислові роботи або безпілотні автомобілі. 

У найближчі 5-10 років нейронні мережі будуть використовуватися ще ширше:

Таким чином, зараз нейронні мережі використовуються для вирішення складних завдань, які вимагають аналітичних обчислень подібних тим, що робить людський мозок. 

Найпоширенішими застосуваннями нейронних мереж є:

· класифікація;

· прогнозування;

· розпізнавання.

Класифікація - розподіл даних по параметрах. Наприклад, на вхід дається набір людей і потрібно вирішити, кому з них давати кредит, а кому ні. Цю роботу може зробити нейронна мережа, аналізуючи таку інформацію як: вік, платоспроможність, кредитна історія і тд.

Прогнозування - можливість прогнозувати наступний крок. Наприклад, зростання або падіння акцій, ґрунтуючись на ситуацію фондового ринку.

Розпізнавання - в даний час, найширше застосування нейронних мереж. Використовується наприклад, коли робиться пошук фото в Google, або в камерах телефонів, коли воно визначає положення обличчя і виділяє його.

Також, в наші дні нейронні мережі можуть знайти все більше областей для застосування.
Можливі шляхи розвитку нейронних мереж найближчим часом:

· системи розпізнавання і класифікації об'єктів на зображеннях;

· голосові інтерфейси взаємодії для інтернету речей;

· системи моніторингу якості обслуговування в колл-центрах;

· системи виявлення неполадок (в тому числі, що пророкують час технічного обслуговування), аномалій, кібер-фізичних загроз;

·  системи інтелектуальної безпеки і моніторингу;

· системи відеоаналітики;

· інтелектуальні, системи з самонавчанням для управління виробничими процесами і пристроями;

·  заміна ботами частини функцій операторів кол-центрів;

·  системи з самонавчанням, що оптимізують управління матеріальними потоками або розташування об'єктів (на складах, транспорті);

· поява систем універсального перекладу «на льоту» для конференцій і персонального використання;

·  поява ботів-консультантів технічної підтримки або персональних асистентів, за функціями близьким до людини.

Основою для поширення нейромереж в найближчі п'ять років стане саме здатність таких систем до прийняття різних рішень. Головне, що зараз роблять нейронні мережі для людини - позбавляють його від зайвого прийняття рішень. 

Трудомістка і тривала частина процесу розробки нейронної мережі – це її навчання. 
Для того, щоб нейронна мережа могла корректно вирішувати поставлені завдання, потрібно «прогнати» її роботу на мільйонах наборів вхідних даних. Саме з появою різних технологій прискореного навчання і пов'язують поширення нейромереж

1.3 Поняття нейрона

Нейрон - це обчислювальна одиниця, яка отримує інформацію, виробляє над нею прості обчислення і передає її далі.

Як зазначалось раніше, створення штучних нейронних мереж – це результат моделювання біологічної моделі мозку. Таким чином, штучні нейронні мережі являють собою сімейство математичних моделей, побудованих по принципу організації і функціонування біологічних нейронних мереж - мереж нервових клітин живого організму. 
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Рисунок 1.4 – Структура біологічного нейрона

Штучний нейрон - це базовий елемент штучної нейронної мережі, що є віддаленою подобою біологічного нейрона. 

Розглянувши структуру біологічного нейрона, можна її спростити до наступної: дендрити, тіло нейрона і аксон. 

Дендрити - розгалужені відростки, що збирають інформацію зі входу в нейрон. Це може бути зовнішня інформація з рецепторів, наприклад, з колбочки в разі кольору, або внутрішня інформація від іншого нейрона. У тому випадку, якщо вхідна інформація активувала нейрон, тобто потенціал став вище якогось порогу, народжується хвиля збудження, вона поширюється по мембрані тіла нейрона, а потім через аксон, викидаючи нейромедіатор, передає сигнал іншим нервовим клітинами або тканин.
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Рисунок 1.5 – Структура штучного нейрону у нейромережі

Математично, штучний нейрон представляють простою функцією, яка має входи. Кожен вхід множиться на якісь ваги. Далі все підсумовується і передається в нелінійну функцію, а результат - подається на вихід. 

Штучна нейромережа - це спосіб зібрати нейрони в мережу для вирішення конкретного завдання. Всі нейрони структуруються у шари. 

Розглянемо шари детальніше:

·  вхідний шар - вектор параметрів. Цей шар не складається з нейронів. Можна сказати, що це цифрова інформація, знята рецепторами з зовнішнього світу. Він містить необхідну проекцію вхідних даних. Шар повинен містити стільки елементів, скільки існує вхідних параметрів;
· схований шар - глибинна структура, здатна до запам'ятовування прикладів, знаходженню складних кореляцій і нелінійних залежностей, до побудови абстракцій та узагальнень. У загальному випадку це навіть не шар, а безліч шарів між вхідними та вихідними. Можна сказати, що кожен шар готує новий, більш високорівневий, вектор ознак для наступного шару. Саме цей шар відповідає за появу в процесі навчання високорівневих абстракцій. Структура містить безліч нейронів і шарів, а може і взагалі бути відсутньою;

· вихідний шар - це шар, кожен нейрон якого відповідає за конкретний клас. Вихід цього шару можна інтерпретувати як функцію розподілу ймовірності приналежності об'єкта різних класів. Шар містить лише один нейрон класів представлено в навчальній вибірці. Якщо класу два, то можна використовувати два вихідних нейрона або обмежитися лише одним. В такому випадку один нейрон як і раніше відповідає тільки за один клас, але якщо він видає значення близькі до нуля, елемент вибірки (по його логіці) повинен належати іншого класу.

Завдяки наявності прихованих шарів штучна нейронна мережа здатна будувати гіпотези, засновані на знаходженні складних залежностей.

Наприклад, для згорткових нейромереж, які розпізнають зображення, на вхідний шар будуть подаватися значення яскравості пікселів зображення, а вихідний шар буде містити нейрони, що відповідають за конкретні класи.

У процесі навчання в близьких до рецепторам прихованих шарах почнуть самі собою з'являтися (спеціалізуватися) нейрони, що збуджуються від прямих ліній, різного кута нахилу, потім реагують на кути, квадрати, кола, примітивні паттерни: чергуються смужки, геометричні сітчасті орнаменти. Ближче до вихідних верствам - нейрони, що реагують, наприклад, на око, колесо, ніс, крило, лист, особа.
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Рисунок 1.6 – Принцип роботи нейрона, де xi − вхідний сигнал, wi − вага вхідного сигналу, f − функція активації

Розглянемо математичну структуру нейрона. Зазвичай нейрон має:

· X - вхідний вектор параметрів. Вектор (стовпець) чисел (біологічна ступінь активації різних рецепторів), які прийшли на вхід до нейрона;

· W - вектор ваг (в загальному випадку - матриця ваг), числові значення, які змінюються в процесі навчання. Біологічне навчання на основі синаптичної пластичності, нейрон вчиться правильно реагувати на сигнали з його рецепторів;

· суматор - функціональний блок нейрона, який складає все вхідні параметри, помножені на відповідний їм вагу;

· функція активації нейрона - залежність значення виходу нейрона від значення прийшов від суматора;

· наступні нейрони, куди на один з безлічі їх власних входів подається значення з виходу даного нейрона. Цей шар може бути відсутнім, якщо нейрон останній, термінальний.
Таким чином набір вхідних параметрів подається на кожен нейрон і впливає на вагу цього нейрона. Той нейрон, вага якого більше, вважаєься домінуючим і передає інформацію наступному нейрону. Сукупність ваг нейронної мережі - це мозок всієї системи. Саме завдяки цим вагам, вхідна інформація обробляється і перетворюється в результат.

Тепер, коли у нас є вихідні дані, ми передаємо їх далі. І так, ми повторюємо для всіх шарів, поки не дійдемо до вихідного нейрона. 

Запустивши таку мережу в перший раз ми побачимо, що її результат далекий від правильного, тому що мережа не натренована. Для поліпшення результату необхідно її тренувати. Навчання полягає в знаходженні правильних ваг - якщо на вході нейрона знаємо, яка повинна бути відповідь, і далі отримуємо відповідь, то нам стає відома різниця - помилка. Помилку можна відправити назад до всіх входів нейрона і зрозуміти, який з них і на скільки на неї вплинув. Скорегувавши ваги на відповідному вході можна зменшити помилку.

Також важливо пам'ятати, що нейрони оперують числами в діапазоні [0,1] або [-1,1]. Щоб обробляти числа, які виходять з даного діапазону вводять процес нормалізації. Він дуже часто використовується в нейронних мережах.

1.4 Функції активації нейрона

Синапси здійснюють зв'язок між нейронами і помножують вхідний сигнал на число, що характеризує силу зв'язку - вага синапсу. Суматор виконує додавання сигналів, що надходять по синаптичним зв'язкам від інших нейронів і зовнішніх вхідних сигналів. Трансформатор реалізує функцію одного аргументу, виходу суматора, в деяку вихідну величину нейрона. Ця функція називається функцією активації нейрона. 

Існує багато різних функцій активації, найбільш поширені з них описані у таблиці 1.1.

Таблиця 1.1 – Класифікація функцій активацій

	Назва
	Область значень
	Формула

	Порогова
	0, 1
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	Знакова
	-1, 1
	[image: image7.png]Ly=0,

w=F@) = {






	Сигмоїдна
	(0, 1)
	[image: image8.png]




	ReLU
	(0, ∞)
	[image: image9.png]Y =0,
v=r)={¥ 0





	Лінійна
	(-∞, ∞)
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	Радіальна базисна
	(0, 1)
	[image: image11.png]Y =F(y)





	Напівлінійна
	(0, 1)
	[image: image12.png]Ly =0,

w:p(w):{w,n<w<1,
1Ly =1





	Лінійна з насиченням
	(-1, 1)
	[image: image13.png]—Lys-—1
w:p(w):{w,ﬂ <y<1,
1Ly =1





	Tanh
	(-1, 1)
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	Трикутна
	(0, 1)
	[image: image15.png]11—l vl =1,

"':F(”’):{ 0. lwl = 0.






Розглянемо декілька найбільш вживаних функцій активації

1.4.1 Ступінчата функція активації  

Принцип роботи ступінчатої функції активації відносно простий. Якщо значення Y більше деякого порогового значення, то вважаємо нейрон активованим. У іншому випадку вважаємо, що нейрон неактивний.

Найпоширеніші імплементації:

· функція А = активована, якщо Y> межа, інакше ні;
· A = 1, якщо Y> межа, інакше А = 0.

Нижче (рисунок 1.7) зображений графік ступінчатої функції.
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Рисунок 1.7 – Графік ступінчатої функції активації
Але, дана функція має недоліки.
Наприклад якщо ми створюємо бінарний класифікатор - модель, яка повинна говорити "так" або "ні". Ступінчаста функція зробить це за нас - вона в точності виводить 1 або 0.
Тепер уявімо випадок, коли потрібна більша кількість нейронів для класифікації багатьох класів: класс1, класс2, класс3 і так далі. Що буде, якщо активованими виявляться більше ніж 1 нейрон? Всі нейрони з функції активації виведуть 1. У такому випадку виникають питання про те, який клас повинен в підсумку вийти для заданого об'єкта.

Зазвичай ми хочемо, щоб активувався лише один нейрон, а функції активації інших нейронів дорівнювали нулю (тільки в цьому випадку можна бути впевненим, що мережа правильно визначає клас). Таку мережу важче навчати і домагатися збіжності. Якщо активаційна функції не бінарна, то можливі значення "активований на 50%", "активований на 20%" і так далі. Якщо активовані кілька нейронів, можна знайти нейрон з максимальним значенням активаційної функції.
Але в такому випадку, як і раніше, якщо більше одного нейрона кажуть "активований на 100%", проблема й надалі залишається. Так як існують проміжні значення на виході нейрона, процес навчання проходить більш гладко і швидко, а ймовірність появи декількох повністю активованих нейронів під час тренування знижується в порівнянні із ступінчастою функцією активації.
1.4.2 Лінійна функція активації  

Лінійна функція являє собою пряму лінію і пропорційна входу (тобто зваженій сумі на цьому нейроні). Формула представлена нижче (1.1):

[image: image18.png]


,                                                               (1.1)
де с – константа.
Такий вибір функції активації також дозволяє отримувати спектр значень, а не тільки бінарну відповідь. 
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Рисунок 1.8 – Графік лінійної функції активації

Можна з'єднати декілька нейронів разом і, якщо більше одного нейрона активовано, рішення приймається на основі застосування операції підрахунку.

Похідна від A = cx по x дорівнює с. Це означає, що градієнт ніяк не пов'язаний з Х. Градієнт це постійний вектор, і спуск проводиться по постійному градієнту. Якщо проводиться помилкове прогнозування, то зміни, зроблені зворотним поширенням помилки, теж постійні і не залежать від зміни на вході дельти від x.

В більшості випадків така поведінка градієнта є проблемою. Але існує й інша проблема.

Розглянемо пов'язані шари. Кожен шар активується лінійною функцією. Значення з цієї функції йде в наступний шар в якості входу, другий шар вважає зважену суму на своїх входах і, в свою чергу, включає нейрони в залежності від іншої лінійної функції активації.

Не має значення, скільки шарів має нейронна мережа. Якщо всі вони за своєю природою лінійні, то фінальна функція активації в останньому шарі буде просто лінійною функцією від входів на першому шарі. Це потрібно враховувати

Це означає, що два шари (або N шарів) можуть бути замінені одним шаром. Таким чином ми втратили можливість робити набори з шарів. Не важливо, як ми будуємо структуру шарів мережі - вся нейронна мережа все одно буде подібна одному шару з лінійною функцією активації 

1.4.3 Сигмоїда  

Загальний вигляд формули представлений нижче (1.2):
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,                                                          (1.2)
Сигмоїда має гладкий графік і подібна ступінчатій функції.
Сьогодні сигмоїда є однією з найбільш частих активаційних функцій, які застосовуються в нейромережах. Розглянемо її переваги.

По-перше, сигмоїда - нелінійна за своєю природою, а комбінація таких функцій виробляє теж нелінійну функцію. 

Ще одна перевага такої функції - вона не бінарна, що робить активацію аналогової, на відміну від ступінчастої функції. 

Для сигмоїди також характерний гладкий градієнт.

Якщо уважно роздивитись графік (рисунок 1.9), то можна помітити, що в діапазоні значень X від -2 до 2 значення Y змінюється дуже швидко. Це означає, що будь-яка мала незначна значення X в цій області призведе до істотної зміни змісту Y. Така поведінка функції вказує на те, що Y має тенденцію притискатися до одного з країв кривої.
Вона прагне привести значення до однієї зі сторін кривої, наприклад, до верхнього при х = 2 і нижнього при х = -2.
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Рисунок 1.9 – Графік сигмоїди

Сигмоїда дійсно виглядає задовільною функцією для задач класифікації. Така поведінка дозволяє знаходити чіткі межі при прогнозі.

Інша перевага сигмоїди над лінійною функцією полягає в наступному. У першому випадку маємо фіксований діапазон значень функції - [0,1], тоді як лінійна функція змінюється в межах (-inf, inf). Така властивість сигмоїди дуже корисна, тому що не призводить до помилок в разі великих значень активації.

Але і у неї є недоліки, на які варто звернути увагу.

Як можна помітити, що при наближенні до кінців сигмоїди значення Y мають тенденцію слабо реагувати на зміни в X.
У випадку наближення активаційної функції до майже горизонтальної частини кривої значення градієнта не може набувати істотних змін через надзвичайно мале значення. Нейромережа відмовляється навчатися далі чи робить це вкрай повільно. Існують варіанти роботи над цими проблемами, і тому все ж сигмоїда все ще дуже популярна для задач класифікації.

1.4.4 Гіперболічний тангенс   

Ще одна поширена функція активації – гіперболічний тангенс:

[image: image24.png]f(x) = tan (x)



,                                                    (1.3)
де [image: image26.png]tan(x) =

sigmoid(2x) — 1
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Рисунок 1.10 – Графік гіперболічного тангенса
Гіперболічний тангенс дуже схожий на сигмоїду. І дійсно по своїй природі гіперболічний тангенс є скорегованою сигмоїдальною функцією.
Тому така функція має ті ж характеристики, що й у сигмоїди, розглянутої раніше. Її природа нелінійна, вона добре підходить для комбінації шарів, а діапазон значень функції - (- 1, 1). Тому немає сенсу турбуватися, що активаційна функція перевантажиться від великих значень. Однак варто зазначити, що градієнт функції тангенса більше, ніж у сигмоїди. Рішення про те, чи вибрати сигмоїду або тангенс, залежить від ваших вимог до амплітуди градієнта. Також як і сигмоїда, гіперболічного тангенсу властива проблема зникнення градієнта.

Тангенс також є дуже популярною і використовуваною активаційною функцією.

1.4.5 ReLu

Наступна дуже вживана активаційна функція (1.4):
[image: image29.png]A(x) = max (0,x)



,                                                 (1.4)
де max – функція максимуму.

Використовуючи її загальний вигляд, стає зрозуміло, що ReLu повертає значення х, якщо х позитивне, і 0, у іншому випадку. Схема роботи розглянута нижче (рисунок 1.11)

На перший погляд здається, що ReLu має всі ті ж проблеми, що і лінійна функція, так як ReLu лінійна в першому квадраті. Але насправді, ReLu нелінійна за своєю природою, а комбінація ReLu також нелінійна.

Насправді, така функція є хорошим апроксиматором, так як будь-яка функція може бути апроксимована комбінацією ReLu. Область допустимих значень ReLu - [0, inf);.].

Наступний пункт - рідкість активації. Уявімо велику нейронну мережу з безліччю нейронів. Використання сигмоїди або гіперболічного тангенса буде тягти за собою активацію всіх нейронів в аналоговий спосіб. Це означає, що майже всі активації повинні бути оброблені для опису виходу мережі. Іншими словами, активація буде частою, а це затратно. В ідеалі ми хочемо, щоб деякі нейрони були активовані, це зробило б активації рідшими і ефективними.
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Рисунок 1.11 – Графік ReLu

ReLu дозволяє це зробити. Уявімо мережу з випадково ініціализованими або нормалізованими вагами, в якій приблизно 50% активацій рівні 0 через характеристики ReLu (повертає 0 для від'ємних значень х). У такій мережі включається меншу кількість нейронів (рідка активація), а сама мережа стає легше. Відмінно, здається, що ReLu підходить нам за всіма параметрами. Але і ReLu має свої недоліки.

Через те, що частина ReLu є горизонтальною лінією (для негативних значень X), градієнт на цій частині дорівнює 0. Через рівності нулю градієнта, ваги не будуть коригуватися під час спуску. Це означає, що перебувають в такому стані нейрони не реагуватимуть на зміни в помилку / вхідних даних (просто тому, що градієнт дорівнює нулю, нічого не буде змінюватися). Таке явище називається проблемою вмираючого ReLu (Dying ReLu problem). Через цієї проблеми деякі нейрони просто вимикаються і не будуть відповідати, роблячи значну частину нейромережі пасивної. 

Однак існують варіації ReLu, які допомагають цю проблему уникнути. Наприклад, має сенс замінити горизонтальну частину функції на лінійну. Якщо вираз для лінійної функції задається виразом y = 0.01x для області x <0, лінія злегка відхиляється від горизонтального положення. Існує й інші способи уникнути нульового градієнта. Основна ідея тут - зробити градієнт нерівним нулю і поступово відновлювати його під час тренування.

ReLu менш вимогливий до обчислювальних ресурсів, ніж гіперболічний тангенс або сигмоїда, так як виробляє більш прості математичні операції. Тому має сенс використовувати ReLu при створенні глибоких нейронних мереж

1.5 Тренування нейронних мереж

Тренування нейронної мережі - це процес, в якому параметри нейронної мережі настроюються за допомогою моделювання середовища, в яку ця мережа вбудована. Тип навчання визначається способом підстроювання параметрів. Розрізняють алгоритми навчання з вчителем і без вчителя.

Процес навчання з учителем є пред'явлення мережі вибірки навчальних прикладів. Кожен зразок подається на входи мережі, потім проходить обробку всередині структури НС, обчислюється вихідний сигнал мережі, який порівнюється з відповідним значенням цільового вектора, що представляє собою необхідний вихід мережі.

Для того, щоб нейронна мережі була здатна виконати поставлене завдання, її необхідно навчити. Розрізняють алгоритми навчання з вчителем і без вчителя.

Процес навчання з учителем є пред'явлення мережі вибірки навчальних прикладів. Кожен зразок подається на входи мережі, потім проходить обробку всередині структури НС, обчислюється вихідний сигнал мережі, який порівнюється з відповідним значенням цільового вектора, що представляє собою необхідний вихід мережі. Потім за певним правилом обчислюється помилка, і відбувається зміна вагових коефіцієнтів зв'язків всередині мережі в залежності від обраного алгоритму. Вектори навчальної множини пред'являються послідовно, обчислюються помилки і ваги підлаштовуються для кожного вектора до тих пір, поки помилка по всьому навчальному масиву не досягне прийнятного рівня.
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Рисунок 1.12 – Тренування нейронної мережі

При тренуванні без учителя навчальну множину складається лише з вхідних векторів. Навчальний алгоритм підлаштовує ваги мережі так, щоб виходили узгоджені вихідні вектори, тобто щоб пред'явлення досить близьких вхідних векторів давало однакові виходи. 

Процес навчання, таким чином: виділяє статистичні властивості навчальної множини і групує подібні вектори в класи. Пред'явлення на вхід вектора з даного класу дасть певний вихідний вектор, але до навчання неможливо передбачити, який вихід буде проводитися даним класом вхідних векторів. Отже, виходи подібної мережі повинні трансформуватися в деяку зрозумілу форму, зумовлену процесом навчання. Це не є серйозною проблемою. Зазвичай не складно ідентифікувати зв'язок між входом і виходом, встановлену мережею.

Для навчання нейронних мереж без вчителя застосовуються сигнальні метод навчання Хебба і Ойа.

1.5.1 Алгоритм поширення зворотної помилки

Одним з найпоширеніших алгоритмів навчання нейронних мереж є алгоритм зворотного поширення помилки Алгоритм зворотного поширення помилки є одним з методів навчання багатошарових нейронних мереж прямого поширення, званих також багатошаровими перцептрони. 

Багатошарові перцептрони використовуються для вирішення багатьох задач.

Навчання алгоритмом зворотного поширення помилки передбачає два проходи по всім верствам мережі: прямого і зворотного. 

При прямому проході вхідний вектор подається на вхідний щар нейронної мережі, після чого поширюється по мережі від шару до шару. В результаті генерується набір вихідних сигналів, який і є фактичною реакцією мережі на даний вхідний образ. Під час прямого проходу все синаптичні ваги мережі фіксовані. 
Під час зворотного проходу все синаптичні ваги налаштовуються відповідно до правила корекції помилок, а саме: фактичний вихід мережі віднімається з бажаного, в результаті чого формується сигнал помилки. 

Цей сигнал згодом поширюється по мережі в напрямку, протилежному напрямку синаптичних зв'язків. Звідси і назва - алгоритм зворотного поширення помилки. Синаптичні ваги налаштовуються з метою максимального наближення вихідного сигналу мережі до бажаного.
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Рисунок 1.13 – Зворотнє поширення помилки
Сумарна помилка обчислюється як різниця між очікуваним значенням «y» (з навчального набору) і отриманим значенням «y_» (пораховані на етапі прямого поширення помилки), що проходять через функцію втрат.

Приватна похідна помилки обчислюється по кожному значенню ваги (ці приватні диференціали відображають внесок кожного елементу в загальну помилку 

Потім ці диференціали множаться на число, зване швидкість навчання. Отриманий результат потім віднімається з відповідних ваг.

Зміщення - це ваги, додані до прихованих шарів (рисунок 1.14). Вони теж випадковим чином не започатковано і оновлюються так само, як прихований шар. 

Роль прихованого шару полягає в тому, щоб визначити форму базової функції в даних, в той час як роль зсуву - зрушити знайдену функцію в сторону так, щоб вона частково збіглася з вихідною функцією.
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Рисунок 1.14 – Рух параболи помилки зі зміщєнням

1.5.2 Тренування з учителем

Навчання з учителем передбачає наявність повного набору розмічених даних для тренування моделі на всіх етапах її побудови.

Наявність повністю розміченого датасета означає, що кожному елементу набору відповідає значення, який алгоритм повинен отримати. Таким чином, розмічений датасет з фотографій квітів навчить нейронну мережу, де зображені троянди, ромашки або нарциси. Коли мережа отримає нове фото, вона порівняє його з прикладами з навчальної датасета, щоб передбачити відповідь.
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Рисунок 1.15 – Розпізнавання об’єкта при тренуванні з учителем

Приклад навчання з учителем - класифікація (рисунок 1.15, зліва), і подальше її використання для сегментації і розпізнавання об'єктів

В основному навчання з учителем застосовується для вирішення двох типів задач: класифікації і регресії.

У задачах класифікації алгоритм генерує дискретні значення, що відповідають номерам класів, до яких належать об'єкти. У навчальному датасета з фотографіями тварин кожне зображення буде мати відповідну мітку - «кішка», «коала» або «черепаха». Якість алгоритму оцінюється тим, наскільки точно він може правильно класифікувати нові фото з коал і черепахами.

А ось завдання регресії пов'язані з безперервними даними. Один із прикладів, лінійна регресія, обчислює очікуване значення змінної y, враховуючи конкретні значення x.

Більш утилітарні завдання машинного навчання задіють велика кількість змінних. Як приклад, нейронна мережа, пророкує ціну квартири в Сан-Франциско на основі її площі, місця розташування і доступності громадського транспорту. Алгоритм виконує роботу експерта, який розраховує ціну квартири виходячи з тих же даних.

Таким чином, навчання з учителем найбільше підходить для задач, коли є значний набір достовірних даних для навчання алгоритму. Але так буває далеко не завжди. Недолік даних - найбільш часто зустрічається, в машинному навчанні на 2019 рік.

1.5.3 Тренування без учителя

Ідеально розмічені і чисті дані дістати нелегко. Тому іноді перед алгоритмом стоїть завдання знайти заздалегідь не відомі відповіді. Ось де потрібно навчання без учителя.

У навчанні без учителя у моделі є набір даних, і немає явних вказівок, що з ним робити. Нейронна мережа намагається самостійно знайти зв’язки в даних, витягуючи корисні ознаки і аналізуючи їх.

[image: image35.jpg])





Рисунок 1.16 – Кластеризація даних на основі загальних ознак

Залежно від завдання модель систематизує дані по-різному:

· кластеризація. Навіть без спеціальних знань експерта-орнітолога можна подивитися на колекцію фотографій і розділити їх на групи за видами птахів, спираючись на колір пера, розмір або форму дзьоба. Саме в цьому полягає кластеризація - найбільш поширена завдання для навчання без учителя. Алгоритм підбирає схожі дані, знаходячи спільні ознаки, і групують їх разом;

·  виявлення аномалій. Банки можуть виявити шахрайські операції, виявляючи незвичайні дії в купівельному поводженні клієнтів. Наприклад, підозріло, якщо одна кредитна карта використовується в Каліфорнії і Данії в один і той же день. Схожим чином, навчання без вчителя використовують для знаходження викидів в даних;

· асоціації. Ви берете в онлайн-магазині підгузники, яблучне пюре і дитячу кухоль-непроливайку і сайт порекомендує вам додати нагрудник і радионяню до замовлення. Це приклад асоціацій: деякі характеристики об'єкта корелюють з іншими ознаками. Розглядаючи пару ключових ознак об'єкта, модель може передбачити інші, з якими існує зв'язок;

· автоенкодери. Автоенкодери приймають вхідні дані, кодують їх, а потім намагаються відтворити початкові дані з отриманого коду. Не так багато реальних ситуацій, коли використовують простий автоенкодер. Але варто додати шари і можливості розширяться: використовуючи зашумлені і вихідні версії зображень для навчання, автоенкодери можуть видаляти шум з відеоданих, зображень або медичних сканів, щоб підвищити якість даних.

1.5.4 Тренування з частковим залученням учителя

Це золота середина.

Навчання з частковим залученням вчителя характеризується своєю назвою: навчальний датасета містить як розмічені, так і розділеного дані. Цей метод особливо корисний, коли важко отримати з даних важливі ознаки або розмітити всі об'єкти - трудомістке завдання.
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Рисунок 1.17 – Задача для алгоритму тренування за частковим залученням вчителя

Навчання з частковим залученням вчителя часто використовують для вирішення медичних завдань, де невелика кількість розмічених даних може привести до значного підвищення точності

Цей метод машинного навчання поширений для аналізу медичних зображень, таких як скани комп'ютерної томографії або МРТ. Досвідчений рентгенолог може розмітити невелике підмножина сканів, на яких виявлені пухлини і захворювання. Але вручну розмічати всі скани - занадто трудомістка і дорога задача. Проте нейронна мережа може отримати інформацію з невеликої частки розмічених даних і поліпшити точність прогнозів в порівнянні з моделлю, яка навчається виключно на нерозмічену даних.

Популярний метод навчання, для якого потрібно невеликий набір розмічених даних, полягає в використанні генеративно-змагальної мережі або GAN.

Уявіть собі змагання двох нейронних мереж, де кожна намагається перехитрити іншу. Це GAN. Одна з мереж, генератор, намагається створити нові об'єкти даних, які імітують навчальну вибірку. Інша мережа, дискримінатор, оцінює, чи є ці згенеровані дані реальними або підробленими. Мережі взаємодіють і циклічно удосконалюються, оскільки діскрімінатор намагається краще відокремлювати підробки від оригіналів, а генератор намагається створювати переконливі підробки.
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Рисунок 1.18 – Принцип роботи GAN
Принцип роботи GAN (рисунок 1.18) -  дискримінатори «D» показують вихідні зображення і дані, створені генератором «G». 
Дискримінатор повинен визначити, які саме зображення є реальними, а які підробленими.

1.5.5 Тренування з підкріпленням

Наступний тип нейронних мереж, який дуже часто використовується останнім часом, але не отримав такого широкого розголосу - це навчання з підкріпленням.

Справа в тому, що в попередніх двох випадках ми використовуємо бази даних. У нас є або дані з осіб, які дані з картинок, які дані з емоціями з відеороликів. Інший приклад: складати великі бази даних в комп'ютерних іграх складно, але можна зробити набагато простіше.
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Рисунок 1.20 – Найпростіша задача для тренування з підкріпленням 

Результат навчання з підкріпленням (рисунок 1.20) - «агент» проходить трасу, не виїжджаючи за її межі. Далі можна домагаючись підвищення швидкості проходження траси.

[image: image39.png]ObyyeHune c noaKkpenneHme

O PoboToTexHuKa
O Atari
O AlphaGo

Andrej Karpathy blog (2016)




Рисунок 1.19 – Тренування з підкріпленням у іграх та роботехніці

Вище (рисунок 1.19, зліва) можна бачити зображена архітектури нейронної мережі Atari. Вона навчається, граючи сама з собою для того, щоб отримати максимальну винагороду. Максимальна винагорода - це максимально швидкий результат гри з максимально великим рахунком.

Справа вгорі - останній шар нейронної мережі, який зображує все кількість станів системи, яка грала сама проти себе всього лише протягом двох годин. Червоним зображені бажані результати гри з максимальним винагородою, а блакитним - небажані. Мережа будує якесь поле і рухається за своїми навченим верствам в той стан, якого їй хочеться досягти.

В робототехніці ситуація складається трохи по-іншому. Чому? Тут вникають кілька складнощів. По-перше, у є не так багато баз даних. По-друге, потрібно координувати відразу три системи: сприйняття робота, його дії за допомогою маніпуляторів і його пам'ять - то, що було зроблено в попередньому кроці і як це було зроблено. 

Справа в тому, що жодна нейронна мережа, навіть deep learning на даний момент, не може впорається з цим завданням досить ефективно, тому deep learning тільки виключно шматочки того, що потрібно зробити роботам. Наприклад, недавно Сергій Лєвін надав систему, яка вчить робота хапати об'єкти
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Рисунок 1.21 – Досліди Сергія Лєвіна

Вище (рисунок 1.21) показані досліди, які він проводив на своїх 14 роботах-маніпуляторів.

Що тут відбувається? У цих тазиках, які ви перед собою бачите, різні об'єкти: ручки, гумки, менші кола і побільше, ганчірочки, різні текстури, різної твердості. Неясно, як навчити робота захоплювати їх. Протягом багатьох годин, а навіть, начебто, тижнів, роботи тренувалися, щоб вміти захоплювати ці предмети, складалися з цього приводу бази даних.

Бази даних - це якийсь відгук середовища, який нам потрібно накопичити для того, щоб мати можливість навчити робота щось робити надалі. Надалі роботи будуть навчатися на цій множині станів системи.

1.6 Види нейронних мереж

Існує велика кількість архітектур нейронних мереж. Кожна з них має своє особливе застосування і служить для вирішення різних проблем та задач та здатна навчатися. Вона може виконувати завдання класифікації, передбачення, прийняття рішень, візуалізації та інші завдяки тренуванню на прикладах та не тільки.

Будь-яка архітектура штучної мережі складається з штучних нейронів - елементів обробки, які мають структуру та 3 пов'язаних один з одним шарів: вхідним, що складається з одного або кількох шарів прихованим і вихідним.

Вхідний шар складається з вхідних нейронів, які передають інформацію в прихований шар. 
Прихований шар в свою чергу передає інформацію в вихідний. Кожен нейрон має входи з вагами - синапсами, функцію активації, визначальну вихідну інформацію при заданої вхідної, і один вихід.

Зазвичай вихідний шар містить у собі конкретну логіку яка відповідає за прийняття рішення цієї нейронної мережі. Для згорткових нейронних мереж, наприклад, це може бути результат класицікації.
Найбільш вживаними нейронними мережами є:

· багатошаровий перцептрон;

· мережа Хопфілда;

· рекурентні нейронні мережі (RNN) ;

· карти Кохонена;

· конвуляційні нейронні мережі (CNN).
Розглянемо їх детальніше.
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Рисунок 1.22 – Види нейронних мереж

1.6.1 Багатошаровий перцептрон

Багатошаровими перцептронами називають нейронні мережі прямого поширення. Вхідний сигнал в таких мережах поширюється в прямому напрямку, від шару до шару. 

Багатошаровий перцептрон в загальному уявленні складається з наступних елементів:

· безлічі вхідних вузлів, які утворюють вхідний шар;

· одного або декількох прихованих шарів обчислювальних нейронів;

· одного вихідного шару нейронів.

Багатошаровий перцептрон представляє собою узагальнення одношарового перцептрона Розенблатта.
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Рисунок 1.23 – Архітектура багатошарового перцептрона

Вище (рисунок 1.23) зображений приклад архітектури багатошарового перцептрона. Кількість вхідних і вихідних елементів в багатошаровому перцептроні визначається умовами завдання. Сумніви можуть виникнути щодо того, які вхідні значення використовувати, а які ні. Питання про те, скільки використовувати проміжних шарів, і елементів в них, спочатку часто зовсім неясний. В якості початкового наближення можна взяти один проміжний шар, а число елементів в ньому покласти рівним напівсумі числа вхідних і вихідних елементів.

Багатошарові перцептрони успішно застосовуються для вирішення різноманітних складних завдань і мають наступних три відмітних властивості.

Властивість 1 - кожен нейрон мережі має нелінійну функцію активації.
Важливо підкреслити, що така нелінійна функція повинна бути гладкою тобто всюди диференціюється, на відміну від жорсткої порогової функції, використовуваної в перцептронах Розенблатта. Найпопулярнішою формою функції, що задовольняє цій вимозі, є сигмоїдальна. 

Наявність нелінійності грає дуже важливу роль, так як в противному випадку відображення «вхід-вихід» мережі можна звести до звичайного однослойному персептрону.

Властивість 2 - декілька прихованих шарів.
Багатошаровий перцептрон містить один або кілька шарів прихованих нейронів, які не є частиною входу або виходу мережі. Ці нейрони дозволяють мережі навчатися вирішення складних завдань, послідовно отримуючи найбільш важливі ознаки з вхідного образу.

Властивість 3 - висока зв'язність.
Багатошаровий перцептрон має високий ступінь зв'язності, що реалізовується за допомогою синаптичних з'єднань. Зміна рівня зв'язності мережі вимагає зміни безлічі синаптичних з'єднань або їх вагових коефіцієнтів.

Комбінація всіх цих властивостей поряд зі здатністю до навчання на власному досвіді забезпечує обчислювальну потужність багатошарового персептрона. Однак ці ж якості є причиною неповноти сучасних знань про поведінку такого роду мереж: розподілена форма нелінійності і висока зв'язність мережі істотно ускладнюють теоретичний аналіз багатошарового перцептрона.

1.6.2 Мережа Хопфілда

Нейронна мережа Хопфілда – повнозв’язна нейронна мережа з симетричною матрицею зв'язків. В процесі роботи динаміка таких мереж сходиться до одного з положень рівноваги. Ці положення рівноваги є локальними мінімумами функціонала - енергією. Така мережа може бути використана як автоасоціативна пам'ять, як фільтр, а також для вирішення деяких завдань оптимізації. На відміну від багатьох нейронних мереж, що працюють до отримання відповіді через певну кількість тактів, мережі Хопфілда працюють до досягнення рівноваги, коли наступний стан мережі в точності дорівнює попередньому: початковий стан є вхідним чином, а при рівновазі отримують вихідний образ.
Припустимо, що ми проводимо дослід, і маємо певну кількість початкових образів – наприклад зображень. Ми оброблюємо видозмінений образ, і наше завдання полягає в розпізнанні одного з еталонних шаблонів. Як це зробить людина - питання досить складне. А ось як з подібним завданням впорається нейронна мережа – це вже можна зрозуміти. Особливо, якщо це нейронна мережа Хопфілда.

У загальному вигляді мережа Хопфілда являє собою систему «нейронів», зав'язаних між собою аналогічно мережі нейронів в головному мозку. «Нейрон» в конкретному випадку є таким, що володіє станом процесу, тому мережа працює паралельно. Штучна нейронна мережа проходить «навчання» рішенням якоїсь задачі, що, по своїй суті, призводить до обчислень матричних вагових коефіцієнтів, без будь-якої «магії».

Яким чином нейрони між собою пов'язані, залежить від того який тип мережі ми будуємо. Кожен мережевий нейрон передає і отримує сигнали від інших. Мережа Хопфілда - це одношарова мережу, так як вона використовує тільки один шар нейронів. Так само вона є рекурсивної мережею, і володіє зворотними зв'язками. Функції мережі є циклічніі, тобто постійно змінюються. Нижче (рисунок 1.24) показаний приклад мережі Хопфілда в якому діють 4 нейрона. Кожен з них має виходи сигналів, які зв'язуються з виходами всіх нейронів, крім себе:

[image: image43.png]p

S

\\

X





Рисунок 1.24 – Архітектура мережі Хопфілда

На жаль саме цю мережу не можна навчити практично нічому. Для цього нам буде потрібно набагато більше нейронів. Мережа, в якій міститься N нейронів запам'ятовує не більше ~ 0.15 * N різних образів. Тому робоча мережа повинна використовувати досить велику кількість нейронів. Одне з найбільших недоліків подібної мережі - це низька ємність. Також образи не повинні сильно походити один на одного, так як іноді це може викликати циклічність при розпізнаванні.

Образи, які мережа розпізнає або запам'ятовує представляються вектором який має розмірність X і n, де n - це число нейронів задіяних в мережі. Вихідний же образ буде вектором Y з ідентичною розмірністю. Кожен вектор буде приймати значення: -1 або +1. Можна звичайно використовувати і 0 з 1, але перший варіант трохи зручніше для розрахунків.

Після того як мережа навчена за встановленими образам ми подамо їй на вхід якийсь вектор, і попросимо її визначити, що це. Швидше за все нас чекає кілька випадків.

У найкращому варіанті мережу правильно розпізнає образ і віддасть на вихід вектор основного способу, схожого на змінений.

Інший розвиток подій виникає якщо мережа вирішує що вказаний вами образ схожий відразу на кілька еталонних, тоді мережа може зациклиться і не видати результату. В нашій реалізації ми додамо умова що при проходженні певної кількості ітерацій, якщо рішення не знайдено, то мережу повідомляє про це.

Мережа працює до того часу, поки результат не буде схожий на еталонний зразок, або не перевищить поріг циклів проходження. 

1.6.3 Рекурентні нейронні мережі

Рекурентні нейронні мережі (Recurrent Neural Networks, RNNs) - популярні моделі, використовувані в обробці природної мови. По-перше, вони оцінюють довільні пропозиції на основі того, наскільки часто вони зустрічалися в текстах. Це дає нам міру граматичної і семантичної коректності. Такі моделі використовуються в машинному перекладі. По-друге, створенні таким чином мовні моделі генерують новий текст. Тобто, наприклад, навчання моделі на поемах Шекспіра дозволить генерувати новий текст, схожий на Шекспіра.

Ідея RNN полягає в послідовному використанні інформації. У традиційних нейронних мережах мається на увазі, що всі входи і виходи незалежні. Але для багатьох завдань це не підходить. Якщо ви хочете передбачити наступне слово в реченні, краще враховувати попередні слова. RNN називаються рекурентними, тому що вони виконують одну й ту ж задачу для кожного елемента послідовності, причому вихід залежить від попередніх обчислень. Ще одна інтерпретація RNN: це мережі, у яких є «пам'ять», яка враховує попередню інформацію. Теоретично RNN можуть використовувати інформацію в довільно довгих послідовностях, але на практиці вони обмежені лише декількома кроками.

[image: image44.jpg]z w =
S O
T
- w7 D -
OAAOAlx
Hw
= =T
04 -

>

P

=)




Рисунок 1.25 – Розгортка рекурентної нейронної мережі

На рисунку 1.25 показано, що RNN розгортається в повну мережу. Розгорткою ми просто виписуємо мережу для повної послідовності. Наприклад, якщо послідовність являє собою речення з 5 слів, розгортка буде складатися з 5 шарів, по шару на кожне слово. Формули, що задають обчислення в RNN наступні:

· x(t) - вхід на кроці часу t. Наприклад x(1) може бути вектором з одним гарячим станом (one-hot vector), відповідним другого слова речення;

· s(t) - це прихований стан на кроці t. Це «пам'ять» мережі. s(t) залежить, як функція, від попередніх станів і поточного входу x(t): Функція f зазвичай нелінійна, наприклад tanh або ReLU. яка потрібна для обчислення першого прихованого стану, зазвичай ініціюється нулем (нульовим вектором);

· o(t) - вихід на кроці t. Наприклад, якщо ми хочемо передбачити слово в реченні, вихід може бути вектором ймовірностей в нашому словнику. 

Проте потрібно мати на увазі:

· можна інтерпретувати s(t) як пам'ять мережі. s(t) містить інформацію про те, що сталося на попередніх кроках часу. Вихід o(t) обчислюється виключно на основі «пам'яті» s(t). Однак на практиці все виходить складніше: s(t) не може містити інформацію занадто великої кількості попередніх кроків;

· на відміну від традиційної глибокої нейронної мережі, яка використовує різні параметри на кожному шарі, RNN має однакові (U, V, W) на всіх етапах. Це відображає той факт, що ми виконуємо одну і ту ж задачу на кожному кроці, використовуючи тільки різні входи. Це значно зменшує загальну кількість параметрів, які нам потрібно підібрати;

· на рисунку 1.25 нейронна мережа має виходи на кожному кроці, але, в залежності від завдання, вони можуть не знадобитися. Наприклад при визначенні емоційного забарвлення речення, доцільно піклуватися тільки про кінцевий результат, а не про забарвлення після кожного слова. Аналогічно, при проведенні досліду введення даних на кожному кроці може не знадобитися. Основною особливістю RNN є прихований стан, який містить деяку інформацію про послідовність.

Навчання RNN аналогічно навчання звичайної нейронної мережі. Також використовуємо алгоритм зворотного поширення помилки (backpropagation), але з невеликою зміною. Оскільки одні й ті ж параметри використовуються на всіх тимчасових етапах в мережі, градієнт на кожному виході залежить не тільки від розрахунків поточного кроку, але і від попередніх тимчасових кроків. Наприклад, щоб обчислити градієнт при t = 4, нам потрібно було б «поширити помилку» на 3 кроки і підсумовувати градієнти. Цей алгоритм називається «алгоритмом зворотного поширення помилки крізь час» (Backpropagation Through Time, BPTT). Проте рекурентні нейронні мережі, які пройшли навчання з BPTT, зазнають труднощів з вивченням довгострокових залежностей (наприклад, залежність між кроками, які знаходяться далеко один від одного) через загасання / висадження градієнта. 

Протягом багатьох років дослідники розробляли більш складні типи RNN, щоб впоратися з деякими з недоліків класичної моделі, і їх архітектура поступово еволюціонувала. 

Наприклад, двонаправлені рекурентні нейронні мережі (Bidirectional RNNs) засновані на тій ідеї, що вихід в момент часу t може залежати не тільки від попередніх елементів в послідовності, а й від майбутніх. Наприклад, якщо ви хочете передбачити відсутню слово в послідовності, враховуючи як в лівий, так і в правий контекст. Двонаправлені рекурентні нейронні мережі досить прості. Це всього лише два RNN, покладених один на одного. Потім вихід обчислюється на основі прихованого стану обох RNN.

1.6.4 Карти Кохонена 

Зазвичай, для того, щоб досягти гарної роботи нейронноґ мережі, необхідно  мати дуже добре формалізовані дані, які нейронна мережа оброблює і вивчає.

Однак є ситуації, і їх досить багато, коли правильної відповіді ніхто не знає. І навіть незрозуміло що є відповіддю. І навіть завдання не цілком ясно. Є тільки дані, з яких треба витягти щось корисне.

Зазвичай такі завдання формулюються як задачі автоматичної класифікації. І з ними гарно вправляються самоорганізуючі карти Кохонена.

На вхід зазвичай подається багато окремих об'єктів на виході маємо дерево груп таких об'єктів, де вони акуратно розкладені по поличках.

Алгоритм працює наступним чином - спочатку всі дані представлені як точки в деякому багатовимірному просторі. Точка описана набором координат по осях, і цих координат зазвичай багато. Завдання - виділити групи, зв'язку які представляють закономірності в цьому незручному багатовимірному просторі.
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Рисунок 1.26 – Результат роботи карт Кохонена
Ідея методу виникла за аналогією з людським мозком. За однією з версій, кора мозку людини це собою плоский лист, зім'ятий і засунутий в череп. При цьому деякі ділянки кори прилягають один до одного щільно, хоча їх «плоскі координати» дуже далекі один від одного. Кохонен висловив припущення, що близькість точок спочатку плоскої кори має глибший сенс, на рівні знань і мислення людини. Тож, маємо точки даних розташовані у просторі. В цей же простір поміщається плоска мережа Кохонена з нейронів.

Далі виконується перебір всіх точок даних, і для кожної знаходиться найближча точка мережі і вся мережа трохи підтягується до цієї точки. Мережа ніби тягне за той нейрон, який виявився ближче до точки даних. Чим далі від обраного кожен конкретний нейрон, тим менше його переміщення.

У підсумку вся мережа «повзе» в бік скупчень точок і розподіляється між ними, покриваючи плоскою картою багатовимірні дані. 

Після закінчення процесу карта «розправляється» і отримані групи даних можна аналізувати.
Якщо потім в знайдених кластерах виділити який-небудь цільову ознаку (наприклад, по набору ознак рис обличчя визначати вік людини), можна детально перевіряє вплив кожної ознаки і їх груп на результат: кластеризація перетворюється в інструмент аналізу і прийняття рішень.

Докладність отриманої класифікації можна регулювати в залежності від вимог. Регулюють число кластерів або задають поріг близькості окремих згустків, отримуючи багаторівневу класифікацію з практично будь-яким ступенем детальності.

2 АЛГОРИТМИ ПОПЕРЕДНЬОЇ ОБРОБКИ ЗОБРАЖЕНЬ У ЗГОРТКОВИХ НЕЙРОННИХ МЕРЕЖАХ

2.1 Згорткові нейронні мережі

Згорткові нейронні мережі (CNN) і глибинні згорткові нейронні мережі (DCNN) виділяються серед інших видів мереж. Вони використовуються для обробки зображень і аудіо. Типове застосування CNN - класифікація зображень: якщо на зображенні є кішка, то мережу видасть результат "кішка". Такі нейромережі зазвичай аналізують не всі дані відразу, а проходяться по ним фільтром з заданим розміром: якщо у є зображення 200 × 200, то мережа вважає квадрат розміру 20x20, зсовується на 1 піксель і вважає це новим квадратом. 

Потім вхідні дані передаються через згорткові шари, в яких не всі вузли з'єднані між собою. Ці шари можуть стискатися з глибиною, причому часто використовуються степені двійки: 32, 16, 8, 4, 2, 1. 
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Рисунок 2.1 – Топологія згорткової нейронної мережі

CNN складається з різних видів шарів: згорткові шари, субдискредитуючі (підвибіркові) шари і шари звичайної нейронної мережі - перцептрона, (рисунок 2.1) 
Перші два типи шарів  чергуючись між собою, формують вхідний вектор ознак для багатошарового перцептрона.

Свою назву згорткова мережа отримала за назвою операції - згортка, суть якої буде описана далі.

Згорткові мережі є вдалою серединою між біологічно правдоподібними мережами і звичайним багатошаровим перцептроном. На сьогодні, кращі результати в розпізнаванні зображень отримують з їх допомогою. В середньому точність розпізнавання таких мереж перевершує звичайні на 10-15%. CNN - це ключова технологія Deep Learning.

Основною причиною успіху CNN стало концепція загальних ваг. Незважаючи на великий розмір, ці мережі мають невелику кількість параметрів, що настроюються в порівнянні з їх предком - неокогнітроні. Є варіанти CNN (Tiled Convolutional Neural Network), схожі на неокогнітрон, в таких мережах відбувається, часткова відмова від пов'язаних ваг, але алгоритм навчання залишається тим же і ґрунтується на зворотному поширенні помилки. Конвуляційні мережі можуть швидко працювати на послідовній машині і швидко навчатися за рахунок чистого розпаралелювання процесу згортки по кожній карті, а також зворотної згортки при поширенні помилки по мережі

2.2 Визначення топології згорткової нейронної мережі

Визначення топології мережі орієнтується на завдання, дані з наукових досліджень і власний експериментальний досвід.

Наступні етапи впливають на вибір топології:

· визначити завдання нейромережі (класифікація, прогнозування, модифікація);

· визначити обмеження в розв'язуваної задачі (швидкість, точність відповіді);

· визначити вхідні дані (тип: зображення, звук, розмір: 100x100, 30x30, формат: RGB, в градаціях сірого) і вихідних дані (кількість класів).

Таким чином, вхідні дані являють собою кольорові зображення. Якщо розмір буде занадто великий, то обчислювальна складність підвищиться, відповідно обмеження на швидкість відповіді будуть не виконані, визначення розміру в даній задачі вирішується методом підбору. Якщо вибрати розмір занадто маленький, то мережа не зможе виявити ключові ознаки об’єктів. Кожне зображення розбивається на 3 канали: червоний, синій, зелений. Таким чином виходить 3 зображення.

Вхідний шар враховує двовимірну топологію зображень і складається з декількох карт. Карта може бути одна, в тому випадку, якщо зображення представлено в відтінках сірого, інакше їх 3, де кожна карта відповідає зображенню з конкретним каналом (червоним, синім і зеленим).

Згортковий шар - це набір карт у кожної карти є синаптичне ядро. В різних джерелах його називають по-різному: скануюче ядро, фільтр, згортка.

Кількість карт визначається вимогами до задачі, якщо взяти велику кількість карт, то підвищиться якість розпізнавання, але збільшиться обчислювальна складність. В більшості випадків пропонується брати співвідношення один до двох, тобто кожна карта попереднього шару пов'язана з двома картами згорткового шару.

Ядро - це фільтр, який проходить по всій області попередньої карти і знаходить певні ознаки об'єктів. Наприклад, якщо мережа навчали на безлічі обличь, то одне з ядер могло б в процесі навчання видавати найбільший сигнал в області очі, рота, брови або носа, інше ядро могло б виявляти інші ознаки. Розмір ядра зазвичай беруть в межах від 3х3 до 7х7. Якщо розмір ядра маленький, то воно не зможе виділити будь-які ознаки, якщо занадто велике, то збільшується кількість зв'язків між нейронами. Також розмір ядра вибирається таким, щоб розмір карт згорткового шару був парним. Це дозволяє не втрачати інформацію при зменшенні розмірності в шарі..

Ядро - це собою систему загальних ваг, це одна з головних особливостей згорткової нейромережі. У звичайній багатошарової мережі дуже багато зв'язків між нейронами, що вельми уповільнює процес розпізнавання. У згортковій мережі - навпаки, загальні ваги дозволяють скоротити число зв'язків і дозволити знаходити одну і ту саму ознаку по всій області зображення.

Спочатку значення кожної карти згорткового шару рівні 0. Значення ваг ядер задаються випадково в області від -0.5 до 0.5. Ядро проходить попередню карту і проводить операцію згортки

Підвибірковий шар також, як і згортковий має карти, але їх кількість співпадає з попереднім (згортковим) шаром. Мета шару - зменшення розмірності карт попереднього шару. Якщо на попередній операції згортки вже були виявлені деякі ознаки, то для подальшої обробки настільки докладне зображення вже не потрібно, і воно ущільнюється до менш докладного. До того ж фільтрація вже непотрібних деталей допомагає не перенавчатися.

У процесі сканування ядром підвибіркового шару , скануюче ядро не перетинається на відміну від згорткового шару. Зазвичай, кожна згортка має ядро розміром 2x2, що дозволяє зменшити попередні карти згорткового шару в 2 рази. Вся карта ознак поділяється на осередки 2х2 елемента, з яких вибираються максимальні за значенням.
Останній з типів шарів - це шар звичайного багатошарового перцептрона. Мета шару - класифікація, він моделює складну нелінійну функцію, при оптимізації якої поліпшується якість розпізнавання.

Нейрони кожної карти попереднього підвибіркового шару пов'язані з одним нейроном прихованого шару. Таким чином число нейронів прихованого шару дорівнює числу карт підвибіркового шару, але зв'язки можуть бути не обов'язково такими, наприклад, тільки частина нейронів будь-якої з карт підвибіркового шару бути пов'язана з першим нейроном прихованого шару, а частина, що залишилася з другим, або всі нейрони першої карти пов'язані з нейронами 1 і 2 прихованого шару. 

Вихідний шар пов'язаний з усіма нейронами попереднього шару. Кількість нейронів відповідає кількості розпізнаваних класів, наприклад при розпізнаванні обличчя людини 2 - обличчя і не обличчя. 

2.3 Операція згортки

В залежності від поставленої задачі, згорткові нейронні мережі повинні мати різну структуру – ядро згортки. 

Згортка - це операція, що показує схожість однієї функції з відображеною і зміщеною копією іншого. Поняття згортки узагальнюється для функцій, визначених на групах,  та мірах. Отже, згортка - це операція обчислення нового значення обраного пікселя, що враховує значення оточуючих його пікселів. 
Для обчислення значення використовується матриця, звана ядром згортки. Під час обчислення нового значення обраного пікселя ядро згортки як би прикладається своїм центром до даного пікселя. Навколишні пікселі так само накриваються ядром. Далі вираховується сума, де доданками є добутки значень пікселів на значення частини ядра, що покриває даний піксель. Сума ділиться на суму всіх елементів ядра згортки. Отримане значення як раз і є новим значенням обраного пікселя. Якщо застосувати згортку до кожного пікселя зображення, то в результаті вийде якийсь ефект, що залежить від обраного ядра згортки.

2.4 Особливості принципу роботи згорткової мережі

Розглянувши принцип роботи згорткової нейронної мережі все ж таки 

не до кінця прозорим залишилось питання - у чому полягає основна відмінність згорткової нейронних мереж? 

Операція згортки проста, і ми будуємо шари таких згорток над зображенням, оброблюючи зображення все далі і далі. Таким чином, насправді отримуються нові ознаки. Первинні ознаки - це були пікселі, а далі ми перетворюємо зображення і отримуємо нові ознаки в новому просторі, які, можливо, дозволять нейромережі більш ефективно класифікувати це зображення. Якщо уявити собі зображення собак, то вони можуть бути в різних позах, при різному освітленні, на різному фоні, і їх дуже складно класифікувати, безпосередньо спираючись тільки на пікселі. А послідовно отримуючи ієрархію ознак нових просторів, ми це зробити можливо.

Ось в чому основна відмінність нейронних мереж від інших алгоритмів машинного навчання. Наприклад, в області комп'ютерного зору, в розпізнаванні зображень до нейронних мереж було прийнято наступний підхід.

Коли ми беремо предметну область, наприклад, нам потрібно між десятьма класами визначати, до якого з класів належить об'єкт - будинок, машина, кішка, то люди дуже довго сиділи і думали, які б ознаки можна було знайти, щоб відрізняти ці зображення. Наприклад, зображення будинку легко відрізнити, якщо у нас багато геометричних ліній, які якось перетинаються. У птахів, наприклад, буває дуже яскравий окрас, тому якщо у нас є поєднання зелених, червоних, інших ознак, то, напевно, це більше схоже на птицю. Весь підхід полягав у тому, щоб придумати якомога більше таких ознак, а далі подати їх на який-небудь досить простий лінійний класифікатор, приблизно такий, який складається насправді з одного шару. Є ще й складніші методи, але, тим не менш, вони працювали на цих ознаках, які були обрані саме людиною. А з нейронними мережами виявилося, що можливо просто зробити навчальну вибірку, не виділяти жодних ознак, а просто подати їй на вхід зображення, і вона сама навчиться, виділить критичні ознаки для класифікації цих зображень за рахунок створеної нею ієрархії.

Розглянемо те, які ознаки виділяє нейронна мережа. Нижче (рисунок 2.2)  чітко видно, що на перших шарах такої мережі виявляється, що мережа виділяє дуже прості ознаки. Наприклад, переходи градієнтів або якісь лінії під різним кутом. Тобто вона виділяє ознаки - це означає, що нейрон реагує, якщо приблизно такий шматок зображення він бачить у вікні свого ядра згортки, в області видимості. Ці ознаки не дуже цікаві, люди б і самі їх могли придумати.
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Рисунок 2.2 – Виділення простіших ознак першими шарами згортки

Переходячи глибше (рисунок 2.3), бачимо, що мережа починає виділяти більш складні ознаки, такі, як кругові елементи, кругові елементи разом з різними смугами і тд.
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Рисунок 2.3 - Виділення більш складних ознак шарами згортки

І чим далі ми йдемо по нейронній мережі, чим далі ми від входу, тим складнішими стають ознаки. 
Тобто, далі (рисунок 2.4) нейрон вже може реагувати на обличчя собаки, тобто він запалюється, коли бачить в частині зображення обличчя собаки, банку, годинник, ще щось таке.

Таким чином, поступово проходячи по зображенню згорткова нейронна мережа з кожним новим шаром отримує все більше даних для більш глибокої класифікації зображення. 
На цьому і будується принцип роботи згоркової нейромережі та операції згортки.
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Рисунок 2.4 - Виділення більш складних ознак шарами згортки

2.5 Алгоритми попередньої обробки зображень

Як уже було зазначено раніше – для найкращих результатів роботи згорткових нейронних мереж потрібно проводити попередню обробку датасетів та підібрати найкращий алгоритм для згортки.

Існує багато способів досягнення цього – гістограми датасетів, представлення зображення у полутоновій формі, розпаралелювання процесів нейронної мережі, додання афінних трансформацій до зображень з датасетів, різні ядра згортки для зменщення зображень тощо. 

У рамках цієї дипломної роботи акцент був поставлений на алгоритми зменшення зображень. 
Розглянемо їх детальніше.

2.6 Алгоритми зменшення зображень 

Алгоритми зменшення зображень набули широке поширення у редакторах фотографій і застосовуються для зменшення та оптимізації розмірів зображення. 
З цією ж метою вони використовуються в системах розпізнавання паттернів зображення при попередній обробці, при підготовці даних для згорткових мереж, та для оптимізації часу передачі даних по каналам зв’язку в процесі роботи нейронної мережі. 

На даний час використовується велика різноманітність алгоритмів зменшення зображення, кожен з яких має свої особливості, які дають різні результати для різних типів зображень. 

Нижче приведенні найбільш часто застосовані алгоритми зменшення зображень: 

· яскравість центрального пікселя;

· середня яскравість;

· найближча яскравість до середнього значення;

· усічене середнє;

· медіана;

· найближча яскравість до центрального пікселя.

Деякі з розглянутих вище алгоритмів неадаптовані, оскільки вони завжди замінюють розподіл яскравості по сусідству на заздалегідь задане значення яскравості. У той же час, інші згортки дозволяють отримати нове значення яскравості, враховуючи розподіл яскравості в околицях.

Розглянемо детальніше кожен з них.

2.6.1 Яскравість центрального пікселя

Зміст цієї згортки полягає у тому, що значенням для ядра згортки для даної області пікселів є значення яскравості центрального пікселя (2.1).
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– координати пікселів у обраній околиці.

2.6.2 Середня яскравість 

Результатом роботи цього алгоритму є середнє значення яскравості пікселів у даній області:
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,                                            (2.2
де [image: image71.png]


 – яскравість пікселя, av – середнє значення яскравості, n – кількість пікселів у обраній околиці.

2.6.3 Найближча яскравість до середнього 

Значенням цієї згортки буде найближче до значення середньої яскравості усіх пікселів:
    [image: image73.png]f' = arg(min|f, —av|),i




,                               (2.3)

де [image: image75.png]


 – яскравість пікселя i, av – середнє значення яскравості, n – кількість пікселів у обраній околиці.

2.6.4 Усічене середнє 

На виході цієї згортки буде середнє значення яскравості пікселів, із деякою кількістю відфільтрованих найменших і найбільших значеннями. 

    [image: image77.png]


, 2k <n ,                                     (2.4)

де [image: image79.png]


 – яскравість пікселя і, [image: image81.png]


-1 – коефіцієнт усічення, n – кількість пікселів у обраній околиці.

2.6.5 Медіана
Значенням цієї згортки буде те число, яке є середнім з набору значень яскравості обраної околиці:
[image: image83.png]


,                                           (2.5)

де 
[image: image84.wmf]i

f

 – яскравість пікселів, n – кількість пікселів у обраній околиці, me - медіана.

2.6.6 Найближча яскравість до центрального пікселя

Результатом роботи цього алгоритму буде найближча яскравість до центрального пікселя з пікселів у обраній околиці (2.6). 
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,                                      (2.6)

де 
[image: image87.wmf]i

f

 – яскравість пікселя і, av – середнє значення яскравості, m – кількість пікселів у обраній околиці.

2.7 Планування експерименту

Таким чином, спираючись на приведені вище дані, можна зробити висновок про актуальність аналізу ефективності застосування алгоритмів зменшення зображень, які містять лінійні та невеликі за розмірами об’єкти. 

Для цього, перед обробкою зображення нейронною мережею потрібно перевести зображення у напівтонову форму, бо у ній краще помітні різні дефекти при зменшенні. 

Є декілька різних способів перетворення зображення у напівтонову форму, але найбільш часто використовується ця формула (2.7):

[image: image89.png](R+G+B)



,                                       (2.7)

де R, G, B – червоний, зелений, синій спектри зображення. 

Далі необхідно обрати коефіцієнт зменшення зображення.  Найбільш часто використовуваними є коефіцієнти 2 і 3. У сучасних згортках коефіцієнт 2 використовується для плавного ітеративного зменшення зображення в 2 рази, що дає мінімальний ступінь згладжування дрібних деталей. У класичних системах найчастіше використовується фактор 3. Це дозволяє правильно розглянути положення пікселів об’єктів і ліній поблизу від його центру.

У рамках даного експерименту буде застосовуватись коефіцієнт 2.

Ядрами для згорток будуть зазначені у пункті 2.6 алгоритми зменшення зображення. 

Аналіз результатів будемо проводити на якісному та кількісному рівні.

На якісному рівні ми оцінимо наскільки зникли лінії та дрібні деталі на зображенні. Кількісний рівень згортки буде характеризуватись трудомісткістю, підвищенням рівня рівномірності яскравості та збільшенням контрасту на межі об’єкта з фоном, де
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,                         (2.8)

Н – відхилення яскравості пікселів у розглянутій області загальною кількістю n.

2.8 Результати експерименту

Щоб провести порівняльний аналіз ефективності, був проведений експеримент використовуючи запропонований вище алгоритм. Для цього було обрано зображення з дрібними деталями (рисунок 2.5). 
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Рисунок 2.5 – Зображення з дрібними деталями для експерименту
Далі наведені результати роботи згорток при різних алгоритмах 
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Рисунок 2.6 – Яскравість центрального пікселя
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Рисунок 2.7 – Середня яскравість
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Рисунок 2.8 – Найближча яскравість до середнього значення
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Рисунок 2.9 – Усічене середнє (k = 0.25n – 1)
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Рисунок 2.10 – Медіана
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Рисунок 2.11 – Найближча яскравість до центрального пікселя

Приведені вище результати (рисунок 2.6 – 2.11) дозволяють оцінити якісний рівень згортки. 

Як видно з аналізу зображення – різні згортки по-різному впливають на дрібні деталі зображення.

Таблиця 2.1 – Кількісна оцінка алгоритмів зменшення

	Згортка
	Якість
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𝐾"  












	a) Яскравість центрального пікселя
	1.500
	1.444

	b) Середня яскравість
	1.756
	1.667

	c) Найближча яскравість до середнього значення
	1.500
	1.667

	d) Усічене середнє, k=0.25n -1
	1.735
	1.667

	e) Медіана
	1.000
	1.333

	f) Найближча яскравість до центрального пікселя
	1.500
	1.444


Згортки з усередненням (b, e в таблиці 2.1) залишають невеликі деталі, розгладжуючи їх і зменшуючи їх в розмірах. 

Згортки основані на вибірці (a, f в таблиці 2.1) викликають фрагментацію дрібних деталей. 

Комбіновані згортки (c, d в таблиці 2.1) зменшують деталі, з невеликою фрагментацією, помірно виділяючи контури.

Нижче проведена кількісна оцінка алгоритмів зменшення (таблиця 2.1)

ВИСНОВКИ

Аналіз отриманих оцінок якості (рисунок 2.6 – 2.11, таблиця 2.1) після зменшення зображень показує, що міра якості оброблюваного зображення збільшується порівняно з оригіналом. Збільшується як і міра згладжування фону предметів, так і контраст контурів об’єктів, як і було очікувано.

Обрані алгоритми можна розділити на три типи: усереднення, вибірка та комбінування. Вони по-різному працюють з невеликими частинами зображення.

Згортки з усередненням (b, e в таблиці 2.1) залишають невеликі деталі, розгладжуючи їх і зменшуючи їх в розмірах. 

Використання алгоритмів зменшення зображення основаних на вибірці (a, f в таблиці 2.1) викликає фрагментацію дрібних деталей. Таким чином, вони добре виділяють контури зображень, але не дуже добре працюють з дрібними об'єктами.

Комбіновані згортки (c, d в таблиці 2.1) зменшують деталі, з невеликою фрагментацією, помірно виділяючи контури.

Об’єктом аналізу були обрані голки дикобраза на зображенні.

Таким чином, для отримання найкращих результатів для зменшення дрібних деталей на зображенні доцільно використовувати усереднену згортку та зменшувати зображення ітераційно стільки разів, скільки необхідно, але з мінімальним коефіцієнтом, рівним 2.
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Мета і задачі роботи



• розробка способів оцінки якості роботи 
алгоритмів попередньої обробки;




• провести обчислювальний експеримент;

• розробити практичну рекомендацію. 



Мета: провести аналіз алгоритмів попередньої    

   обробки зображень. 



Задачі: 
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ЗГОРТКОВА НЕЙРОННА МЕРЕЖА



При операції згортки будуються шари таких згорток над 
зображенням, які поступово оброблюють зображення. Таким 
чином, отримуються нові ознаки. Первинні ознаки - пікселі, 
перетворюються на нові ознаки у новому просторі, і так далі, що 
дозволяє нейромережі більш ефективно класифікувати це 
зображення. Таким чином послідовно отримуючи ієрархію ознак 
нових просторів досягаються найкращі результати класифікації  
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ОПЕРАЦІЯ ЗГОРТКИ
Згортка - це операція обчислення нового 
значення обраного пікселя, що враховує 
значення оточуючих його пікселів 
Для обчислення значення 
використовується матриця яка 
називається ядром згортки. 
Під час обчислення нового значення ядро 
згортки прикладається своїм центром до 
даного пікселя та навколишніх. 
Отримане значення як раз і є новим 
значенням обраного пікселя. Якщо 
застосувати згортку до кожного пікселя 
зображення, то в результаті отримуємо 
ефект, що залежить від обраного ядра 
згортки
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АЛГОРИТМИ ЗМЕНШЕННЯ ЗОБРАЖЕННЯ
1) яскравість центрального 
пікселя

2) середня яскравість 
3) найближча яскравість до 
середнього значення

4) усічене середнє

5) медіана

6) найближча яскравість до 
центрального пікселя



Їх можна розподілити на:  
- Згортки з усередненням - 2, 5 
- Згортки основані на вибірці - 1, 6  
- Комбіновані згортки - 3, 4



Джордж :) 
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Джордж :) 
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ЯСКРАВІСТЬ ЦЕНТРАЛЬНОГО ПІКСЕЛЯ



Зміст цієї згортки полягає у тому, що 
значенням для ядра згортки для даної 
області пікселів є значення яскравості 
центрального пікселя 
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ЯСКРАВІСТЬ ЦЕНТРАЛЬНОГО ПІКСЕЛЯ

Зміст  цієї  згортки  полягає  у  тому,  що 

значенням  для  ядра  згортки  для  даної 

області  пікселів  є  значення  яскравості 

центрального пікселя
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СЕРЕДНЯ ЯСКРАВІСТЬ



Результатом роботи цього алгоритму є 
середнє значення яскравості пікселів у 
даній області
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СЕРЕДНЯ ЯСКРАВІСТЬ

Результатом роботи цього алгоритму є 
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 НАЙБЛИЖЧА ЯСКРАВІСТЬ ДО СЕРЕДНЬОГО ЗНАЧЕННЯ



Значенням цієї згортки буде найближче 
до значення середньої яскравості усіх 
пікселів
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УСІЧЕНЕ СЕРЕДНЄ



На виході цієї згортки буде середнє 
значення яскравості пікселів, із деякою 
кількістю відфільтрованих найменших і 
найбільших значеннями. 
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УСІЧЕНЕ СЕРЕДНЄ

На  виході  цієї  згортки  буде  середнє 

значення  яскравості  пікселів,  із  деякою 

кількістю  відфільтрованих  найменших  і 

найбільших значеннями. 
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МЕДІАНА



Значенням цієї згортки буде те число, яке є 
середнім з набору значень яскравості 
обраної околиці
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НАЙБЛИЖЧА ЯСКРАВІСТЬ ДО ЦЕНТРАЛЬНОГО ПІКСЕЛЯ



Результатом роботи цього алгоритму буде 
найближча яскравість до центрального 
пікселя з пікселів у обраній околиці 
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ПІДСУМОК



Проаналізувавши результати зробимо висновок:




Згортки з усередненням (середня яскравість, медіана) - 
залишають невеликі деталі, розгладжуючи їх і зменшуючи їх в 
розмірах.




Згортки основані на вибірці (яскравість центрального пікселя, 
найближча яскравість до центрального пікселя) - викликають 
фрагментацію дрібних деталей, але добре виділяють контури 
зображень. 




Комбіновані згортки (найближча яскравість до середнього 
значення, усічене середнє) - зменшують деталі, з невеликою 
фрагментацією, помірно виділяючи контури
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