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ЗГОРТКОВА НЕЙРОННА МЕРЕЖА, ГЛИБОКЕ НАВЧАННЯ, ОБРОБКА ЗОБРАЖЕНЬ, ВЕЛИКІ ДАНІ, КЛАСИФІКАЦІЯ.
Метою атестаційної роботи є розробка моделі згорткової нейронної мережі та ефективного методу машинного навчання за прийнятний час для вирішення завдань розпізнавання великих обсягів зображень. 
У ході виконання атестаційної роботи зроблений аналіз нейронних мереж для завдання класифікації зображень та методів збору, передачі та обробки великих даних. Була виконана паралельна реалізація згорткової нейронної мережі на графічних картах, що  дозволило класифікувати великі обсяги зображень на порядок швидше, ніж на центральному процесорі.
ABSTRACT

 FORMDROPDOWN 
: 90 pages, 22 figures, 2 tables, 1 appendices, 76 sources.
CONVOLUTIONAL NEURAL NETWORK, DEEP LEARNING, IMAGE PROCESSING, BIG DATA, CLASSIFICATION. 
The major goal of this thesis is to develop a convolutional neural network model and an effective machine learning method for a reasonable time to solve the problems of recognition of large volumes of images.

In the course of performance appraisal, neural networks were analyzed for the task of image classification and methods of collecting, transmitting and processing big data. А parallel implementation of a convolutional neural network was performed on graphics cards, which made it possible to classify large volumes of images an order of magnitude faster than on a central processor.
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ASIC – інтегральні схеми для конкретних додатків (англ., Application Specific Integrated Circuits)
CNN – згорткові нейронні мережі  (англ., Convolutional Neural Network) 
CPU – центральний процесор  (англ., Central Processing Unit)
DCNN – глибокі згорткові нейронні мережі (англ., Deep Convolutional Neural Network)
DNN – глибокі нейронні мережі  (англ., Deep Neural Network) 
DRAW – глибока повторна уважна пишуча нейронна мережа (англ., Deep Recurrent Attentive Writer) 

FPGA – програмована логічна інтегральна схема (англ., Field Programmable Gate Arrays)
GPGPU – обчислення загального призначення на графічних процесорах (англ., General Purpose Computing on Graphics Processing Units)
GPU – графічний процесор (англ., Graphics Processing Unit)
HEVC – високоефективне кодування відеозображень (англ., High Efficiency Video Coding)
HOG – гістограма спрямованих градієнтів (англ., Histogram of Oriented Gradients)
ILSVRC – база даних по створенню та супроводу масивної бази даних анотованих зображень (англ.,ImageNet Large Scale Visual Classification Challenge)
LSTM – довга короткострокова пам'ять (англ., Long Short-Term Memory)
MLP – багатошаровий персептрон  (англ., Multilayered Perceptron) 
MNIST – об’ємна база даних зразків рукописного написання цифр (англ., Modified National Institute of Standards and Technology)
MRDNN – багаторядкова глибока нейронна мережа (англ., Multi-Rows Deconvolutional Neural Network)
SIFT – масштабно-інваріантна трансформація ознак (англ., Scale-Invariant Feature Transform)
SMP – симетрична багатопроцесорність (англ., Symmetric Multiprocessing)
SVM – метод опорних векторів (англ., Support Vector Machine)
Вступ 
Впровадження комп'ютерних мереж у 1970-х роках призвело до розвитку розподілених систем, які представляються користувачеві як єдиний комп'ютер і надають єдиний системний вигляд. Скоординована агрегація цих розподілених комп'ютерів дозволяє отримати доступ до великої кількості обчислювальних засобів.

В останні роки галузь науки про дані стала широко обговорюваною темою через величезний стрибок об'єму даних, у комерційних підприємствах, що прагнуть підвищити свою конкурентоспроможність за рахунок збору інформації про їхніх клієнтів, щоб надавати індивідуально підібрані продукти та послуги, різко збільшується використання сенсорних обладнань. Традиційні методи збору (структура Python), зберігання (Oracle) і аналіз (PL/SQL) даних більш не оптимальні через неймовірну кількість даних, що генеруються.

Звіт, поданий на Конгресі США у 2017 році, визначає великі дані як великі обсяги високошвидкісних, складних і змінних даних, які вимагають передових технологій і технологій для забезпечення збору, зберігання, поширення, керування й аналізу інформації.

Кластерні обчислення стали основою для агрегування географічно розподілених гетерогенних ресурсів, які забезпечують безпечний і уніфікований доступ до сховищ, обчислювальних і мережних ресурсів Big Data. Додатки, що виконуються на кластерних системах, мають великі набори даних і/або виконують складні обчислення, що вимагають безпечного розподілу ресурсів між географічно розподіленими системами. 
Протягом останнього десятиліття вся інформація, від банківських транзакцій до історій хвороби, була перенесена в цифрові сховища. Цей перехід від фізичних документів до цифрових файлів зажадав створення великих наборів даних і, отже, передачі великих об'ємів даних. Залежно від наявної пропускної здатності з'єднання та розміру переданих наборів даних, тривалість передачі даних може бути здійснюватися днями або навіть тижнями.

Сучасним аналітичним методам, що базуються на великих даних, присвячено достатньо багато робіт. Найбільше цитування визначення великих даних включає п’ять характеристик: об’єм, різноманітність, швидкість, достовірність і цінність. Інформація в охороні здоров’я є прикладом великих даних, оскільки відповідає всім цим функціям. Проблеми обробки великих даних, що пов’язані з їхнім різноманіттям, з труднощами збору, зберігання, управління та аналізу, об’ємом пам’яті та швидкістю обчислень наведені в [1, 2, 3], описані методики та алгоритми, що використовуються для управління великими наборами даних. Для вирішення проблем зберігання й доступу до великих даних необхідна розподілена кластерна платформа. Така система має забезпечувати великий простір для зберігання (петабайт) і прозорий доступ до файлів даних на сервери кластера. 

Отже, існує потреба в ефективному методі передачі, який може швидко обробляти великі об'єми даних без впливу на інших користувачів або додатки.

Для виявлення причин появи суперечностей між методами постановки і вирішенням завдань, що важко формалізуються, проведено аналіз застосування нейронних мереж.

Нейронні мережі стали багатодисциплінарним науковим контекстом. Практичні додатки, що використовують нейромережеве програмне забезпечення, забезпечують найкращий результат у багатьох прикладних областях. Роль штучних нейронних мереж важко переоцінити, адже нейронні мережі на сьогодні – найбільш потужний інструмент для вирішення погано формалізованих завдань. 

Порівняно з традиційними методами прогнозування, класифікації, кластеризації, апроксимації, розпізнавання образів та ін. дана технологія забезпечує достатньо високу якість рішень при менших витратах, дозволяє виявляти нелінійні закономірності в сильно зашумлених неоднорідних даних, володіє властивістю узагальнення даних, що приносить значний економічний ефект. Особливістю застосування нейронних мереж у діагностичних задачах є те, що зміни стану досліджуваного об’єкту можна фіксувати на основі аналізу зображень цих об’єктів. 
Однак, у деяких випадках простого якісного аналізу зображень недостатньо і необхідним стає отримання кількісної інформації. Так, в роботах [4, 5] розглянуто питання, пов’язані з аналізом об’єктів на зображеннях для вирішення завдань з медичної діагностики, та показано, що більшість таких систем не має прикладного програмного забезпечення для вимірювання повного набору діагностичних ознак та постановки діагнозу.

Аналіз робіт, пов`язаних з використанням нейронних мереж для розпізнавання образів та обробки зображень, демонструє, що нейромережевий підхід має ряд переваг перед традиційними математичними методами. Багатошаровий персептрон (MLP) є однією з найвідоміших архітектур, в якій йдуть поспіль декілька шарів нейронів – вхідний, один або декілька прихованих шарів, та вихідний шар. 
В ході вирішення важких завдань великої розмірності за допомогою MLP актуальною є проблема прокляття розмірності, оскільки час, необхідний на навчання MLP, зростає експоненційно залежно від кількості входів, причому для гарної оцінки в просторах високої розмірності об’єм навчальної вибірки зростає з розмірами мережі. Таким чином, для вирішення складних завдань великої розмірності за допомогою багатошарового персептрону необхідно подолати проблему збереження ефективності мережі зі збільшенням складності поставленого завдання, а також скоротити час навчання MLP, необхідне для досягнення мережею кращих показників узагальнення під час вирішення завдань такого роду.
Можливість спільного використання штучних нейронних мереж і високопродуктивних систем істотно розширює область практичних завдань та є актуальним напрямком на шляху усунення вищезазначених недоліків.

Найперспективнішим для ефективної реалізації нейромережевої обробки даних архітектури MSIMD за критерієм продуктивність/вартість є застосування кластерних систем у комплексі з багатоядерними системами (Symmetric Multiprocessing, SMP-системи).

1 АНАЛІЗ останіх досліджень та публікацій
Традиційні методи комп'ютерного зору і машинного навчання не можуть відповідати продуктивності людини при виконанні таких завдань, як розпізнавання рукописних символів або дорожніх знаків. Дослідження останніх років показали, що глибокі нейронні мережі (DNN) значно перевершують існуючі методи машинного навчання в багатьох задачах розпізнавання образів. 

DNN - це сучасні моделі, що використовувані в додатках для розпізнавання зображень, виявлення об'єктів, класифікації, а також для обробки мови. Найбільшим недоліком DNN є час, що витрачається на навчання параметрів мереж. Час навчання може збільшуватися в десятки разів по відношенню до традиційних технологій. Такі витрати часу на навчання можуть бути зменшені шляхом застосування алгоритмів і архітектур паралельних обчислень. Так, в [6] описане паралельне навчання глибоких нейронних мереж у комп'ютерній системі IBM Blue Gene / Q (BG / Q) з використанням алгоритму оптимізації другого порядку, що не залежить від даних. Такий алгоритм особливо добре підходить для розпаралелювання великого набору слабо пов'язаних процесорів. Комп'ютерна система BG / Q з чудовими між процесорними характеристиками зв'язку ідеально підходить для такого типу алгоритмів. Описане питання, що стосуються моделі програмування та дисбалансу, що залежить від обсягу даних. Результати моделювання показують, що продуктивність BG / Q лінійно масштабується до 4096 процесів без втрати точності, що дозволяє навчати нейронні мережі, використовуючи мільярди навчальних прикладів за кілька годин.

Спеціалізація обладнання у вигляді GPGPU (General Purpose Computing on Graphics Processing Units), FPGA (Field Programmable Gate Arrays) і ASIC (Application Specific Integrated Circuits) передбачає багатообіцяючий шлях для досягнення високої продуктивності. Компанія Microsoft веде роботу щодо прискорення роботи глибоких згорткових нейронних мереж (CNN) з використанням серверів з FPGA [7]. Об'єднання декількох FPGA через комунікаційну матрицю з малою затримкою пропонує можливість навчати моделі величезних розмірів.

В роботі [8] представлений алгоритм постобробки високоефективного кодування відео (HEVC) на основі CNN. Пропонується модифікація CNN (VRCNN) для навчання фільтра змінного розміру з метою поліпшення продуктивності і прискорення навчання мережі. Експериментальні результати показують, що використання VRCNN для постобробки даних призводить до зниження швидкості передачі в середньому на 4,6% в порівнянні з базовим рівнем HEVC. Алгоритм VRCNN перевершує існуючі алгоритми більш високою швидкістю передачі даних, збільшенням швидкості обчислень і більш низькою вартістю пам'яті.

В роботі [9] представлена ​​модель, яка генерує опису зображень на природній мові. Описаний підхід використовує набори зображень і їх опису природною мовою. Запропонована модель заснована на комбінації згорткових нейронних мереж по областям зображення і двох спрямованих рекурентних нейронних мереж, які вирівнюють дві модальності за допомогою мультимодального вбудовування. Потім описується архітектура мульти- модальної рекурентної нейронної мережі, яка використовує передбачувані вирівнювання, щоб навчитися генерувати нові описи областей зображення. Показано, що модель вирівнювання дає хороші результати в експериментах пошуку на наборах даних Flickr8K, Flickr30K і MSCOCO. Потім показується, що згенерований опис значно перевершує базові показники пошуку як для повних зображень, так і для нового набору даних анотацій.
В роботі [10] представляється наскрізна система для визначення тексту - локалізації і розпізнавання тексту в природних зображеннях сцени - і пошуку зображень на основі тексту. Конвеєр використовує нову комбінацію додаткових методів генерації пропозицій для забезпечення високого відкликання і швидкого подальшого етапу фільтрації для підвищення точності. Для розпізнавання і ранжирування пропозицій в роботі навчається дуже великі згорткові нейронні мережі для одночасного розпізнавання слів по всьому регіону пропозицій. Ці мережі навчаються виключно на даних, отриманих за допомогою механізму генерації синтетичного тексту, не вимагаючи даних, помічених людиною. Проводяться експерименти на ряді стандартних наскрізних тестів для визначення наборів даних для пошуку на основі тексту, які показали значне поліпшення в порівнянні з усіма попередніми методами.
В роботі [11] коротко розглядається глибоке контрольоване, неконтрольоване навчання, посилене навчання і еволюційні обчислення, а також непрямий пошук коротких програм, що кодують глибокі нейронні мережі.
Згорткова нейронна мережа супер дозволу (SRCNN) продемонструвала чудову продуктивність в порівнянні з попередніми моделями як за швидкістю, так і за якістю відновлення [12]. Проте, висока обчислювальна вартість перешкоджає практичному використанню, яке вимагає продуктивності в реальному часі (24 кадрів в секунду). У роботі представлено прискорення існуючий SRCNN і запропонована компактна структура CNN в формі пісочного годинника для більш швидкого і кращого SR. В роботі модифікована структура SRCNN в основному в трьох аспектах. Спочатку вводиться шар деконволюції в кінці мережі, потім зіставлення вивчається безпосередньо з вихідного зображення низького дозволу (без інтерполяції) в зображення з високою роздільною здатністю. По-друге, трансформується шар відображення, зменшивши розмір вхідного об'єкта перш ніж можна буде, а потім розширивши його назад. По-третє, застосовуються фільтри меншого розміру, але з великою кількістю шарів відображення. Пропонована модель досягає швидкості більш ніж в 40 разів з ще більш високою якістю відновлення. Крім того, в роботі подаються налаштування параметрів, які можуть забезпечити продуктивність в режимі реального часу на звичайному процесорі, зберігаючи при цьому хорошу продуктивність.
В роботі [13] розглянуто MatConvNet реалізація згорткових нейронних мереж (CNN) з відкритим вихідним кодом, інтегрована в середу MATLAB. Набір інструментів розроблений з упором на простоту та гнучкість. Він являє будівельні блоки CNN прості у використанні функції MATLAB, надаючи процедури для обчислення згорток з банками фільтрів, пулами функцій, нормалізацією і багатьом іншим. MatConvNet можна легко розширити, використовуючи тільки код MATLAB, що дозволяє швидко створювати прототипи нових архітектур CNN. У той же час він підтримує ефективні обчислення на CPU і GPU, дозволяючи навчати складні моделі на великих наборах даних, таких як ImageNet ILSVRC, що містять мільйони навчальних прикладів.
Візуалізація семантичного змісту зображення в різних стилях є складним завданням обробки зображення [14]. Можливо, основним обмежуючим фактором для попередніх підходів була відсутність уявлень зображення, які явно представляють семантичну інформацію і, таким чином, дозволяють відокремити контент зображення від стилю. У даній роботі використовується представлення зображень, отримані з згорткових нейронних мереж, оптимізованих для розпізнавання об'єктів, які роблять інформацію про зображення високого рівня явною. Розглянуто стиль, який може відокремити і об'єднати зміст зображення і стиль природних зображень. Алгоритм дозволяє створювати нові зображення високої якості сприйняття, які поєднують в собі зміст довільної фотографії з появою численних відомих творів мистецтва. Результати дозволяють по-новому поглянути на глибокі уявлення зображень, вивчені згортковими нейронними мережами, та демонструють їх потенціал для синтезу зображень високого рівня і маніпулювання ними.
В роботі [15] розглядається сегментації і класифікації зображень з використанням рекурентних нейронних мереж з короткочасною пам'яттю (LSTM). Досліджується двовимірні мережі LSTM для природних зображень сцени з урахуванням складної просторової залежності міток. У цьому підході класифікація, сегментація і інтеграція контексту виконуються мережами 2D LSTM, що дозволяє вивчати параметри текстури і просторової моделі в рамках однієї моделі. Мережі ефективно збирають локальну і глобальну контекстну інформацію по необробленим значенням RGB і добре адаптуються до складних зображень сцени. Використовується в роботі підхід, який має набагато меншу обчислювальну складність, ніж попередні методи, досяг сучасного рівня продуктивності в порівнянні з наборами даних Stanford Background і SIFT Flow.
У роботі [16] представляється згорточна нейронна мережа (CNN), що здатна передавати в реальному часі SR відео 1080p на одному графічному процесорі K2. Щоб досягти цього пропонується нова архітектура CNN, в якій карти характеристик витягуються в просторі LR. Крім того, представлений ефективний субпіксельний шар згортки, який вивчає масив фільтрів масштабування для остаточних карт характеристик LR в висновок HR. Тим самим ефективно замінили бікубічний фільтр в конвеєрі SR більш складними фільтрами апскейлінга, спеціально підготовленими для кожної карти характеристик, а також зменшили обчислювальну складність всієї операції SR. Запропонований підхід з використанням зображень і відео з загальнодоступних наборів даних працює значно краще (+ 0,15 дБ для зображень і + 0,39 дБ для відео) і на порядок швидше, ніж попередні методи на основі CNN.
В роботі [17] вивчається комбінація моделей генеративних московських випадкових полів (MRF) і дискримінаційні навчені глибокі згорткові нейронні мережі (DCNN) для синтезу 2D-зображень. Генеративний MRF діє на верхніх рівнях піраміди функцій dCNN, керуючи макетом зображення на абстрактному рівні. Метод застосовується як до фотографічних, так і до нереалістичних завдань синтезу. Регуляризатор MRF запобігає артефакти перенапруги і зменшує неправдоподібні поєднання ознак, характерні для попередніх підходів інверсії DCNN, дозволяючи синтезувати фотографічне вміст з підвищеною візуальної достовірністю. На відміну від стандартного синтезу текстур на основі MRF, комбінована система може поєднувати і адаптувати локальні особливості зі значною варіабельністю, що дає результати, далеко недоступні для класичних генеративних методів MRF.
В роботі [18] пропонується структура глибокого навчання з використанням глибокої згорткової нейронної мережі (CNN), яка навчена для класифікації медичних зображень. Інтермодальний набір даних, який містить двадцять чотири класу і п'ять модальностей, використовується для навчання мережі. Вивчені особливості і результати класифікації використовуються для отримання медичних зображень. Для пошуку найкращі результати досягаються при використанні прогнозів на основі класів. Середня точність класифікації 99,77% і середня точність 0,69 досягається для завдання пошуку. Запропонований спосіб найкраще підходить для отримання мультимодальних медичних зображень різних органів тіла.
В роботі [19] пропонується метод, заснований на використанні глибокої згорткової нейронної мереж (CNN) для виявлення тріщини в бетоні без розрахунку характеристик дефектів. Оскільки CNN здатні до автоматичного вивчення особливостей зображення, пропонований метод працює для вилучення ознак. Спроектований CNN навчається на 40К зображеннях з роздільною здатністю 256 × 256 пікселів. Навчений CNN комбінується з методом ковзного вікна для сканування будь-якого розміру зображення з роздільною здатністю більше 256 × 256 пікселів. Надійність і адаптивність пропонованого підходу перевірені на 55 зображеннях з роздільною здатністю 5888 × 3584 пікселів, взятих з іншої структури, яка не використовується для процесів навчання і перевірки в різних умовах (наприклад, світлова пляма, тіні і дуже тонкі тріщини). Проводяться порівняльні дослідження для вивчення продуктивності запропонованого CNN з використанням традиційних методів виявлення країв Канни і Собеля. Результати показують, що пропонований метод показує кращі характеристики і дійсно може виявити конкретні тріщини в реальних ситуаціях.
В роботі [20] автори подолали розрив між успіхом CNN для контрольованого і неконтрольованого навчання. Видається новий клас CNN, який має певні архітектурні обмеження, і демонструється, що він є сильним кандидатом для навчання без контролю. Навчаючись різним наборам даних зображень, показується переконливі докази того, що згорткова мережа вивчає ієрархію уявлень від частин об'єкта до сцен як в генераторі, так і в дискримінаторі. Крім того, використовуються вивчені функції для нових завдань - демонструючи їх застосовність в якості загальних уявлень зображення.
В роботі [21] пропонується два ефективних наближення до стандартних згорткових нейронних мереж: бінарні вагові мережі і XNOR-мережі. У бінарних вагових мережах фільтри апроксимуються двійковими значеннями, що призводить до економії пам'яті в 32 рази. У XNOR-мережах обидва фільтра і вхід в згорткові шари є двійковими. Мережі XNOR апроксимують згортки, використовуючи в основному виконавчі операції. Це призводить до збільшення швидкості згорткових операцій в 58 разів (з точки зору кількості операцій високої точності) та економії пам'яті в 32 рази. Мережі XNOR надають можливість запуску сучасних мереж на процесорах (не на графічних процесорах) в режимі реального часу. Ці виконавчі мережі прості, точні, ефективні і працюють над складними візуальними завданнями. Точність класифікації з версією AlexNet з бінарної масою мережі така ж, як у AlexNet з повною точністю. У роботі порівнюється цей метод з сучасними методами мережевої бінаризації BinaryConnect і BinaryNets. Методи з великими полями в ImageNet покращили точність більш ніж на 16%.
В роботі [22] пропонується модель згорткової нейронної мережі для класифікації зображень дистанційного зондування. Використання CNN надає кошти вивчення контекстних функцій для великомасштабного маркування зображень. Мережа складається з чотирьох складених згорткових шарів, які зменшують зображення і витягають відповідні функції. Крім того, деконволюційний шар збільшує вибірку даних до вихідного дозволу, створюючи остаточне щільне маркування зображення. На відміну від попередніх підходів, мережа містить лише операції згортки і деконволюції. Експерименти на аерофотознімки показують, що запропонована мережа виробляє більш точні класифікації за менший час обчислень.
Робота [23] представляє архітектуру нейронної мережі Deep Recurrent Attentive Writer (DRAW) для генерації зображень. Мережі DRAW поєднують в собі новий механізм просторової уваги, який імітує фовізацію людського ока, з послідовною варіаційної структури автокодування, що допускає ітеративну побудову складних зображень. Система істотно покращує сучасний стан генеративних моделей в MNIST і, навчаючись на наборі даних номерів будинків з видом на вулицю, генерує зображення, які неможливо відрізнити від реальних даних неозброєним оком.
Домінуючим підходом для багатьох завдань НЛП є рекурентні нейронні мережі, зокрема LSTM, і згорткові нейронні мережі [24]. Проте, ці архітектури є досить неглибокими в порівнянні з глибокими згортковими мережами, які висунули сучасний рівень в комп'ютерному зорі. У роботі подається нова архітектура (VDCNN) для обробки тексту, яка працює безпосередньо на символьному рівні і використовує тільки невеликі згортки і операції об'єднання. Показане, що продуктивність цієї моделі збільшується з глибиною до 29 згорткових шарів.
Робота по стеганалізу для цифрових зображень сфокусована на створенні складних функцій ручної роботи [25]. Пропонується нова парадигма стеганаліза для автоматичного вивчення особливостей за допомогою моделей глибокого навчання. Пропонована модель може охоплювати складні залежності, які корисні для стеганаліза. У порівнянні з існуючими схемами ця модель може автоматично вивчати уявлення ознак з декількома згортковими шарами. Етапи вилучення і класифікації ознак об'єднані в єдину архітектуру, що означає, що керівництво по класифікації може використовуватися на етапі отримання ознак. Демонструється ефективність запропонованої моделі на трьох найсучасніших стеганографічних алгоритмах в просторової області - HUGO, WOW і S-UNIWARD. У порівнянні з моделлю Spatial Rich Model (SRM) модель забезпечує порівнянну продуктивність в BOSSbase і в реалістичній і великий базі даних ImageNet.
Успіх глибокого навчання залежить від пошуку архітектури, яка б відповідала завданню. Оскільки глибоке навчання розширилося до більш складних завдань, архітектуру стало складно проектувати вручну. В роботі [26] пропонується автоматизований метод CoDeepNEAT для оптимізації архітектури глибокого навчання за допомогою еволюції. Розширюючи існуючі методи нейроеволюції на топологію, компоненти і гіпер параметри, цей метод досягає результатів, порівнянних з найкращими людськими розробками в стандартних тестах розпізнавання об'єктів і моделювання мови. Він також підтримує створення реального додатки для автоматичного створення титрів на веб-сайті журналу.
В роботі [27] розглядається глибоке навчання, яке дозволяє обчислювальним моделям, що складаються з декількох рівнів обробки, вивчати представлення даних з декількома рівнями абстракції. Ці методи значно поліпшили стан справ в розпізнаванні мови, розпізнаванні візуальних об'єктів, виявленні об'єктів і в багатьох інших областях, таких як виявлення наркотиків і геноміка. Глибоке навчання виявляє складну структуру у великих наборах даних за допомогою алгоритму зворотного поширення, щоб вказати, як машина повинна змінювати свої внутрішні параметри, які використовуються для обчислення уявлення в кожному рівні від уявлення в попередньому рівні. Глибокі згорткові мережі привели до прориву в обробці зображень, відео, мови та звуку, в той час як періодичні мережі пролили світло на послідовні дані, такі як текст і мова.
Мета роботи [28] - мінімізувати участь людини, тому використовується еволюційні алгоритми для автоматичного виявлення таких мереж. Зокрема, використовується прості еволюційні методи в величезних масштабах, щоб виявити моделі для наборів даних CIFAR-10 і CIFAR-100, починаючи з простих початкових умов і досягаючи точності 94,6% (95,6% для ансамблю) і 77,0% відповідно. Для цього використовується нові і інтуїтивно зрозумілі оператори мутації, які переміщаються по великих просторах пошуку; в роботі підкреслюється, що участь людини не потрібна після початку еволюції і що результатом є повністю навчена модель.
В роботі [29] досліджується використання згорткових нейронних мереж для семантичної класифікації сцен дистанційного зондування. Використовуються дві архітектури CaffeNet і GoogLeNet з трьома різними способами навчання. Крім традиційного навчання з нуля, в роботі застосовуються попередньо навчені мережі, які точно налаштовуються на цільові дані, щоб уникнути проблем з перенастроюванням і скоротити час проектування. Експерименти на двох наборах даних дистанційного зондування помітно відрізняються характеристиками, що свідчать про ефективність та широку застосовність запропонованого рішення, що гарантує значне поліпшення продуктивності в порівнянні з усіма сучасними посиланнями.
Багато методів було запропоновано для поліпшення характеристик розпізнавання цілі за допомогою радіолокатора з синтезованою апертурою (SAR), але які рідко враховують проблеми в реальних системах розпізнавання, такі як інваріантність при трансляції мети, інваріантність при варіації спектрів в різних спостереженнях [30]. Досліджуються можливості глибоко згорткових нейронних мереж в поєднанні з трьома типами операцій по збільшенню обсягу даних в розпізнаванні цілей SAR. Експериментальні результати демонструють ефективність і результативність запропонованого способу. Найкраща продуктивність досягається при використанні CNN, навченого для всіх типів операцій доповнення, показуючи, що це практичний підхід для розпізнавання цілей в складних умовах трансляції мети, випадкового спектр-шуму і пропущеної пози.
В роботі [28] представляється метод BinaryConnect, який полягає в навчанні DNN з двійковими вагами під час прямого і зворотного поширення, зберігаючи при цьому точність збережених ваг, в яких накопичуються градієнти. Двійкові ваги, тобто ваги, які обмежені тільки двома можливими значеннями (наприклад, -1 або 1), принесуть великі переваги спеціалізованому обладнанню DL, замінивши багато операцій багаторазового накопичення простими накопиченнями, так як множники є найбільш об'ємними і енергоємними компонентами цифрової реалізації нейронних мереж. Як і в інших схемах відсіву, в роботі показується, що BinaryConnect діє як регуляризатор, і отримуємо майже сучасні результати з BinaryConnect для інваріантних по перестановці MNIST, CIFAR-10 і SVHN.
Робота [31] дає уявлення про проблему інтерпретації моделі глибокої нейронної мережі і пояснення її прогнозування. Він заснований на навчальному посібнику, представленому на ICASSP 2017. Використовуваний набір методів, що описаний в ICASSP 2017, не є вичерпним, але досить репрезентативний для обговорення ряду питань, що стосуються інтерпретації, технічних проблем і можливих застосувань. Друга частина посібника присвячена запропонованої техніці пошарового розповсюдження релевантності (LRP), для якої наводиться теорія, рекомендації та прийоми, щоб найбільш ефективно використовувати її на реальних даних.
Алгоритми стиснення зображень з втратами і відео дають візуально дратівливі артефакти, включаючи блокування та розмиття, особливо при низьких швидкостях передачі даних. В роботі [32] представляється алгоритм постобробки на основі CNN для високоефективного кодування відео (HEVC), сучасного стандарту кодування відео. В роботі модифікована архітектура CNN (VRCNN) з навчанням залишкам змінного розміру фільтра з метою поліпшення продуктивності і прискорення навчання мережі. Експериментальні результати показують, що використання VRCNN як постобработки призводить до зниження швидкості передачі даних в середньому на 4,6% в порівнянні з базовим рівнем HEVC. VRCNN перевершує раніше вивчені мережі в досягненні більш високого зниження швидкості передачі даних, більш низької вартості пам'яті і збільшення прискорення обчислень.
В роботі [33] досліджується умовні змагальні мережі як універсальне рішення проблем перетворення зображення. Ці мережі не тільки вивчають відображення від вхідного зображення до вихідного, але також вивчають функцію втрат для навчання цьому відображенню. Це дозволяє застосовувати той же загальний підхід до завдань, які традиційно вимагають абсолютно різних формулювань втрат. У роботі демонструється, що цей підхід ефективний при синтезі фотографій з карт міток, реконструкції об'єктів на картах країв і розфарбовуванні зображень, серед інших завдань. Більш того, з моменту випуску програмного забезпечення pix2pix, сотні користувачів Твіттера опублікували свої власні художні експерименти з використанням цієї системи.
В роботі [34] пропонується дуже глибока повністю згорткова структура кодування-декодування для відновлення зображень, таких як шумозаглушення і супер дозвіл. Мережа складається з декількох рівнів операторів згортки і деконволюції, що навчають наскрізне зіставлення від пошкоджених зображень до вихідних. Згорткові шари виступають в якості екстрактора ознак, які фіксують абстракцію вмісту зображення, усуваючи при цьому шуми / спотворення. Деконволюційні шари потім використовуються для відновлення деталей зображення. Пропонується симетрично зв'язати згорткові і деконволюційні шари з передпусковими зв'язками, за допомогою яких навчання сходиться набагато швидше і досягає більш високої якості локального оптимуму. По-перше, що пропускалися з'єднання забезпечують пряме поширення сигналу на нижні шари і, таким чином, вирішують проблему зникнення градієнта, полегшуючи навчання глибоким мережам і, отже, підвищуючи продуктивність відновлення. По-друге, з'єднання, що пропускалися передають деталі зображення з згорткових шарів в деконволюційні шари, що корисно при відновленні вихідного зображення. Важливо відзначити, що з великою ємністю можна обробляти різні рівні шуму, використовуючи одну модель. Експериментальні результати показують, що пропонована мережа досягає кращої продуктивності, ніж існуючі методи.

В роботі [35] розроблено глибокий СNN, що включає кілька згорткових (що навчаються з STDP) і пуліруючих шарів. Була використана схема тимчасового кодування, при якій найбільш сильно активовані нейрони запускаються першими, а менш активовані нейрони запускаються пізніше або взагалі не запускаються. Мережа зазнала впливу природних зображень. Завдяки STDP, нейрони поступово засвоюють властивості, відповідні прототипним паттернам, які були як явними, так і частими. Знадобилося лише кілька десятків прикладів для кожної категорії. Після вивчення складність витягнутих об'єктів збільшилася за ієрархією - від детекторів країв на першому рівні до прототипів об'єктів на останньому рівні. Кодування було дуже мізерним, з кількома тисячами піків на зображення, і в деяких випадках категорія об'єкта могла бути виведена з активності одного нейрона вищого порядку. У більш загальному сенсі, активність декількох сотень таких нейронів містила достовірну інформацію про категоріях, що продемонстровано з використанням класифікатора в базах даних Caltech 101, ETH-80 і MNIST. В роботі також демонструється перевага STDP над іншими неконтрольованими методами, такими як HMAX або автокодери. Результати, що отримані в роботі показують, що комбінація STDP з латентним кодуванням може бути ключем до розуміння способу навчання візуальної системи приматів, її чудовою швидкості обробки і низьким енергоспоживання. Ці механізми також цікаві для систем штучного зору, особливо для апаратних рішень.
Таким чином, глибокі нейронні мережі (DNN) досягли найсучасніших результатів в широкому спектрі завдань, при цьому кращі результати були отримані з великими тренувальними наборами і великими моделями. У минулому графічні процесори робили ці прориви через їх більшої обчислювальної швидкості. В майбутньому більш швидкі обчислення як під час навчання, так і під час тестування, ймовірно, будуть мати вирішальне значення для подальшого прогресу і для споживчих додатків на пристроях з низьким енергоспоживанням. В результаті, існує великий інтерес до досліджень і розробок спеціального обладнання для глибокого навчання (DL).
Тобто, існує потреба в розробці моделі та ефективного методу машинного навчання за прийнятний час для вирішення завдань розпізнавання образів. Паралельна реалізація нейронної мережі на графічних картах (GPU) дозволить класифікувати зображення на порядок швидше, ніж на центральному процесорі.
2 ОГЛЯД нейронних мереж ДЛЯ завдання КЛАСИФІКАЦІЇ ЗОБРАЖЕНЬ
Технології комп'ютерного зору дуже поширені. Вони застосовуються для розпізнавання осіб, пішоходів, об'єктів, для медичного аналізу, навігації автономних автомобілів і в багатьох інших сферах. У зв'язку з ростом обчислювальних можливостей і появою великих баз зображень стало можливим навчати глибокі нейронні мережі. У задачі розпізнавання образів особливого успіху досягли згорткові нейронні мережі, які щороку з 2012 року вигравали змагання ImageNet Large Scale Visual Classification Challenge (ILSVRC).
2.1 Завдання класифікації зображення

Однією з базових задач в машинному зорі є завдання класифікації зображення - визначення категорій об'єктів, які знаходяться на зображенні. Залежно від конкретного завдання, на зображенні може бути анотований як один об'єкт, так і кілька [36].

Для оцінки алгоритмів машинного навчання зазвичай використовуються анотовані бази зображень, наприклад, CIFAR-10, ImageNet, PASCAL VOC.

Через те, що на зображеннях в базі ImageNet може бути присутнім кілька об'єктів, і лише один з них анотований, в ImageNet основною оцінкою помилки є top-5 помилка. При її використанні вважається, що алгоритм не помилився, якщо правильна категорія об'єкта знаходиться серед п'яти категорій, виданих алгоритмом як найбільш ймовірні. Внаслідок цього багато нейронних мереж для задачі класифікації оцінюються саме за допомогою top-5 помилки.
Термін «обробка зображень» відноситься до широкого класу задач, вхідними даними для яких є зображення, а вихідними можуть бути як зображення, так і набори пов'язаних з ними характерних ознак. Існує безліч варіантів: класифікація, сегментація, анотування, виявлення об'єктів і тощо. Класифікація зображень лежить в основі багатьох інших завдань.
Загальний підхід до задачі класифікації зображень складається з наступних двох кроків:

· генерація значущих ознак зображення;
· класифікація зображення на основі його ознак.

Загальноприйнята послідовність операцій використовує поверх створених вручну ознак такі прості моделі, як багаторівневе сприйняття (MultiLayer Perceptron, MLP), машина векторів підтримки (Support Vector Machine, SVM), метод k найближчих сусідів і логістична регресія. Ознаки генеруються з використанням різних трансформацій (наприклад, переклад в відтінки сірого і визначення порогів) і дескрипторів, наприклад, гістограми орієнтованих градієнтів (Histogram of Oriented Gradients, HOG) або трансформації масштабно-інваріантних ознак (Scale-Invariant Feature Transform, SIFT), і т. п.

Основним обмеженням загальноприйнятих методів є участь експерта, що вибирає набір і послідовність кроків для генерації ознак.
Згодом було помічено, що більшість технік генерації ознак можна узагальнити, використовуючи ядра (фільтри) - невеликі матриці (зазвичай розміру 5 × 5), що є згортками вихідних зображень. Згортку можна розглядати як послідовний двоступеневий процес:

· пройти одним і тим же фіксованим ядром по всьому вихідному зображенню;
· на кожному кроці розрахувати скалярний твір ядра і вихідного зображення в точці поточного знаходження ядра.

Результат згортки зображення і ядра називається картою ознак  (рис. 2.1). 
Простий приклад трансформації, яку можна зробити за допомогою фільтрів - це розмиття зображення. Візьмемо фільтр, що складається з усіх одиниць. Він розраховує середнє значення по околиці, яка визначається фільтром. В даному випадку околиця є ділянка, але може бути хрестоподібною або якою завгодно ще.
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Рисунок 2.1 – Процес згортки ядра (темний) з вихідним зображенням (знизу), в результаті якого виходить карта ознак (зверху)
Усереднення веде до втрати інформації про точне положення об'єктів, розмиваючи, таким чином, всі зображення. Подібне інтуїтивне пояснення можна привести для будь-якого фільтра, створеного вручну (рис. 2.2).
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Рисунок 2.2 – Результат згортки зображення будівлі з трьома різними ядрами

2.2 Згорткові нейронні мережі

Згортковий підхід до класифікації зображень має ряд істотних недоліків:

· багатоступінчастий процес замість наскрізної послідовності;
· фільтри є відмінним інструментом узагальнення, але вони являють собою фіксовані матриці. Існує проблема вибору ваги в фільтрах.
Побудований принцип навчання фільтрів, що застосовуються до опису зображень з метою найкращого виконання ними свого завдання.
У CNN немає одного винахідника, але один з перших випадків їх застосування - це LeNet-5 *.

При застосуванні CNN немає необхідності в попередньому визначенні фільтрів, і процес навчання стає наскрізним. Типова архітектура CNN складається з наступних частин:
· згорткові шари;

· шари підвибірки;
· повнозв'язні шари.
2.2.1 Згорткові шари

Згортковий шар являє собою основний структурний елемент CNN. Згортковий шар має набір характеристик. Локальна (розріджена) зв'язність. У щільних шарах кожен нейрон з'єднаний з кожним нейроном попереднього шару. У згортковому шарі кожен нейрон з'єднаний лише з невеликою частиною нейронів попереднього шару (рис.2.3).
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Рисунок 2.3 – Приклад одновимірної нейронної мережі

Розмір ділянки, з яким з'єднаний нейрон, називається розміром фільтра На рисунку 2.3 праворуч розмір фільтра дорівнює 3. Ваги, з якими здійснюється з'єднання, називаються фільтром (вектором в разі одновимірних даних і матрицею для двовимірних). Крок - це відстань, на яку фільтр переміщається за даними (на рисунку 2.3 праворуч крок дорівнює 1). Ідея локальної зв'язності є не що інше, як ядро, що переміщається на деякий крок. Кожен нейрон згорткового рівня являє і реалізує одне конкретне положення ядра, що ковзає по вихідному зображенню. 
Ще одна важлива властивість - так звана зона сприйнятливості. Вона відображає кількість позицій вихідного сигналу, які може «бачити» поточний нейрон. Наприклад, зона сприйнятливості першого шару мережі, показаної на рисунку 2.4, дорівнює розміру фільтра 3, так як кожен нейрон з'єднаний тільки з трьома нейронами вихідного сигналу. 

[image: image4.png]A /®\®®
0000

o




Рисунок 2.4 – Два сусідніх одновимірних згорткових шара

Однак, на другому шарі зона сприйнятливості вже дорівнює 5, так як нейрон другого шару агрегує три нейрона першого шару, кожен з яких має зону сприйнятливості 3. З ростом глибини зона сприйнятливості росте лінійно.
Спільні параметри. Фіксується тільки розмір фільтра вагових коефіцієнтів для одного шару і застосовуються ці вагові коефіцієнти до всіх нейронів в шарі. Це рівносильно ковзанню одного і того ж ядра по всьому зображенню (рис. 2.5). 
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Рисунок 2.5 – Темні стрілки представляють собою однакові вагові коефіцієнти

Просторова структура. Навчаються кілька фільтрів в одному шарі. Вони розміщуються паралельно один одному, формуючи, таким чином, новий вимір.
Будемо мати три вхідних зображення або тривимірні вхідні дані (рис. 2.6).
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Рисунок 2.6 – Просторова структура вхідного зображення

Будемо розглядати розмірності каналів як глибину зображення (це не те саме, що глибина нейронної мережі, яка дорівнює кількості шарів мережі). Питання полягає в тому, як визначити ядро для цього випадку. Приклад двовимірного ядра представляє собою тривимірну матрицю з додатковим виміром глибини (рис. 2.7).
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Рисунок 2.7 – Приклад двовимірного ядра 

Цей фільтр дає згортку з зображенням; тобто, ковзає по зображенню в просторі. Зробимо ядро також тривимірним. Перші два вимірювання залишаться колишніми (ширина і висота ядра), а третій вимір завжди дорівнює глибині вхідних даних. Приклад просторового кроку згортки наведений на рисунку 2.8. Результатом скалярного твору фільтра і невеликої ділянки зображення 5×5×3 (5×5×5+ 1 = 76 розмірність скалярного твору + зсув) є число.
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Рисунок 2.8 – Приклад просторового кроку згортки 

В даному випадку вся ділянка 5×5×3 вихідного зображення трансформується в одне число, а саме тривимірне зображення буде трансформовано в карту ознак (активаційну карту). Карта ознак являє собою набір нейронів, кожен з яких розраховує свою власну функцію з урахуванням двох основних принципів, розглянутих вище: локальної зв'язності (кожен нейрон пов'язаний лише з малою частиною вхідних даних) і поділом параметрів (всі нейрони використовують один і той же фільтр).
Ця карта ознак буде такою ж, як уже зустрічалася в прикладі загальноприйнятою мережі - вона зберігає результати згортки вхідного зображення і фільтра (рис. 2.9).
[image: image9.png]227x227x3- so6panentia

1 $inbp
=

223x223x1 -
KapTa 03HaK




Рисунок 2.9 – Карта ознак як результат згортки ядра з усіма просторовими положеннями

Глибина карти ознак дорівнює 1, тому що був використаний тільки один фільтр. Але можна використовувати більше фільтрів; наприклад, 6. Всі вони будуть взаємодіяти з одними і тими ж вхідними даними і будуть працювати незалежно один від одного. Пройдемо на один крок далі. Їх просторові розміри однакові, оскільки однакові розміри фільтрів. Таким чином, зібрані разом карти ознак можна розглядати як нову тривимірну матрицю, розмірність глибини якої представлена ​​картами ознак від різних ядер. У цьому сенсі канали RGB вхідного зображення є не що інше, як три вихідні карти ознак (рис.2.10).
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Рисунок 2.10 – Паралельне застосування декількох фільтрів до вхідного зображення і 8 карт ознак
Таке поєднання карт ознак дуже важливо, тому що можна розширити архітектуру мережі та встановлювати згорткові шари один поверх іншого, збільшуючи тим самим зону сприйнятливості і збагачуючи класифікатор (рис. 2.11).
[image: image11.png]227x227x3

223x223x8

219x219x12




Рисунок 2.11 – Згорткові шари, встановлені один поверх іншого 

У кожному шарі розміри фільтрів і їх кількість можуть відрізнятися. Основна мета цих шарів та ж, що і при загальноприйнятому підході - виявити значимі ознаки зображення. І, якщо в першому шарі ці ознаки можуть бути дуже простими (наявність вертикальних / горизонтальних ліній), з глибиною мережі зростає ступінь їх абстракції.

2.2.2 Шари підвибірки

Згорткові шари є основним структурним елементом CNN. Але існує ще одна важлива і часто використовувана частина - це шари підвибірки. У загальноприйнятої обробці зображень немає прямого аналога, але підвиборку можна розглядати як другий тип ядра. 

Підвибірки фільтрують ділянку околиці кожного пікселя вхідних даних, наприклад, обчислюють максимум, середнє і т. П. Підвибірки мають можливість спільного використання пікселів не обмежених скалярним твором. Ще одна важлива відмінність - підвибірка працює тільки в просторовому вимірі. Характерною рисою шару підвибірки є те, що крок, як правило, дорівнює розміру фільтра (типовим значенням є 2).
Підвибірки переслідує три основні цілі:

· зменшення просторової розмірності, або субдіскретізація. Це робиться для зменшення кількості параметрів;
· зростання зони сприйнятливості. За рахунок нейронів підвибірки в наступних шарах акумулюється більше кроків вхідного сигналу;
· трансляційна інваріантність до невеликих неоднорідностей в положенні шаблонів у вхідному сигналі. Шляхом розрахунку агрегаційних статистик невеликих околиць вхідного сигналу підвибірка може ігнорувати невеликі просторові переміщення в ньому.
Згорткові шари і шари підвибірки служать одній меті - генерації ознак зображення. Завершальним кроком є ​​класифікація вхідного зображення на основі виявлених ознак. У CNN це роблять повнозв’язні шари на вершині мережі. Ця частина мережі називається класифікаційної. Вона може містити кілька шарів один поверх іншого з повною зв’язністю, але зазвичай закінчується шаром класу softmax, активованим багато змінною логістичної активаційною функцією, в якому кількість блоків дорівнює кількості класів. На виході цього шару знаходиться розподіл ймовірностей по класах для вхідного об'єкта. Тепер зображення можна класифікувати, вибравши найбільш ймовірний клас.

Таким чином, на вхід згорткової нейронної мережі подається зображення, а на виході виходить клас, до якого воно належить.
2.3 Огляд згорткових  нейронних мереж

2.3.1 AlexNet

Модель мережі AlexNet використовується для обробки великих зображень з високою роздільною здатністю. Складається з п'яти згортальних шарів (рис. 2.12). За першим, другим і п'ятим згортковими  шарами слідують шари пулінг, а потім - три повнозв'язних шари [43]. Мережа з великим відривом виграла конкурс з розпізнавання зображень ImageNet LSVRC-2012 у 2012 році (з кількістю помилок 15,3% проти 26,2% у другого місця).
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Рисунок 2.12 – Архітектура AlexNet
Архітектура AlexNet схожа з створеної Yann LeCum мережею LeNet. Однак у AlexNet більше фільтрів на шарі і вкладених згортальних шарів. Мережа включає в себе згортки, максимальне об'єднання, Dropout, аугментацію даних, функції активацій ReLU і стохастичний градієнтний спуск. Техніка відсіву (Dropout) полягає у випадковому відключенні кожного нейрона на заданому шарі з ймовірністю p на кожному етапі.

Після навчання мережі, на стадії розпізнавання, ваги шарів, до яких був застосований dropout, повинні бути помножені на 1 / p. Dropout виступає в ролі регуляризатора, не дозволяючи мережі перенавчатися.
Особливості AlexNet. Як функція активації використовується Relu замість арктангенса для додавання в модель нелінійності. За рахунок цього при однаковій точності швидкість методу стає в 6 разів швидше. 
Використання Dropout замість регуляризації вирішує проблему перенавчання. Однак час навчання подвоюється з показником дропаутов 0,5.

Проводиться перекриття об'єднань для зменшення розміру мережі. За рахунок цього рівень помилок першого і п'ятого рівнів знижуються до 0,4% і 0,3%, відповідно.
2.3.2 CaffeNet
Мережа CaffeNet (Convolutional Architecture for Fast Feature Embedding) має архітектуру, подібну до архітектурою AlexNet, з двома модифікаціями: в процесі навчання не використовується dropout; використаний інший порядок згортальних шарів і прошарків пулінг. 
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Рисунок 2.13 – Архітектура CaffeNet
При навчанні на базі даних ILSVRC-2012 якість роботи CaffeNet близько до якості роботи AlexNet.

2.3.3 ZF Net 
Основним досягненням архітектури ZF Net є створення техніки візуалізації фільтрів - мережі розгортки (Deconvolutional Network), що складається з операцій, в якомусь сенсі зворотних операцій мережі [44]. В результаті мережа розгортки відображає прихований шар мережі на оригінальне зображення. На рисунку 2.14 представлені деякі фільтри мережі і частини зображення, найбільш їх збуджуючі.
Щоб вивчити поведінку фільтра на певному зображенні за допомогою навченої нейронної мережі, необхідно спочатку здійснити висновок мережею, після чого в шарі досліджуваного фільтра обнулити всі ваги, крім коефіціентів самого фільтра, і потім подати отриману активацію на шар мережі розгортки. У мережі розгортки послідовно застосовуються операції Unpooling, ReLU і фільтрації. 
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Рисунок 2.14 –  Архітектура ZF Net
Як можна побачити, чим вище рівень фільтра, тим складніші ознаки він виділяє.
2.3.4 VGGх Net

На основі досвіду CaffeNet були розроблені три моделі глибоких CNNсетей, що дозволили поліпшити або швидкість, або точність роботи мережі CaffeNet [45]. Були створені такі три моделі VGGNet:

· VGG-F (швидка VGG-мережа). Відрізняється від CaffeNet тим, що вимагає меншого числа фільтрів і меншим числом кроків в згортальних шарах;
· VGG-M (VGG-мережа з середньою швидкістю роботи). Характеризується меншим числом кроків в згортальних шарах, меншим розміром першого пулінг-шару, а також малим числом фільтрів для четвертого сверточного шару. Це прискорює роботу мережі;
· VGG-S (повільна VGG-мережа). Використовує мале число кроків у другому сверточное шарі і великий розмір першого і п'ятого пулінг-шарів.
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Рисунок 2.15 –  Архітектура VGGх Net
Розроблено також VGG-VD Networks - моделі дуже глибоких VGGсетей, що дозволили отримати високоточні результати в завданнях розпізнавання образів в зорових сценах і задачах класифікації.
2.3.5 Inception

Автори  мережі Inveption-v1 на чолі з Christian Szegedy виходили з факту, що після кожного шару мережі необхідно зробити вибір - чи буде наступний шар згорткою з фільтром 3х3, 5х5, 1х1 або ж шаром субдіскретізації [46]. Кожен з таких шарів корисний - фільтр 1x1 виявляє кореляцію між каналами, в той час як фільтри більшого розміру реагують на більш глобальні ознаки, а шар субдіскретізація дозволяє зменшити розмірність без великих втрат інформації. Замість того щоб вибирати, який саме шар повинен бути наступним, пропонується використовувати всі шари відразу, паралельно один одному, а потім об'єднати отримані результати в один. Щоб уникнути зростання числа параметрів, перед кожним шаром згортки використовується згортка 1x1, яка зменшує число карт ознак. 
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Рисунок 2.16 –  Архітектура Inception
Такий блок шарів назвали модулем Inception. Також в GoogLeNet відмовилися від використання повнозв'язного шару в кінці мережі, використовуючи замість нього шар Average Pooling, завдяки чому різко зменшилася кількість параметрів в мережі. Таким чином, GoogLeNet, що складається з більш ніж ста базових шарів, має майже в 12 разів менше параметрів, ніж AlexNet (близько 7 мільйонів параметрів проти 138 мільйонів).
У наступній ітерації модуля Inception, названої Inception-v2, автори, як було зроблено в мережі VGG, зробили декомпозицію шара з фільтром 5x5 на два шари 3x3. Далі була використана техніка Batch Normalization, що дозволяє багаторазово збільшити швидкість навчання за рахунок нормалізації розподілу виходів шарів всередині мережі. Автори запропонували Inception-v3 [47]. У даній моделі вони розвинули ідею декомпозиції фільтрів, запропонувавши декомпозувати фільтр NxN двома послідовними фільтрами 1xN і Nx1. Також в Inception-v3 використовується RMSProp замість стандартного градієнтного спуску і використовується усічення градієнтів для підвищення стабільності навчання. Автори ResNet помітили, що з підвищенням числа шарів свёрточная нейронна мережа може почати деградувати – у неї знижується точність на валідаційні безлічі. Так як падає точність і на тренувальній безлічі, можна зробити висновок, що проблема полягає не в перенавчанні мережі.
2.3.6 TensorFlow 
TensorFlow – бібліотека ПО (open source) для обчислень з використанням графів потоків даних (вузли графа – математичні операції, ребра – багатовимірні масиви даних). У TensorFlow доступні паралельні обчислення на GPU після інсталяції необхідних драйверів і налаштування спеціальних параметрів. 
У роботі [42] були описані одні з найзначиміших архітектур згорткових нейронних мереж для задачі класифікації зображень. Вони дозволили сильно поліпшити точність розпізнавання зображень і досягти результатів, які не були досягнуті класичними методами комп'ютерного зору.
2.3.7 Keras 
Keras – Python Deep Learning бібліотека, що надає високорівнева API, який використовує TensorFlow як backend.
2.4 Аналіз глибоких згорткових нейронних мереж

В даний час багато завдань вирішуються нейромережевими методами з використанням згорткових нейронних мереж з глибоким навчанням (DCNN мереж, deep convolutional neural networks). У тих випадках, коли для настройки DCNN-мереж вдається використовувати досить великі бази накопичених даних в якості навчальної вибірки, нейромережеві методи забезпечують високу точність рішення таких задач, як класифікація гіперспектральних зображень, сегментація зображень, розпізнавання образів, пошук і виділення об'єктів в зображеннях, відновлення характеристик областей земної поверхні, відновлення температурного профілю атмосфери та ін.
До переваг DCNN-методів відноситься той факт, що крім вирішення перерахованих типів завдань вони дозволяють попутно ієрархічно виробити потрібні в кожному конкретному випадку глобальні абстрактні характеристики аналізованого зображення (high-level features).
Аналіз показав, що глибокі згорткові нейронні мережі можна вважати ансамблем, що складаються з більш дрібних залишкових нейронних мереж, чия ефективна глибина збільшується в процесі навчання. 
Крім того, моделі глибоких мереж автоенкодеров дозволяють здійснювати стиснення інформації (без втрат), іноді більш ефективну тому, що надають класичний метод головних компонент (principal component analysis, PCA). Також є можливість автоматичного способу отримання багатьох результатів, які можуть надати нейромережеві підходи.
З цих причин отримання уявлення про стан досліджень в області застосування глибоких згортальних мереж до виконання завдань, пов'язаних з обробкою великих зображень з високою роздільною здатністю, здається актуальним.
3 методи збору, передачі та обробки великих даних
3.1 Нейромережева система обробки діагностичних даних великого обсягу
На сьогоднішній день великі дані та їх аналітика ефективно використовуються в багатьох областях. В інформаційних технологіях результати аналізу можуть бути використані з метою безпеки [66]. На основі моделей ідентифікації клієнтів можна поліпшити якість обслуговування. Онлайн-транзакція допомагає виявляти шахрайство, управління ризиками в бізнесі і торгівлі прогнозує фактори ризику, в астрономії є можливість дізнатися більше про всесвіт, в системі охорони здоров'я надаються більш якісні послуги і тощо.
За останні десятиліття в системі охорони здоров'я обсяги інформації істотно збільшилися, це призвело до того, що її стали вважати великими даними. Ця галузь історично породила величезну кількість даних, пов'язаних з веденням записів і обслуговуванням пацієнтів, що дозволяє здійснювати широкий спектр медичних функцій, включаючи підтримку клінічних рішень, стан здоров'я на основі датчиків і моніторинг безпеки харчових продуктів, епіднагляд за хворобами і управління здоров'ям населення і т.д.
Наприклад, для діагностики раку необхідні петабайти даних з різних джерел для визначення стану хвороби і потенціалу виживання пацієнта. Крім того, сьогодні використання інформаційних технологій для великих медичних послуг знижує вартість охорони здоров'я, покращуючи його якість за рахунок профілактичного і персоналізованого догляду та на основі безперервного моніторингу. У цьому контексті тільки в США економія досягає $ 300 мільярдів щороку.
Мережа охорони здоров'я США налічує більше 2700 організацій, лікарень та оздоровчих систем, 90000 амбулаторій та 400000 лікарів [58]. Накопичена велика база даних з клінічної та фінансовою інформацією з даними, як про пацієнтів, так і про постачання. На основі зібраних даних отримано звіти про клінічні дослідження, про використання ресурсів і т.п., які дозволили приймати більш якісні рішення, і поліпшили процеси лікування приблизно в 330 лікарнях, зберігши при цьому приблизно 29000 життів і скоротивши витрати на охорону здоров'я майже на 7 мільярдів доларів. 
Особливо актуальною стала телеметрія – дистанційне дослідження різних процесів, об'єктів або явищ шляхом вимірювання їх параметрів і передачі цих відомостей на відстань.

У медицині телеметрія використовується для реєстрації та передачі на відстань відомостей про стан пацієнта:

· хворий, що знаходиться поза лікувальним або консультативного центру;

· спортсмен в процесі тренування;

· спостереження за станом здоров'я космонавтів, що працюють на орбіті;

· контроль фізіологічних функцій організму хворого, що перебуває в барокамері, кардіологічному або реанімаційному відділенні і т.д.

Якщо в клінічній діагностиці основні дії з медичною апаратурою відбуваються лікарем і медико-технічним персоналом спільно, то при телеметричних процедурах, також складають основу діагностики, дії лікаря та інженера можуть бути розділені.
Таким чином, актуальним є створення інтелектуальний аналіз медичних даних, завдяки якому можливо агрегувати і аналізувати отриману з різнорідних джерел різнотипну інформацію, включаючи числові, графічні і текстові дані з метою прийняття рішень.
Медичне зображення – це структурно-функціональний образ органів людини, призначений для діагностики захворювань і вивчення анатомофизиологических картини організму. Іноді його називають також діагностичним зображенням. 
Типовий склад медичних даних, що накопичуються лікувальним закладом, текстові, графічні та числові дані наступних типів:

· лабораторні дані;

· інструментальні та візуалізаційні методи діагностики;

· показники комплексного клінічного огляду.

На основі цих даних аналізуються:

· шкіра;

· дихальна система;

· серцево-судинна система;

· система органів травлення;

· сечовидільна система;

· опорно-рухова система;

· ендокринна система;

· нервова система і органи чуття.

На основі складу вихідних даних визначено завдання інтелектуального аналізу медичних даних:

· пошук сформованих даних за запитом, що зберігаються в реляційній формі;
· класифікація симптомів пацієнтів для вирішення завдання первинної діагностики;

· паралельна і розподілена обробка великих масивів даних.

Для розроблюваної системи висунуті наступні вимоги:  низька вартість;  географічний розподіл ресурсів;  великий обсяг різнорідної інформації;  масштабованість. Основним призначенням розробленої системи є спостереження за станом здоров'я людини на основі накопичених зображень та показників датчиків [59].

Склад і взаємозв'язок компонентів нейромережевої експертної системи 
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 (рис. 3.1) виражається як перетворення вхідних значень 
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Рисунок 3.1 – Архітектура системи сбору та аналізу медичних даних великого обсягу

Таким чином, стан людини на основі вектора опитування 
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 побудовано безліч завдань, вирішення яких належить множині 
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 - задача постановки діагнозу за допомогою нейронної мережі. 
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3.2 Класифікація великих даних на основі MapReduce
Тема незбалансованої класифікації набуває все більшої популярності. Незбалансованість відбувається в тому випадку, коли представлені в завданні класи показують перекошений розподіл, тобто, існують менший (міноритарний) і більший (мажоритарний) класи. Це означає, що елементи набору даних нерівномірно розподілені між класами. Такий дисбаланс класу може проявлятися в різних сферах діяльності, наприклад, микроанализ, медичний діагноз, розпізнавання пластів з нафтою або системи виявлення вторгнень. Більшість алгоритмів просто обчислюють точність, засновану на відсотку правильно класифікованих спостережень. Однак, в разі вивчення перекручених розподілів результати можуть бути недостовірними, тому що класи меншин надають мінімальний вплив на загальну точність. В результаті продуктивність на класі більшості може придушити низьку продуктивність в класі меншини. Крім того, поява Big Data породило нові проблеми, пов'язані зі швидкістю обробки, достовірністю і різноманітністю даних. Одним з підходів для вирішення зазначеної проблеми є застосування різних стратегій семплінгу (набору прийомів для розбиття вихідної вибірки на робочі і контрольні ділянки за певними правилами), які можна розділити на дві групи: випадкові і спеціальні.
В роботі [60] розглянуті три можливі схеми: вибірка прикладів класу більшості, передискретизации прикладів меншини і використання гібридних методів. Випадкова передискретизація видаляє екземпляри з класу більшості до тих пір, поки розподіл класів не буде повністю збалансовано.

Більш складні методи запропоновані на основі генерації штучних зразків. Ідея методу полягає в перепрограмуванні меншини (SMOTE) за методом вибірки [61] для формування нових прикладів, шляхом інтерполяції між декількома міноритарними даними, що знаходяться поруч.
З іншого боку, це може привести до проблеми надмірного узагальнення. Для вирішення проблеми надмірного узагальнення і збільшення уявлення меншини були запропоновані різні адаптивні методи вибірки [62, 63, 64]. Ці методи в основному призначені для балансування даних до етапу навчання, однак, наявність додаткових характеристик може погіршити продуктивність.

За результатами проведеної роботи обрані популярні методи попередньої обробки і класифікації даних [65]. Робоче середовище MapReduce - найбільш поширений фреймворк для забезпечення надійних і масштабованих рішень з Big Data. Щоб скористатися цією схемою, будь-який алгоритм повинен бути розділений на два основних етапи: «Map» і «Reduce». Перший присвячений поділу даних для обробки, другий збирає і агрегує результати.
3.3 Передача великих масивів даних з використанням SAAS-маршрутизаторів

Сучасні гетерогенні комп'ютерні мережі дозволяють генерувати, передавати і обробляти великі масиви даних [67]. Одним з головних показників оптимальної роботи таких мереж є час виконання запиту однієї з вищевказаних операцій в залежності від функціонального призначення, власне, мережі. Останні роки все більший інтерес набувають віртуальні комп'ютерні мережі [71]. Традиційно такі мережі називають оверлейними - логічні мережі, створювані поверх іншої фізичної мережі. Вузли такої мережі коммутуються фізичним або логічним з'єднанням. Класичним прикладом оверлейних мереж є VPN і однорангові комп'ютерні мережі [68].

В рамках теорії побудови хмарних систем особливе місце займає питання організації маршрутизації трафіку в віртуальних мережах. У більшості випадків функції маршрутизації в середовищі PaaS-рішень виконують додатки, які також піддаються віртуалізації згідно з концепцією SaaS-рішень. Одним із завдань при реалізації хмарних обчислювальних структур [74], зокрема метакомпьютенгових і систем віртуалізації суперсерверів є швидка передача великих масивів даних. Завдання ускладнюється, якщо фізичні системи, на яких побудована хмарна архітектура - розподілені, а комутація реалізована за допомогою двох і більше проміжних вузлів. Тому актуальною є задача мінімізації часу взаємодії обчислювальних вузлів в оверлейних мережах при передачі великих масивів даних.
Метод заснований на введенні і використанні функції проміжного зберігання даних в якості SaaS маршрутізаторов. Для того, щоб не знижувати надійність мереж зв'язку, дані маршрутизатори потрібно розміщувати на фізичних маршрутизаторах. За рахунок цього будуть використовуватися канали зв'язку з високою пропускною спроможністю. В результаті, потоковий тип трафіку буде переданий як і раніше, а еластичний, при необхідності, через системи проміжного зберігання. Фактично, місця розміщення систем зберігання даних обгрунтовуються межами низькошвидкісних ділянок маршрутів переданих даних, особливо межами каналів останньої милі. При цьому для передачі великих масивів даних на магістральних ділянках мереж зв'язку необхідність в додаткових системах проміжного зберігання даних може й не бути. Розроблюваний метод забезпечує наскрізну передачу потокового типу даних і більш ефективну передачу великих масивів даних за рахунок реалізації систем зберігання в вищевказаних точках оверлейних мереж.

Подальші дослідження доцільно присвятити розробці методики оптимізації параметрів розробленого методу і методики адаптації цих параметрів до реальних умов передачі даних, враховуючи динаміку зміни глобальної мережі Інтернет при високому рівні розподіленості оверлейной мережі.
3.4 Передача великих даних у мобільній системі
Завдання пошуку і розпізнавання об'єктів на зображеннях актуальні як в області моніторингу і аналізу знімків дистанційного зондування Землі, так і для аналізу аерофотознімків. Для вирішення цих завдань використовувалися різні алгоритми - від простої порогової бинаризации до застосування гістограм спрямованих градієнтів. Нейромережеві алгоритми також набули поширення для вирішення цих завдань. Часто завдання пошуку об'єктів заданого типу, розпізнавання об'єктів і класифікації об'єктів на зображенні виявляються пов'язаними, особливо в разі пошуку декількох типів об'єктів.

До завдань розпізнавання об'єктів в зображенні можна віднести задачу семантичної сегментації зображень - завдання виділення в зображенні локальних областей (сегментів), що відповідають різним класам об'єктів. Сегментація супутникових зображень потрібно в цілому ряді областей: автоматичне створення карт місцевості, аналіз георесурсів, містобудування, аналіз землекористування і т.д. Хоча існує цілий ряд алгоритмів і методів класифікації об'єктів на зображеннях, актуальною є задача розробки методів і програмних засобів, що дозволяють автоматизувати цей процес і підвищити ефективність його роботи. Нейромережеві алгоритми з використанням саме згортальних мереж володіють такими важливими перевагами, як стійкість до спотворення вхідних даних, ефективність класифікації, не надто велике число параметрів, що настроюються. Тому кілька CNN алгоритмів для семантичної сегментації кольорових супутникових зображень було розроблено в роботі [76]. Було побудовано і випробувано кілька CNN різної архітектури, і вибір зупинений на шестіслойной мережі, що містить 3 згортальних шару, 1 подвиборочний шар і 2 повнозв'язних шару. Налаштування мережі проводилася методом BP c використанням декількох алгоритмів оптимізації, включаючи Nesterov accelerated gradient, AdaGrad (Adaptive gradient) і ADAM (adaptive moment estimation). Для навчання і тестування розробленої CNN використовувалася база даних, що складається з декількох тисяч супутникових знімків штату Массачусетс (США). Розмір кожного зображень 1500х1500 пікселів з роздільною здатністю 2 1m на піксель. Для уникнення проблеми перенавчання був реалізований метод DropOut. Була реалізована також регуляризація нейромережі. В результаті розроблений CNNметод забезпечив точність сегментації 85,31%.
Економічно обґрунтованим можна вважати рішення, пов’язані з моніторингом природного середовища (як то сейсмоактивність на схилах вулканів, еко-контроль ділянок моря, автоматизована система виявлення пожеж у лісі тощо) [69]. Беручі до уваги, що останнім часом у світовій практиці тенденціями щодо створення електронних пристроїв є green-технології, а концепція боротьби з електромагнітним забрудненням навколишнього середовища набуває подальшого розвитку, – актуальною проблемою є створення мобільної системи передачі даних, яка задовольняла б головні вимоги щодо автономності, рівня автоматизації та зменшенню електромагнітного забруднення навколишнього середовища і при цьому дозволяла гарантовано передавати дані відповідно до вузькоспеціалізованих задач моніторингу ділянок місцевості.
Кортежний опис середовища як складної системи. 
Позначимо: [image: image37.png]Nesviy



 – мультикоптер, який характеризується: t – граничним часом взаємодії з іншими об’єктами; s – ємністю системи збереження даних; (in – максимальною швидкістю завантаження даних в систему збереження даних мультикоптера; (is(out – i -те джерело даних (пристрій концентрації даних в сенсорній мережі), яке характеризується: (out – максимальною швидкістю вивантаження даних в систему збереження даних мультикоптера; (k – k -та підсистема обробки даних (споживач даних). 
Враховуючи інші елементи, систему можна описати як ( ( (( , (, (, ((, де ( – сукупність інших елементів системи. Таким чином, систему можна описати у вигляді кортежу:
	S ( ((, X, F(
	(3.2)


де X = {x} – множина зав’язків між елементами системи; F – функція системи. 
Враховуючи раніше введені параметри, маємо:
	[image: image38.png]



	(3.3)


Загальний вигляд описаної системи наведено на рис. 3.2. 
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Рисунок 3.2 – Мобільна система збору, передачі та обробки даних
В рамках поставленої задачі розглядається декілька варіантів моделей функціонування мультикоптера в рамках описаної вище системи. 
1. Мультикоптер є транспортом пристрою збереження даних. Особливістю є фізичний контакт мультикоптера з пристроєм збереження даних. З точки зору реалізації він дещо схожий з принципом «колібрі», коли важливу роль грає точність. З однієї сторони цей варіант трудоємний, а з іншої – досить енергоекономним у разі створення оптимального робототехнічного рішення. Алгоритм функціонування мультикоптера in (ts( складається з таких кроків.
Крок 1. Мультикоптер розпочинає рух по заздалегідь встановленому маршруту після оцінки факторів зовнішнього середовища. 
Крок 2. Мультикоптер переміщується в точку, визначеній в його системі геопозиціонування з виконанням необхідних маневрів для можливості захоплення та/або встановлення носія даних системи збереження даних сенсорної мережі. 
Крок 3. Мультикоптер прямує в іншу точку збирання/встановлення носія інформації системи збереження даних. 
Крок 4. Якщо точка маршруту остання, то мультикоптер повертається на стартову позицію. У разі застосування такого варіанту моделі функціонуванні виникають такі проблеми, які потребують вирішення: 
· у разі забирання останнього носія даних системи збереження інформації в сенсорній мережі куди мають зберігатися, власне, нові дані; 
· яким чином на практиці можна реалізувати механізм забирання пристрою збереження даних з урахуванням наявності мегасистеми з великою кількістю систем сенсорних мереж; 
· як реалізувати механізм обміну носіями інформації в початковій точці в рамках автоматизації запропонованої моделі. 
2. Мультикоптер є носієм даних шляхом їх забирання через безпровідний або провідний канал зв’язку з пристрою забирання інформації в сенсорній мережі. Є велика різниця у застосуванні провідного і безпровідного способу забирання інформації. Так, провідний спосіб має всі недоліки щодо складності моделі управління та реалізації. На противагу цьому, безпровідний спосіб передачі даних з голочною діаграмою направленості передавальних систем може забезпечити швидкість потоку даних до 7 ГБ/с (технологія IEEE 802.11 ad). У разі кругової діаграми направленості – швидкість передачі даних може суттєво бути зниженою. Алгоритм функціонування мультикоптера (ts(in у разі комутованого забирання даних складається з таких кроків. 
Крок 1. Мультикоптер розпочинає рух по заздалегідь встановленому маршруту після оцінки факторів зовнішнього середовища. 
Крок 2. Мультикоптер переміщується в точку, визначеній в його системі геопозиціонування з виконанням необхідних маневрів для можливості підключення до системи збереження даних сенсорної мережі.
Крок 3. Відбувається процес передачі даних із системи збереження даних сенсорної мережі до системи збереження, власне, мультикоптера. 
Крок 4. Мультикоптер прямує в іншу точку збирання даних системи збереження даних іншого сегменту сенсорної мережі.
Крок 5. Якщо точка маршруту остання, то мультикоптер повертається на стартову позицію. 
Алгоритм функціонування мультикоптера (ts(in у разі безпровідного забирання даних складається з таких кроків. 
Крок 1. Мультикоптер розпочинає рух по заздалегідь встановленому маршруту після оцінки факторів зовнішнього середовища.  
Крок 2. Мультикоптер переміщується в точку, визначеній в його системі геопозиціонування з виконанням необхідних маневрів для юстування системи безпровідної передачі даних, яка побудована на застосування антенних систем з голковою діаграмою направленості сигналу. 
Крок 3. Відбувається процес передачі даних із системи збереження даних сенсорної мережі до системи збереження, власне, мультикоптера. 
Крок 4. Мультикоптер прямує в іншу точку збирання даних системи збереження даних іншого сегменту сенсорної мережі. 
Крок 5. Якщо точка маршруту остання, то мультикоптер повертається на стартову позицію. У разі застосування такого варіанту моделі функціонування виникають такі проблеми, які потребують вирішення: які стандарти та протоколи необхідно використовувати у розрізі енергоефективності та швидкодії для забирання інформації мультикоптером; у разі використання провідної комутації, яким чином здійснити практичну реалізацію даної моделі. 
3. Мультикоптер є носієм даних шляхом їх забору через безпровідний канал зв’язку в результаті переміщення біля пристрою збору інформації в сенсорній мережі. В такому випадку більш доцільним є застосування технологій передачі даних IEEE 802.11 aс. Під час переміщення мультикоптера поряд із пристроєм збереження даних сенсорної мережі всі дані мають бути переданими до системи збереження даних мультикоптера (ts(in. 
Крок 1. Мультикоптер розпочинає рух по заздалегідь встановленому маршруту після оцінки факторів зовнішнього середовища.
Крок 2. Мультикоптер переміщується у множину точок маршруту його руху, визначеного в його системі геопозиціонування з виконанням необхідних швидкісних маневрів для максимізації швидкості безпровідної передачі даних, яка побудована на застосування антенних систем з круговою діаграмою направленості сигналу. 
Крок 3. Під час проходження мультикоптером відрізку маршруту його руху, відбувається процес передачі даних із системи збереження даних сенсорної мережі до системи збереження, власне, мультикоптера. 
Крок 4. Мультикоптер прямує в іншу множину точок збирання даних системи збереження даних іншого сегменту сенсорної мережі. 
Крок 5. Якщо множина точок маршруту остання, то мультикоптер повертається на стартову позицію. 

У разі застосування такого варіанту моделі функціонування виникає необхідність вирішення задачі динамічної зміни швидкості передачі даних з огляду на такі фактори як: швидкість переміщення, пропускна здатність середовища, енергоефективність.З огляду на велику кількість факторів та мінімізацією ваги задачі щодо електромагнітного забруднення (враховуючи застосування антен з круговою діаграмою направленості), даний підхід може бути застосованим в випадках неможливості фактичної призупинки руху мультикоптера  для передачі даних. 
4. Мультикоптер (мультикоптерний ланцюг) (jts(in є активним ретранслятором між пристроєм збору інформації в сенсорній мережі та споживачем інформації. 
Крок 1. Мультикоптер (j = 1) розпочинає рух по заздалегідь встановленому маршруту після оцінки факторів зовнішнього середовища.
Крок 2. Мультикоптер (j = 1) переміщується в точку, визначеній в його системі геопозиціонування з виконанням необхідних маневрів для юстування системи безпровідної передачі даних, яка побудована на застосування антенних систем з круговою діаграмою направленості сигналу.
Крок 3. Відбувається процес передачі даних із системи збереження даних сенсорної мережі до системи збереження, власне, мультикоптера (j = 1).

Крок 4. Мультикоптер (j = 1)  реалізує функцію проміжного зберігання.
Крок 5. Мультикоптер (j = 1)  виконує сеанс встановлення зв’язку з мультикоптером (j = 2). У разі встановлення такого зв’язку, відбувається передача даних із системи збереження мультикоптера (j = 1) до системи збереження мультикоптера (j = 2). 
Крок 6. Ітерація повторюється для всіх (j = n). 
Крок 7. Мультикоптер (j = n) функціонує протягом часу t=taw+tr ,  де  taw – час активної роботи; tr – час повернення мультикоптера на базову станцію для поновлення енергетичного ресурсу. 
Крок 8. Якщо мультикоптер (j = n) повертається на стартову позицію, то ретрансляційна система передачі даних припиняє функціонування. У разі застосування такого варіанту моделі функціонування виникають такі проблеми, які потребують вирішення: які методи доцільно застосовувати при ланцюговій передачі; яким чином вирішити проблему подвійного прийому сигналів у разі порушення юстування мультикоптерів. Такий підхід є економічно необґрунтованим, але гарантує доставку даних в онлайн-режимі, при цьому нехтуються принципи запобігання електромагнітного забруднення. З огляду на поставлену задачу, оптимальним за критерієм складності реалізації є підхід, коли мультикоптер є носієм даних шляхом їх забирання через безпровідний канал зв’язку з пристрою забирання інформації в сенсорній мережі. Особливості практичної реалізації вимагають проведення додаткових досліджень. 
З теорії автоматичного керування відомим є збурюючий вплив. Наслідком такого впливу на роботу елементів системи прийнято вважати порушення необхідного функціонального зв'язку. Причинами збурень є зміна навантаження та завади. До збурюючих впливів, відповідно до поставленої задачі відносяться: особливості зовнішнього середовища: пориви вітру, гроза, атмосферні опади, температурний режим; електромагнітний вплив інших джерел випромінювання. Варто зазначити, що в роботі пропонується підхід по управлінню за принципом комбінованого регулювання. Це пояснюється використанням одночасно регулювання за збуренням і за відхиленням, що забезпечує найвищу точність управління, тобто, мультикоптер, як система із заданими функціями, що характеризується стійкістю, має властивість повертатися в заданий або близький до нього сталий режим після якого-небудь збурення в рамках стандартних робототехнічних застосувань. 
Як рекомендації щодо перспективних досліджень пропонується проведення спільних прикладних досліджень спеціалістів в галузі робототехніки для вирішення проблем, пов’язаних з особливостями функціонування технічних засобів, спеціалістів в галузі теорії автоматичного управління для створення алгоритмів функціонування мультикоптерів та спеціалістів в галузі інформаційних технологій для організації системи передачі даних між елементами загальної системи. Пропонується для використання базовий опис моделі середовища, наведений у вигляді кортежу.
3.5 Персоналізація мобільного додатку  за допомогою Big Data

Раніше аналітика трафіку була дуже дорогим задоволенням. Тільки найбільші компанії були здатні це собі дозволити. З часом софт для тестування та аналітичні інструменти “демократизувались” й тим самим сприяли збільшенню кількості аналітиків, здатних використовувати їх потрібним чином. Саме через це сьогодні для веб-сайтів абсолютно неможливо не думати про якість трафіку - звідки він, куди і яким чином він конвертується. Персоналізація, або можливість оптимізувати послання для певних клієнтів, - один із найбільш популярних трендів нашого часу. Все через те, що вона дає брендам можливість запропонувати клієнтам саме те, що вони хочуть. Однак персоналізація значно еволюціонувала з того часу, коли під нею розумілося використання імені отримувача в повідомленнях. Сьогодні все йде до того, щоб пропонувати винятковий досвід кожному користувачу. В [71] докладно розглянуто те, який вплив персоналізація має на сприйняття користувачами програмного забезпечення, проблеми із якими стикаються розробники під час впровадження персоналізації на сайти або в додатки, питання стосовно персоналізації за допомогою Big Data, а також приклади мереж, у роботу яких впроваджена технологія персоналізації за допомогою Big Data. В таблиці 3.1 наведено результати тестів. 
Таблиця 3.1 – Результати тестів
	Очікуваний рядок
	Слово Фраза Профіль

	Тестові рядки
	Слово Фраза Профіль
	Профіль Слово Сайт

	Відстань Хеммінга
	4
	5

	Відстань Левенштейна
	4
	5

	Відстань Дамерау-Левенштейна
	4
	3

	Тестові рядки
	Сайт Профіль Фраза
	Фраза Сайт Слово 

	Відстань Хеммінга
	11
	9

	Відстань Левенштейна
	6
	8

	Відстань Дамерау-Левенштейна
	6
	8


У багатьох випадках логіка програми найкраще контролюється на сервері, щоб уникнути втручання на стороні клієнта. Cloud Functions повністю ізольовані від клієнта, тому розробник може бути впевненим, що його функції є приватними та безпечними та не можуть бути спроектовані у зворотному порядку. Для персоналізації запитів з серверу слід розглянути декілька алгоритмів пошуку відстані редагування та провести тести. Пропонується відстань Хеммінга, відстань Левенштейна та відстань ДамерауЛевенштейна. Через те, що персоналізація ресурсу має відбуватись за списком інтересів користувача (їх він обирає в мобільному додатку), обраний алгоритм має обов’язково враховувати такі зміни, як перестановки всередині слів, а також перестановки слів між собою. 

Результати отримані після проведення тестів свідчать про те, що відстань Хеммінга відповідає поставленим умовам, але вона ніяк не враховує наявність слова в тексті. Також можна помітити, що відстань Дамерау-Левенштейна, на відміну від відстані Левенштейна не враховує перестановки в середині слів. Таким чином, в нашому випадку найбільше підходить відстань Левенштейна.

Персоналізація за допомогою Big Data ефективно працює якщо в системі є велика кількість користувачів, а кількість зібраної інформації дійсно величезна. Інакше така персоналізація приносить мало користі. А ось її альтернатива (прогресивна персоналізація) є ефективною навіть у випадках коли даних не дуже багато.
4 розпізнавання зображень за допомогою ЗГОРТКОВОЇ НЕЙРОННОЇ МЕРЕЖІ 

4.1 Алгоритми навчання штучних нейронних мереж прямого поширення

Штучні нейронні мережі (ШНМ) останнім часом отримали дуже широке поширення і виявилися вельми ефективними при вирішенні самих різноманітних задач. При синтезі або використанні ШНМ виникають задачі структурної та параметричної оптимізації, відповідні вибору оптимальної топології мережі та ії навчання (налаштування параметрів). Якщо задача визначення структури є дискретною оптимізаційною (комбінаторною), то пошук оптимальних параметрів здійснюється в безперервному просторі за допомогою класичних методів оптимізації, заснованих на МНК. Слід також зазначити, що на сьогоднішній день існує велика кількість стандартних архітектур побудови нейронних мереж, що істотно полегшує задачу побудови нейронної мережі з нуля і зводить її до підбору підходящої конкретному завданню структури мережі [75].

Для навчання мережі застосовуються, як правило, методи, що вимагають обчислення градієнта функціоналу (зазвичай квадратичного), що використовується (алгоритм зворотного поширення помилки (ОР), метод сполучених градієнтів, алгоритм Гауса-Ньютона, Левенберга-Марквардта і т.д.). Вибір функціоналу іншого виду приводить до отримання алгоритму, відмінного від алгоритмів, що мінімізують квадратичний функціонал (типу МНК), і, отже, маючого інші властивості. Як показує практика, доцільним є застосування оцінок (алгоритмів) методу найменших модулів (МНМ), які можна отримати в результаті мінімізації модульного критерію. Якщо ефективність МНМ при гаусових розподілах завади нижче, ніж МНК, то при розподілах перешкод з більш важкими хвостами (наприклад, Лапласа або Коші) ефективність МНМ істотно перевищує ефективність МНК. Таким чином, алгоритми МНМ мають кращі в порівнянні з алгоритмами МНК робастні властивості.

Алгоритми МНК і МНМ для налаштування параметрів використовують всі наявні спостереження, що не завжди зручно при дослідженні нестаціонарних об’єктів. Тому перспективним є застосування для навчання ШНМ багатокрокових проекційних алгоритмів, які використовують не всю наявну інформацію, а лише деяку її постійну частину. Кількість такої інформації визначає пам'ять алгоритмів. Як показано в ряді робіт авторів, це відповідає зменшенню розмірності розв’язуваної задачі. Поліпшення робастних властивостей багатокрокового алгоритму може бути досягнуто введенням в даний алгоритм нелінійності. Крім того, використання в алгоритмі нелінійності типу знакової функції (sign (x)) має зменшити кількість обчислень, необхідних для реалізації даного алгоритму, тому що при обчисленні скалярних добутків типу [image: image41.png]x'sign(x)



 зникає операція множення. Однак при цьому виникає проблема підвищення обчислювальної стійкості нелінійних алгоритмів, тому що реалізація даних алгоритмів вимагає обертання відповідної матриці спостережень. Спрощення реалізації багатокрокових алгоритмів, засновані на рекурентному обчисленні оберненої матриці, і підвищення іх обчислювальної стійкості при використанні ідеї регуляризації. Отримано рекурентні процедури, які відповідають різному способу організації обчислень (скидання застарілої інформації і включення нової). Результати імітаційного моделювання свідчать про ефективність підходу, що розвивається. 

4.2 Прискорене навчання штучної нейронної мережі за допомою MapReduce
Нейронні мережі можуть вирішити ряд проблем машинного навчання, включаючи різноманітність нелінійного аналізу даних [52]. Існує багато видів методів навчання нейронних мереж, а алгоритм зворотного розповсюдження (BP) справляє значний вплив і є найбільш часто використовуваним алгоритмом навчання. Його основна ідея - градієнтний спуск, а нейронна мережа BP, як правило, навчається серійно. З швидким розвитком інформаційного періоду, обсяг навчальних даних стрімко зростає. В зв’язку з цим виявляються  недоліки традиційного методу навчання. Штучна нейронна мережа, як правило, послідовно навчається на одному комп’ютері. Але великий обсяг вхідних даних робить процес навчання повільними та потребує занадто багато системних ресурсів. Все більша кількість дослідників починає досліджувати розподілений підхід до навчання нейронних мереж для того, щоб знизити витрати на навчання [53–55]. 
З обробкою і створенням великих даних тісно пов'язана модель програмування MapReduce, розроблена компанією Google. MapReduce забезпечує надійну, масштабовану та відмовостійку обчислювальну середу для зберігання і обробки масивних наборів даних. У той же час виникає необхідність в обґрунтуванні вибору технології MapReduce серед інших рішень для обробки великих даних. Основними критеріями вибору є розмірність даних, масштабованість системи, тип обчислень, можливість виконання завдань автоматично з метою зменшення професійних вимог до фахівця. Однак, продуктивність цієї моделі обмежена жорсткої конфігураційною стратегією. На практиці для простої роботи в MapReduce велику кількість параметрів настройки має бути задано кінцевими користувачами, які часто стикаються з проблемами продуктивності, що може привести до втрати продуктивності.
Для вирішення цих проблем пропонується ефективне рішення – зробити розподілене навчання, яке поєднує в собі основу для великих даних  в рамках MapReduce з базовою структурою нейронної мережі BP [56].  

MapReduce стала стандартною обчислювальною моделлю при роботі з додатками, що інтенсивно обробляють великі обсяги даних з використанням кластерів. У загальному випадку, для парадигми map/reduce виділяють дві фази:

Map: (key1,value1)–>(key2,value2) – застосовується до кожної вхідної пари ключ\значення (key1,value1) і виводить список проміжних пар ключ\значення (key2,value2). 

Процес Mapping можна розділити на три частини: 

· ініціалізація вагових коефіцієнтів і помилки для виконання цього завдання; 

· навчання нейронної мережі; 

· видача результату навчання, включаючи ваги, помилки та кількість елементів навчальної вибірки.

Функція ініціалізації викликається, коли починається завдання навчання, а функція видачі результатів викликається після закінчення навчання. Кількість навчальних елементів записується для гарантії того, що всі блоки наборів даних, що поставляються для завдання навчання, однакові. Якщо блок даних меншого розміру, нейронна мережа навчалася меншу кількість раз, а вага й помилки вважаються менш важливими. 

Основна мета цього етапу є балансування навантаження.

Reduce: (key2,value2)–>value3 – застосовується до всіх проміжних значень, пов'язаних з одним і ключем, і створює список вихідних значень.

Процес Reducing одержує результати, отримані Mapping, і одержують середньозважене значення, а потім зберігають їх в HDFS.
Програмісти визначають логіку додатка з використанням цих двох примітивів. Слід зазначити, що виконання функції Map здійснюється незалежно та паралельно на різних обчислювачах кластера. 

Такий розподілений вибір функцій для обробки великих даних з використанням платформи MapReduce Hadoop дозволяє швидко обробляти великі неструктуровані дані, які не містяться на одному комп'ютері.

Для оцінки ефективності алгоритмів створено експериментальний кластер Hadoop, що складається з 9 комп'ютерів (Intel Core i3-7100, 3,9 ГГц, ОС Microsoft Windows 12) з фізичною топологією «зірка», яка складається з 8 вузлів Datanodes та одного Namenode.
Завдання керувалися менеджером YARN. Тестування проведено для вирішення задачі класифікації рукопечатних символів багатошарової нейронної мережею. Вибір структур багатошарових нейронних мереж здійснювався експериментально, як компроміс між досягненням значення середньоквадратичної помилки навчання (E <0,0001) і максимально можливим зменшенням значення помилки узагальнення. Помилка узагальнення при порівнянні необхідного значення і класу, визначеного за допомогою MLP, склала 0,21% прикладів тестової вибірки, що є хорошим показником. Обсяг навчальної вибірки складав 700000 екземплярів, час виконання послідовна реалізація здійснена за 10045 сек, паралельна реалізація виконана за 1830 сек
4.3 Модель паралельної згорткової нейронної мережі
У роботі пропонується модифікація глибоких згорткових нейронних мереж. У загальному вигляді архітектура DNN [51] показана на рисунку 4.1. 
Навчання нейромережі - найскладніша частина глибокого навчання, тому що потрібні великий набір даних та велика кількість обчислювальної потужності. Раніше це було затратно, складно і довго - потрібні були потужні графічні процесори, відеокарти і обсяги пам'яті. Бум глибинного навчання якраз пов'язаний з широким розповсюдженням графічних процесорів, які прискорюють і здешевлюють обчислення, практично необмежені можливості зберігання даних і розвиток технології «великих даних».
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Рисунок 4.1 – DNN архитектура
Багатошарові DNN важко навчати стандартним методом градієнтного спуску. Проте сучасні високопродуктивні комп'ютери, зокрема паралельні графічні процесори, дозволяють прискорити навчання DNN на один порядок в порівнянні з послідовним кодом для стандартних комп'ютерів. Нейронна мережа має двовимірний шар нейронів-переможців, ваги яких є загальними. Проста методика максимального пулу [6] визначає нейрони-переможці шляхом поділу шарів на квадратичні області локального інгібування, вибираючи найбільш активний нейрон з кожної області. Переможці представляють перший шар зі зниженою дискретизацією і більш низьким дозволом, який передає дані наступному шару.

Реалізована наступна модель паралельної згорткової нейронної мережі (рис. 4.2). Перший рівень включає вісім послідовних шарів нелінійних нейронів. 
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Рисунок 4.2 – Модель паралельної згорткової нейронної мережі

Випадкові ваги DNN ітераційно тренуються, щоб мінімізувати помилку класифікації на наборі мічених навчальних зображень. Потім продуктивність узагальнення тестується на окремому наборі тестових зображень. У запропонованій моделі поєднується декілька підходів[73].
DNN, що мають двовимірні шари нейронів, складається з послідовності згорткових і maxpooling шарів. Кожен шар, який має має багато карт, отримує лише з'єднання від попереднього шару. Ця ієрархічна особливість дозволяє відокремлювати інтенсивність пікселів необробленого вхідного зображення у векторний вигляд, який класифікуватимутися двома або трьома повністю пов'язаними шарами. Всі параметри підлаштовуються за рахунок мінімізації помилок класифікації з навчальним набором. Максимальне об'єднання (max pooling шар) визначає виграш нейронів шляхом розподілу шарів на квадратичні області локального інгібування, вибираючи найактивніший нейрон кожної області. Переможці деякого шару являють собою менший, нижчий зразковий шар з меншою роздільною здатністю, подаючи наступний шар в ієрархії.
В якийсь момент пониження вибірки автоматично призводить до 1-мірного шару. Відтепер можливі лише тривіальні одновимірні регіони переможця, «переможець отримує все», тобто середня частина структури стає стандартним багатошаровим перцептроном (MLP). В ціх місцях DNN становляться мінімальними, наприклад, лише 2х2 або 3х3 нейрони.

Спочатку випадкові ваги DNN ітеративне навчаються на наборі маркованих навчальних зображень з метою мінімізації помилки класифікації; потім тестуються на окремому наборі тестових зображень. Навчаються лише нейрони-переможці, при цьому може бути вплив на решту вже навчених нейронів. Оновлення ваг відбуваються після кожного кроку обчислення градієнта.
Далі групи шарів DNN об'єднуються (для утворення багаторядкової MRDNN), виходи яких усереднюються: 
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Використовується гіперболічна функція активації для згорткових і повнозв'язних шарів, лінійна функція активації для об'єднаних шарів та функція активації softmax для вихідного шару. Усі DNN навчаються за допомогою градієнтного спуску. Під час тренінгу зображення постійно перекладаються, масштабуються та обертаються (навіть спотворюються у випадку символів), тоді як для перевірки використовуються лише оригінальні зображення. Навчання закінчується, коли похибка перевірки дорівнює нулю або коли рівень навчання досягне заздалегідь заданого мінімуму.
Згортковий (сonvolutional) шар. Кожен згортковий шар виконує 2D згортку своїх  Mn−1 вхідних карт з фільтром розміру Knx × Kny . Отримані активації вихідних карт Mn задаються сумою згорткових відповідей Mn−1, які передаються через нелінійну функцію активації:
	
[image: image45.wmf]÷

÷

ø

ö

ç

ç

è

æ

+

´

=

å

-

=

-

1

1

1

n

M

i

n

j

n

ij

n

i

n

j

b

W

Y

f

Y

,
	(4.2)


де n – номер шару; y – карта розміру Mx×My; Wij – фільтр розміру Kx×Ky, що з'єднує вхідну карту i з картою виводу j, bnj – зміщення вихідної карти j, и * - дійсна 2D згортка. Тобто для вхідної карти Yn-1  розміром Mn-1x ×Mn-1 y  и фільтра W розміром Kn x × Kn y  вихідна карта Yn буде розміром Mn x = Mn-1 x - Knx + 1, Mny = Mn-1 y - Kn y + 1. В рівнянні (4.2) підсумовуються всі Mn-1 вхідні карти.
Шар об’єднання (max-pooling). Вихід шару об'єднання задається максимальною активацією над прямокутними областями, що не перекриваються, розміром Kx×Ky.
Класифікаійний шар. Розміри ядер згорткових фільтрів і max-pooling прямокутників вибираються таким чином, що або вихідні карти останнього згорткового шару зменшуються до 1 пікселя на карту, або повністю пов'язаний шар об'єднував виводи останнього згорткового шару в 1-вимірний вектор. Останній шар завжди є повністю зв'язаним шаром з одним вихідним блоком на клас. Для останнього шару використовується функція активації softmax, таким чином, щоб вихід кожного нейрона був  інтерпретований як ймовірність певного вхідного зображення, що належить до цього класу.
Процедура навчання DNN. Вхідне зображення може попередньо обробляється блоками Pre(1)-Pre(p), а потім постійно викривляється під час навчання. Попередня обробка не є стохастичною і проводиться для всього набору даних перед навчанням. Спотворення є стохастичними та застосовуються до кожного попередньо обробленого зображення під час навчання, використовуючи випадкові, але обмежені значення для переміщення, обертання та масштабування. Ці значення модифікуються з рівномірного розподілу у такому діапазоні: ± 8% розміру зображення для переміщення; 0.9−1.1для масштабування та ± 4◦ для обертання.  Перед навчанням ваги всіх рядків випадково ініціалізують в діапазоні [−0.05, 0.05]. Різні рядки можуть бути навчені на одних і тих же входах або на входах, попередньо оброблених різними способами, що дозволяє зменшити, як кількість помилок, так і кількість рядків, необхідних для досягнення заданої точності. Кінцеве зображення отримується за допомогою білінеарної інтерполяції спотвореного вхідного зображення. Ці спотворення дозволяють навчати DNN з багатьма вільними параметрами та значно покращувати продуктивність узагальнення
Оригінальні цифри нормалізуються таким чином, щоб ширина або висота обмежувального поля дорівнювала 20 пікселів. Співвідношення сторін для різних цифр сильно відрізняється, тому створюються шість додаткових наборів даних, що нормалізують ширину цифр до 10, 12, 14, 16, 18, 20 пікселів. Це як бачити дані з різних ракурсів. Було треновано вісім нормалізованих рядків DNN, в результаті чого в цілому мережа складається 56 рядків. Усі DNN навчаються 400 епох 3 години. Під час навчання цифри випадково спотворюються перед кожною епохою (рис. 4.3). 
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Рисунок 4.3 – Рукописні цифри з навчального набору (верхній ряд) та їх спотворені версії після кожної епохи (другий-вісьмий ряд)
Внутрішній стан MRDNN зображено на рисунку 4.4, де певна цифра передається вперед через треновану мережу.
Формується MRDNN шляхом усереднення вихідних активацій декількох рядків DNN. Виходи всіх рядків усереднюються. Перед навчанням ваги всіх рядків випадково ініціюються. Різні рядки можуть бути підготовлені на одних і тих же входах або на входах, попередньо оброблених різними способами. Якщо помилки різних DNN мають нульове середнє значення та не співвідносяться, середня помилка може бути зменшена на деякий коефіцієнт шляхом усереднення DNN-моделей.
Щоб уникнути цієї проблеми, MRDNN поєднує різні DNN, які навчаються на різних нормалізованих даних. Для рукописних цифр було показано, що усереднення результатів багатьох DNN узагальнюється краще на тестовому наборі, ніж лінійна комбінація всіх DNN з вагами, оптимізованими під набір валідації. Тому формується MRDNN шляхом демократичного усереднення результатів кожного DNN. 
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Рисунок 4.4 –  Внутрішній стан MRDNN
Результати експериментів зведені в таблицю 4.1. Багато неправильно класифікованих цифр, або містять зламані або дивні штрихи, або мають неправильні мітки. 
Також був навчаний DNN на всіх 7 наборах даних одночасно, що дало гірший результат (0,52%), ніж MRDNN та їх окремий DNN. Це показує, що поліпшення походять від MRDNN, а не від використання більш попередньо оброблених даних.
4.4 Аналіз продуктивності та результати моделювання 
Багато завдань обробки, аналізу та розпізнавання зображень пов’язано з автоматизацією процесів медичної діагностики [59], які включають класифікацію зображень для підготовки попереднього діагнозу, що полегшує лікареві приймати остаточне рішення. Основна доля досліджень в галузі глибокого навчання направлена на досягнення глибокими згортковими нейронними мережами (DCNN) максимально можливої точності класифікації та розпізнавання зображень. При цьому недостатньо уваги приділяється проблемі часу навчання DCNN. 
Для проведення обчислювальних експериментів було використано два набора даних.
1. Для вирішення задачі розпізнавання шкіряного захворювання меланоми була використана згорткова нейронна мережа  Inception-v3, у якій застосовується декомпозиція фільтру NxN двома послідовними фільтрами 1xN і Nx1. Реалізований розподілений вибір функцій у великих медичних даних з використанням платформи MapReduce Hadoop. 
Нейронна мережа була навчена на розпізнаванні 2000 світлин шкірних утворень для відмінності доброякісних пухлин від злоякісних з порталу Міжнародного співробітництва в області візуалізації шкіри (ISIC 2017: аналіз ураження шкіри на шляху виявлення меланоми) [70]. Використання запропонованого підходу для діагностики шкірних захворювань надають істотну підтримку в постановці діагнозу як дерматологам, так і лікарям загальної практики [57].
2. Для вирішення задачі розпізнавання цифр використана база даних MNIST (Modified National Institute of Standards and Technology) - об'ємна база даних зразків рукописного написання цифр. База даних є стандартом, що запропонований Національним інститутом стандартів і технологій США з метою калібрації та зіставлення методів розпізнавання зображень за допомогою машинного навчання в першу чергу на основі нейронних мереж.
Для експериментальної оцінки обраних середовищ паралельного програмування використані 
IntelXeonE5-26502 v4 і GeForceGTX 1070 GPU - 24 потокових мультипроцесора (Streaming Multiprocessors - SM), 1920 CUDA ядер з частотою 1.5GHz.
Таблиця 4.1–Результати моделювання MRDNN 
	Параметри зображення
	Послідовне виконання (сек)
	Паралельне виконання (сек)
	Помилка розпізнавання (%)

	32*32 (оригінал)
	12600
	3180
	0.46

	10*10
	7810
	278
	0.36

	12*12
	8079
	397
	0.27

	14*14
	9146
	706
	0.31

	16*16
	10535
	969
	0.32

	18*18
	10995
	1156
	0.30

	20*20
	11065
	2751
	0.26


Використання паралельних графічних процесорів дозволило отримати значнй коефіцієнт прискорення над послідовним кодом в зрівнянні зі стандартними комп'ютерами.
Навчені одним й тим же препроцесором MRDNN з 8 мереж досягають кращих результатів, ніж їх складові DNN. Коефіцієнт помилок дорівнює 0,20%, покращуючи рівень техніки щонайменше на 32%.
Об’єднання декількох рядків DNN у багаторядкові DNN (MRDNN) додатково знижує показник помилок на 30-40%.

Висновки 
Згорткові нейронні мережі - потужний інструмент машинного навчання, який націлений на ефективне розпізнавання і класифікацію зображень. Успіх застосування згорткових нейронних мереж для зображень породив безліч спроб використання цього інструменту в інших завданнях.

У роботі були описані одні з найбільш значущих моделей згорткових нейронних мереж для задачі класифікації зображень. Були проаналізовані результати різних підходів, проведено порівняння їх ефективності та здійснений вибір оптимального розв'язку для конкретних задач. Проведене детальне емпіричне дослідження, щоб визначити, які методи навчання нейронних мереж найбільш підходять для обробки великих обсягів зображень.

Проведений аналіз методів збору, передачі та обробки великих даних дозволив розробити метод машинного навчання за прийнятний час для вирішення завдання розпізнавання великих обсягів зображень.
Запропонована модель згорткової нейронної мережі для задачі класифікації зображень, яка відрізняється від існуючих реалізацієй етапів ініціалізації та навчання, що дозволяє значно прискорити навчання нейронної мережі.
Проведені експериментальні дослідження підтвердили ефективність запропонованої моделі.

Запропонований підхід дозволив поліпшити точність розпізнавання зображень і досягти результатів, які не можуть бути досягнути класичними методами комп'ютерного зору.
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