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НАВЧАННЯ. 

 

Метою роботи є підвищення ефективності класифікації музичних 

жанрів шляхом розвитку гібридних методів аналізу спектральних та часових 

характеристик аудіозаписів і адаптації сучасних нейромережевих рішень. 

Методи дослідження –спектральний аналіз сигналів MFCC, 

спектрограми розклад невід'ємних матриць для вилучення ознак, алгоритми 

глибокого навчання на базі згорткових нейронних мереж та механізм 

Temporal Attention. 

У кваліфікаційній роботі досліджується і вдосконалюється метод 

автоматизованої класифікації музичних жанрів шляхом аналізу спектральних 

характеристик. Використано гібридну архітектуру, що поєднує спектральні 

компоненти NMF, CNN і шар темпоральної уваги. Розроблено програмне 

забезпечення, яке включає етапи попередньої обробки аудіоданих, 

формування спектрограм, навчання моделі на наборі даних GTZAN та аналіз 

отриманих результатів із застосуванням метрик accuracy, precision, recall, F1-

score та ROC/AUC. Розроблене рішення може бути використане у сфері 

автоматичного тегування музики, музичних рекомендаційних сервісів та 

аудіоаналітики. 



 

ABSTRACT 

 

 

Master’s thesis: 82 pages, 26 figures, 5 tables, 2 appendices, 26 sources. 

 

SPECTRAL ANALYSIS, AUDIO RECORDING, GENRE, 

CLASSIFICATION, CNN, NMF, MFCC, TEMPORAL ATTENTION, DEEP 

LEARNING. 

 

The purpose of the work is to enhance the efficiency of music genre 

classification by developing hybrid methods for analyzing spectral and temporal 

characteristics of audio recordings and adapting advanced neural network 

solutions. 

Research methods include spectral signal analysis using MFCC, 

spectrograms, non-negative matrix factorization for feature extraction, deep 

learning algorithms based on convolutional neural networks, and Temporal 

Attention mechanisms. 

The qualification paper investigates and improves methods for automated 

music genre classification through spectral analysis. A hybrid architecture 

combining spectral components NMF, CNN, and temporal attention layers is 

utilized. Software was developed covering stages of audio data preprocessing, 

spectrogram generation, model training on the GTZAN dataset, and evaluation of 

results using accuracy, precision, recall, F1-score, and ROC/AUC metrics. The 

developed solution can be applied in automatic music tagging, music 

recommendation services, and audio analytics. 
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СКОРОЧЕННЯ ТА УМОВНІ ПОЗНАКИ 

 

 

CNN – згорткова нейронна мережа (англ., Convolutional Neural 

Network) 

FMA – набір даних Free Music Archive (англ., Free Music Archive) 

GTZAN – набір даних для класифікації музичних жанрів (англ., Genre 

Tagging ZAN dataset) 

LR – логістична регресія (англ., Logistic Regression) 

LSTM – мережі довгої короткочасної пам’яті (англ., Long Short-Term 

Memory) 

MFCC – мел-кепстральні коефіцієнти (англ., Mel Frequency Cepstral 

Coefficients) 

ML – машинне навчання (англ., Machine Learning) 

NMF – розклад невід’ємних матриць (англ., Non-negative Matrix 

Factorization) 

RCNN – рекурентна згорткова нейронна мережа (англ., Recurrent 

Convolutional Neural Network) 

RNN – рекурентна нейронна мережа (англ., Recurrent Neural Network) 

STFT – короткочасне перетворення Фур'є (англ., Short-Time Fourier 

Transform) 

SVM – метод опорних векторів (англ., Support Vector Machine) 

TA – темпоральна увага (англ., Temporal Attention) 
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ВСТУП 

 

 

У сучасному цифровому суспільстві обробка та аналіз музичної 

інформації набувають дедалі більшого значення. Автоматична класифікація 

музичних жанрів є важливим завданням в галузі обробки аудіосигналів і 

машинного навчання, оскільки вона дозволяє створювати ефективні 

рекомендаційні системи, структурувати великі обсяги мультимедійних 

даних, а також покращувати користувацький досвід у стримінгових сервісах. 

Об’єктом кваліфікаційної роботи є процес автоматизованої класифікації 

музичних творів за жанрами. Предметом кваліфікаційної роботи виступають 

методи та моделі глибокого навчання для обробки аудіосигналів, зокрема 

згорткові нейронні мережі CNN, невід’ємна матрична факторизація NMF та 

механізми темпоральної уваги. Метою кваліфікаційної роботи є розробка та 

дослідження гібридної моделі глибокого навчання для класифікації музичних 

жанрів, яка поєднує методи згорткових нейронних мереж, NMF та 

темпоральної уваги з метою підвищення точності та інтерпретованості 

результатів. Для досягнення поставленої мети були сформульовані наступні 

завдання: Провести аналіз сучасних підходів до класифікації музичних 

жанрів із використанням методів машинного навчання та глибоких 

нейронних мереж. Розробити архітектуру моделі, що поєднує CNN, NMF і 

темпоральний механізм уваги. Реалізувати модель у середовищі 

програмування з використанням відповідних бібліотек машинного навчання. 

Провести навчання моделі на основі загальнодоступного датасету GTZAN та 

оцінити її ефективність за допомогою відповідних метрик: accuracy, precision, 

4 recall, F1-score. Порівняти результати розробленої моделі з існуючими 

підходами та визначити її переваги та обмеження. Дана робота присвячена 

розробці ефективного методу класифікації музичних жанрів шляхом 

поєднання сучасних технологій глибокого навчання та класичних підходів до 

обробки аудіосигналів. 
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1 ТЕОРИТИЧНІ ЗАСАДИ ГЛИБОКОГО НАВЧАННЯ ДЛЯ ЖАНРОВОЇ 

КЛАСИФІКАЦІЇ  

 

 

1.1 Проблематика  

 

Незважаючи на значний прогрес, класифікація музичних жанрів 

викликає численні проблеми. Фундаментальною проблемою є нечітке 

визначення жанрів –жанрові межі за своєю суттю є нечітко визначеними, 

оскільки вони випливають зі складних культурних, історичних і 

маркетингових факторів. [18][23] У багатьох піснях поєднуються елементи 

різних жанрів, що ускладнює класифікацію за одним жанром. Наприклад, 

трек може поєднувати джаз і рок, або електронний танцювальний трек може 

містити поп-вокал. Така ситуація призводить до неоднозначності в базових 

ярликах істини та свідчить про те, що жанр часто є багатозначним за своєю 

природою, а не взаємовиключним. Іншою проблемою є відсутність 

універсальної жанрової таксономії. Різні організації та потокові сервіси 

використовують різну ієрархію жанрів –дослідження Scaringella N., Zoia G., 

Mlynek D. «Automatic genre classification of music content: a survey» показало, 

що таксономія AllMusic (531 жанр) має лише 70 спільних жанрових термінів 

із таксономіями Amazon (719 жанрів) і Mp3.com (430 жанрів). [20] Широко 

використовувані назви жанрів, як-от «рок» або «поп», можуть стосуватися 

різних наборів пісень або піджанрів залежно від джерела. [20] Подібним 

чином жанрові мітки визначаються непослідовно: деякі жанри визначаються 

епохою (бароко), деякі регіоном (індійська музика), інші технікою чи стилем 

(barbershop). [20] Така семантична неузгодженість не є проблемою для 

слухачів, які розуміють контекст, але вона заплутує автоматизовані системи. 

Однак, класифікація за жанрами часто залежить від культурного контексту 

(пісня, яка у Франції вважається Variety, у Великобританії може називатися 

World Music). Іншим фактором є еволюція жанрів з часом. Постійно 
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з’являються нові жанри та піджанри, а існуючі розділяються або зливаються 

(рокабілі та панк зливаються в психобіллі, або хіп-хоп розгалужується на такі 

підстилі, як Gangsta Rap або Conscious Rap). Через такий динамізм статичним 

моделям важко залишатися актуальними. Автоматичну систему класифікації 

потрібно або часто перенавчати, або бути досить гнучкою, щоб включати 

нові жанри, що є нетривіальним для навчання, яке потребує фіксованих 

класів. Доступність і якість даних є проблемою: отримати великі набори 

даних із мітками, які охоплюють широкий спектр музичних жанрів, важко 

через авторське право та роботу над анотаціями. Часто жанрові мітки в 

наборах даних бувають надмірними або суб’єктивними, що ще більше 

ускладнює навчання. Пісні можуть бути довгими та мати внутрішню 

мінливість –моделі потрібно агрегувати інформацію протягом кількох 

хвилин, щоб визначити жанр, через що виникає питання про те, як відібрати 

або сегментувати аудіо для класифікації. Нарешті, у контексті потокової 

служби масштабованість і ефективність є практичними проблемами. 

Відкрита природа визначень жанрів, тенденції до кількох ярликів, 

непослідовні таксономії, еволюція категорій і обмеження реальних даних 

створюють значні проблеми для автоматичної класифікації жанрів. [20]  

 

1.2 Показники оцінки ефективності моделі 

 

Класифікація музичних жанрів зазвичай оцінюється за допомогою 

стандартних класифікаційних показників із вибором залежно від того, чи є 

завдання з однією міткою (один жанр на доріжку) чи з кількома мітками. Для 

багатокласової жанрової класифікації з однією міткою (як у випадку з 

прогнозуванням жанру верхнього рівня GTZAN або FMA) точність 

класифікації є найпоширенішим показником, тобто відсотком композицій, 

прогнозований жанр яких відповідає основній правді. Багато ранніх робіт 

повідомляють про загальну точність, а іноді й точність за жанрами, щоб 

побачити, які жанри важче передбачити. Однак за роботою «Automated music 



12 

 

genre classification through deep learning techniques» M. Kiran Kumar та ін. 

точність може ввести в оману, якщо жанровий розподіл є незбалансованим. У 

випадках дисбалансу класів або для отримання більш детального уявлення 

використовуються такі показники, як точність, запам’ятовування та оцінка 

F1. [21] Їх можна обчислити для кожного жанру, а потім усереднити 

(макроусереднення розглядає всі жанри однаково, мікро-усереднення 

розглядається за частотою). Оцінка F1 (середнє гармонійне значення точності 

та запам’ятовування) є корисною для підсумовування ефективності, особливо 

під час роботи з декількома класами або виходами з кількома мітками. 

Також, в багатьох роботах використовують матрицю невідповідностей, 

зокрема в роботі Gessle G., Akesson S. «A comparative analysis of CNN and 

LSTM for music genre classification». Необхідність матриці зумовлена 

потребою якісного аналізу жанрів, які зазвичай плутає модель. Модель часто 

помилково сприймає класичну музику за джаз, якщо твір є джазовою 

баладою з елементами оркестру. Для жанрової класифікації за багатьма 

мітками оцінка використовує метрики, придатні для даних із кількома 

мітками: точність підмножини, точний збіг набору прогнозованих жанрів із 

набором справжніх жанрів, або, як правило, точність/запам’ятовування/F1, 

обчислене на наборі тегів жанру. У налаштуваннях із кількома лейблами 

можна виділити мікро-F1, що об’єднує рішення щодо всіх пар тегів пісні, або 

макро-F1, середнє значення F1 для кожного тегу жанру. Середня точність 

(mAP) використовується в класифікації музики на основі тегів, розглядаючи 

кожен тег жанру як проблему пошуку. У жанровій класифікації слід уникати 

проблем із фільтрацією виконавців –якщо один і той самий виконавець 

з’являється як у навчальних, так і в тестових наборах, класифікатор дізнаться 

про певні підказки виконавця замість жанру та переоцінити продуктивність. 

Правильний розподіл набору даних, наприклад, наданий у FMA та GTZAN, 

гарантує, що виконавець не збігається між тренуванням і тестуванням. В 

результатах своїх робіт Eck D., Hamel P. «Learning features from music audio 

with deep belief networks» часто порівнюють свою ефективність із базовою 
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лінією (наприклад, рівнем шансів або стандартним класифікатором, таким як 

SVM для функцій MFCC) і з попередніми найновішими результатами на 

тому самому наборі даних. Нову модель CNN можна порівняти з точністю 

84%, досягнутою попередньою моделлю. [5] Точність є основним 

показником для класифікації за однією міткою, тоді як точність, 

запам’ятовування та оцінка F1, як правило, дають збалансоване уявлення про 

ефективність. У сценаріях із кількома мітками ці показники розширюються 

належним чином, а іноді використовуються показники на основі 

ранжирування, такі як mAP, якщо завдання розглядається як пошук тегів. 

 

1.3 Ключові характеристики аудіо для класифікації 

 

Автоматична класифікація музичних жанрів значною мірою залежить 

від вилучення значущих ознак із необроблених аудіосигналів. В основному 

ці функції служать вхідними даними для моделей машинного та глибокого 

навчання, фіксуючи основні характеристики, такі як тембр, ритм і 

тональність.  

 

1.3.1 Кепстральні коефіцієнти Mel-Frequency  

 

Кепстральні коефіцієнти Mel-Frequency (рисунок 1.1) є одними з 

найбільш широко використовуваних функцій у класифікації звуку. Спочатку 

розроблені для розпізнавання мовлення, MFCC ефективно представляють 

спектральну обвідну звукового сигналу, що робить їх дуже корисними для 

захоплення тембральних характеристик у завданнях класифікації музики. 

[20] 

Процес обчислення MFCC включає: 

а) попереднє виділення: для посилення високочастотних компонентів 

застосовується фільтр високих частот; 

б) кадрування та вікна: аудіосигнал сегментується на кадри, що 
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перекриваються; 

 в) швидке перетворення Фур’є: частотний спектр обчислюється для 

кожного кадру; 

 г) банк фільтрів Mel: Спектр відображається на шкалі Mel за 

допомогою трикутних фільтрів; 

ґ) логарифмічне стиснення та дискретне косинусне перетворення 

(DCT): логарифмічне масштабування та DCT застосовуються для отримання 

кінцевих коефіцієнтів. 

Формула для обчислення MFCC: 

 

 , (1.1) 

 

де Sk – масштабовані спектральні енергії mel;  

K – кількість банків фільтрів та n – індекс коефіцієнта MFCC. 

Як правило, 13–40 коефіцієнтів MFCC використовуються в 

класифікаційних моделях, оскільки вони забезпечують компактне, але 

дискримінаційне представлення звукових текстур. [3] Як зазначають у роботі 

«Automatic music genre classification based on modulation spectral analysis of 

spectral and cepstral features» Chang-Hsing Lee та ін. MFCC дуже ефективні 

для представлення тембру вони можуть не повністю вловлювати ритмічні чи 

гармонічні аспекти музики, що призвело до інтеграції додаткових наборів 

функцій. 
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Рисунок 1.1 – MFCC 

 

1.3.2 Спектрограми та Мел-спектрограми 

 

Спектрограми (рисунок 1.2) представляють частотно-часові 

характеристики звукового сигналу та широко використовуються в моделях 

класифікації на основі глибокого навчання. Спектрограма генерується 

шляхом застосування STFT до аудіосигналу, що відображає, як спектральна 

енергія змінюється з часом. 

Формула STFT: 

 

 , (1.2)  

 

де x(n)- дискретний аудіосигнал;  

w(n)- віконна функція;   

f – частота. 

Щоб отримати спектрограму, сигнал спочатку розбивається на невеликі 

частини, які перекривають одна одну, і кожна частина множиться на 

спеціальну віконну функцію. Після цього до кожного такого фрагмента 

сигналу застосовується перетворення Фур'є. В результаті отримується 

спектрограма, яка графічно показує інтенсивність різних частот (ось Y) 

залежно від часу (ось X), а інтенсивність кольору чи яскравості зображення 
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відображає рівень енергії сигналу на певній частоті та в певний момент часу. 

 

Рисунок 1.2 – Спектрограма 

 

Мел-спектрограми (рисунок 1.3) – це різновид спектрограм, у яких вісь 

частот трансформується в шкалу мел, яка більше узгоджується зі слуховим 

сприйняттям людини. Розрахунок мел-спектрограми складається з таких 

кроків: 

 а) обчисліти STFT: необроблена форма сигналу перетворюється на 

спектрограму; 

 б) застосувати банк фільтрів Mel: вісь частот спотворена до шкали 

Mel; 

 в) log Compression: значення величини перетворюються в 

логарифмічну шкалу для кращого відображення людського сприйняття 

гучності. 

Формула для розрахунку Mel-спектрограми: 

 

 ,  (1.3)       (1.3) 

 

де –X(t,k) величина STFT за часом t і частотою k; 
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Hm(f,k) –банк фільтрів mel. 

Моделі глибокого навчання, зокрема згорткові нейронні мережі (CNN), 

продемонстрували чудову ефективність у класифікації жанрів, розглядаючи 

спектрограми як зображення та вивчаючи складні спектрально-часові моделі. 

Гібридні моделі, що поєднують CNN з повторюваними нейронними 

мережами (RNN), ще більше покращують класифікацію шляхом включення 

часових залежностей.[13] 

 

 

Рисунок 1.3 – Мел-Спектрограма 

 

1.3.3 Характеристики кольоровості та уявлення Тоннеца 

 

Функції кольоровості вловлюють гармонічний і тональний вміст, 

представляючи класи висоти незалежно від октавної інформації. Вектор 

кольоровості складається з 12 компонентів, кожен з яких відповідає півтону в 

музичній гамі, що робить його корисним для виявлення гармонійної 

подібності в різних музичних творах.[4] 
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Рисунок 1.4 – Chroma Vector 

 

Представлення Тоннеца (тональний центроїд) розширюють 

особливості кольоровості шляхом включення гармонійних зв’язків між 

класами висоти. Похідне від Harmonic Network (Tonnetz), це представлення 

особливостей є  ефективним для аналізу музичних структур, таких як 

акордові прогресії та модуляції. [13] 

Розрахунок функції Тоннеца наступний: 

  

,   (1.4) 

 

де T(t) –представлення Тоннеца в момент часу; 

C(t) –вектор кольоровості;   

W –матриця перетворення, що відображає кольоровість у тональний 

простір. 

Розрахунок властивостей Тоннеца передбачає: 

а) Виділення ознак кольоровості зі спектрограми; 

б) Застосування згладжуючого фільтра для зменшення шуму; 

в) Відображення векторів кольоровості в шестивимірному просторі для 

представлення тональних співвідношень. 

Наведені приклади в роботі Hu Y., Mogos G.«Music genres classification 

by deep learning» особливо корисні для розрізнення жанрів із сильною 
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гармонічною структурою, таких як класична та джазова музика, де прогресії 

акордів відіграють вирішальну роль. [13] 

 

1.4 Згорткові нейронні мережі в жанровій класифікації 

 

Згорткові нейронні мережі (CNN) стали домінуючим підходом до 

класифікації музичних жанрів завдяки їхній здатності автоматично вивчати 

численні ієрархічні характеристики з аудіоданих (рисунок 1.5). [20] 

 

 

Рисунок 1.5 – Макет моделей CNN 

 

Попередні використовувані моделі покладалися на створені вручну 

функції (MFCC або ритмічні дескриптори), моделі на основі CNN беруть 

необроблене або трансформоване представлення аудіо –як правило, 

частотно-часову спектрограму –і вивчають кілька шарів фільтрів для 

виявлення шаблонів, що вказують на жанр. Звичайним конвеєром є 

перетворення аудіосигналів у двовимірну спектрограму або мел-

спектрограму (частота від часу) як вхідний сигнал, ефективно розглядаючи 

класифікацію жанрів подібно до проблеми розпізнавання зображень. [4] 

Кожен згортковий рівень у CNN вчиться розпізнавати структури вищого 

рівня: перший рівень  вловлює локальні текстури в спектрограмі ( 

спектральні краї, що відповідають початку або тембрам певних 

інструментів), тоді як глибші шари вловлюють більш абстрактні візерунки. 

[18] CNN, навчені на основі жанрових даних, вивчають особливості, 

починаючи від простих початкових шаблонів (перкусійних ударів) до 

складних інструментів і ритмічних шаблонів, які розрізняють жанри (патерн 
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малого ритму для року або «four-on-the-floor» барабан електронної 

танцювальної музики). Завдяки накопиченню кількох згорткових і 

об’єднаних шарів CNN може досягти певної форми частотно-часової 

інваріантності, тобто він може розпізнавати музичний мотив незалежно від 

того, коли він з’являється в доріжці або на якій точній висоті.  

Одним із перших успіхів глибоких CNN у жанровій класифікації було 

вирішення проблеми як класифікація зображень. Такі дослідники, як Коста та 

ін. та Ділеман та ін. (середина 2010-х) навчили CNN спектрограмам і значно 

перевершили традиційні класифікатори. CNN від Macharla Vaibhavi and P. 

Radha Krishna [3] досяг приблизно 82–83% точності на GTZAN, 

перевищуючи попередні базові показники. CNN особливо вправно 

вловлюють тембр –текстуру звуку. Жанри часто мають характерні звуки 

(розглянемо спотворений тембр гітари в металі або пишні струнні подушечки 

в класичній музиці), і фільтри CNN можуть навчитися працювати на цих 

спектральних моделях. Вони також певною мірою вловлюють часові моделі; 

фільтри згортки, які охоплюють кілька часових проміжків, можуть підбирати 

ритмічні мотиви або послідовності нот (мелодії), які можуть характеризувати 

жанр. Багато архітектур CNN для аудіо використовують невеликі ядра 

фільтрів (частотно-часові патчі 3 × 3 або 5 × 5) на кількох рівнях, поступово 

створюючи сприйнятливе поле, яке охоплює всю спектрограму. Інші 

використовують одновимірні згортки вздовж осі часу (розглядаючи аудіо як 

одновимірну форму хвилі або послідовність кадрів), які також можуть 

вивчати частотно-часові характеристики, але з іншим підходом. [5] 

Незалежно від 1D чи 2D, такі моделі зазвичай включають шари об’єднання 

(максимальне або середнє об’єднання) для зменшення роздільної здатності. 

Глобальне об’єднання або зведення в кінці згущує вивчені карти функцій у 

остаточне представлення, яке використовується щільним шаром для 

прогнозування ймовірностей жанру. 

Кілька досліджень удосконалили дизайни CNN для музики. Keunwoo 

Choi [5] досліджували використання фільтрів різної форми – одні з 
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подовженими за частотою для захоплення гармонійного вмісту, інші 

подовжені за часом для захоплення ритмічних патернів – що відображає 

музичну інтуїцію. «Convolutional recurrent neural networks for music 

classification» Keunwoo Choi показав, що глибші CNN з належною 

регуляризацією можуть вивчати ієрархію ознак, корисну не лише для 

класифікації жанрів, але й для ширших завдань тегування музики. [21] 

Моделі CNN часто використовують такі методи, як пакетна нормалізація та 

відключення для стабільності та запобігання переобладнанню, особливо коли 

навчальні дані обмежені (як у випадку з 1000 кліпами GTZAN). Крім того, 

CNN було розширено для використання доповнення даних (наприклад, 

додавання шуму, зміщення висоти звуку, розтягнення аудіо в часі), що 

ефективно збільшує варіацію навчальних даних і, як було показано, 

покращує надійність класифікації жанрів. Ключовою перевагою CNN є їх 

здатність навчатися безпосередньо зі спектрально-часових даних без ручної 

розробки функцій: в роботі Eck D., Hamel P. Learning features from music 

audio with deep belief networks. продемонстрували, що функції, отримані 

через глибокі нейронні мережі, досягли вищої точності 84% на GTZAN [8], 

ніж традиційні функції на основі MFCC. Зі збільшенням обчислювальної 

потужності та обсягу даних класифікатори жанрів на основі CNN досягли ще 

вищої точності, а деякі звіти перевищували 90% на GTZAN (хоча такі високі 

цифри часто відображають можливий витік даних або проблеми з оцінкою). 

На практиці добре навчений CNN може слугувати екстрактором функцій для 

музики: багато потокових компаній використовують отримані від CNN 

вбудовування пісень (вектори прихованих функцій із проміжного рівня) як 

вхідні дані для систем рекомендацій або для обчислення подібності між 

треками в чутливих до жанру. 
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1.5 Порівняльний аналіз моделей глибокого навчання для жанрової 

класифікації. 

 

Глибоке навчання запропонувало кілька архітектур для класифікації 

музики, і CNN є лише однією з них. Повчально порівняти підходи на основі 

CNN з іншими методами глибокого навчання, такими як рекурентні нейронні 

мережі (RNN) і гібридні моделі. Загалом дослідження показали, що CNN, як 

правило, перевершують традиційні методи машинного навчання (ML), а 

часто й інші глибокі архітектури, щодо розпізнавання жанрів через силу CNN 

у вилученні значущих спектральних характеристик. [3] Опитування 2023 

року «Automated music genre classification through deep learning techniques»M. 

Kiran Kumar та ін. зазначає, що звичайні класифікатори ML (SVM, k-NN, 

дерева рішень) незмінно поступаються глибоким моделям, таким як CNN і 

RNN, щодо жанрових завдань, зазвичай досягаючи нижчої точності. [3] 

Розрив у продуктивності значною мірою пояснюється тим, що глибокі 

мережі можуть вловлювати складні, нелінійні зв’язки в аудіосигналах, які 

пропускають простіші моделі. 

Порівнюючи CNN з іншими глибокими моделями, ключовим 

претендентом є повторювана нейронна мережа (RNN), зокрема такі 

архітектури, як мережі довгострокової короткочасної пам’яті (LSTM), які 

розроблені для моделювання послідовних даних. Інтуїтивно зрозуміло, що 

музика є послідовною (пісня – це послідовність кадрів або ритмів), тому 

можна очікувати, що RNN добре підходять для фіксації довготривалих 

часових залежностей. Однак чисті моделі RNN на функціях необробленого 

аудіо (наприклад, подача послідовності векторів MFCC у LSTM) часто мають 

нижчу продуктивність CNN. В одному порівняльному дослідженні з 

використанням однакових вхідних функцій для обох моделей CNN досягла 

приблизно 56% точності в задачі класифікації жанрів, тоді як LSTM досягла 

лише 42% –CNN значно перевершила RNN у цьому параметрі. [9][12] 

Причина полягає в тому, що CNN чудово виділяють локальні шаблони (яких 
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багато в музичних даних), тоді як ванільні RNN намагаються навчатися з 

великовимірних довгих послідовностей без явного механізму вилучення 

помітних особливостей. RNN також може бути складніше навчити (через 

проблеми зі зникаючим градієнтом і довший час навчання на епоху). 

Тим не менш, RNN не без переваг. Гібридні моделі, які поєднують 

CNN і RNN, які часто називають згортковими рекурентними нейронними 

мережами (CRNN), продемонстрували чудову продуктивність, 

використовуючи сильні сторони обох. У CRNN один або більше рівнів CNN 

спочатку дистилюють аудіо в карти функцій вищого рівня, а потім один або 

більше рівнів RNN (наприклад, GRU або LSTM) обробляють ці функції 

протягом часу, щоб зафіксувати часову структуру пісні. [21] Описаний підхід 

у роботі «Convolutional recurrent neural networks for music classification» 

Keunwoo Choi дав найсучасніші результати в позначенні та класифікації 

музики. Дослідження Noopur Srivastava та Shivam Ruhil використовували 

моделі CNN-GRU та CNN-LSTM на наборі даних GTZAN; модель CNN-

LSTM досягла 87,5% точності, трохи вище, ніж 85,7% для CNN-GRU, 

вказуючи на те, що компонент RNN забезпечив помірний приріст шляхом 

узагальнення тимчасової інформації. [17] Перевага CRNN стає більш 

очевидною для завдань, де має значення часовий порядок (наприклад, 

передбачення настрою, який може залежати від прогресу пісні), але для 

широких жанрових міток (які часто залежать від інструментів і текстури, 

доступної в коротких уривках) часто досить глибокого CNN. 

Інший підхід до глибокого навчання полягає у використанні повністю 

глибоких нейронних мереж (DNN) або багаторівневих персептронів на 

ручних функціях. До того, як CNN набули популярності, дослідники 

пробували стекувати автокодери або глибокі повністю зв’язані шари поверх 

таких функцій, як MFCC. DNN покращилися порівняно з поверхневими 

методами, але їм бракує індуктивного зміщення для використання локальної 

частотно-часової структури, і тому вони не перевершують CNN, коли останні 

стали можливими. Подібним чином підходи до неконтрольованого вивчення 
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функцій (наприклад, мережі глибоких переконань (DBN) або розріджене 

кодування) були ранньою формою глибокого навчання, застосованої до 

класифікації жанрів. Яскравим прикладом є програма навчання функцій на 

основі DBN, яка перевершила MFCC, досягнувши ~84% на GTZAN. [5] 

Однак після того, як стали доступними великі мічені набори даних, наскрізні 

CNN і CRNN, навчені з наглядом, затьмарили ці неконтрольовані методи за 

точністю. 

Також застосовуються до класифікації музичних жанрів моделі на 

основі уваги та трансформатори. Саме такі моделі можуть моделювати 

довгострокові залежності за допомогою самоуважності. Були експерименти з 

використанням трансформаторних кодерів на патчах аудіо спектрограм для 

класифікації жанрів, іноді в поєднанні з інтерфейсами CNN. [17] Перші 

результати показують, що трансформатори можуть працювати 

конкурентоспроможно, але для їх узагальнення часто потрібні дуже великі 

навчальні дані. Трансформаторній моделі необхідно десятки тисяч пісень, 

щоб вивчити дискримінаційні шаблони за жанрами, тоді як CNN з їх 

індуктивним упередженням можуть ефективно навчатися з менших наборів 

даних. На практиці поширений гібридний підхід: використання CNN для 

вилучення вбудовування, а потім використання механізму уваги для 

зважування важливих сегментів пісні. Концептуально це схоже на CRNN, але 

з увагою замість RNN. Відповідно до останньої літератури, архітектури на 

основі CNN (включаючи CRNN) залишаються найсучаснішими для більшості 

класифікацій музичних жанрів. [17] 
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2 МЕТОДОЛОГІЇ ТА ІНСТРУМЕНТИ РЕАЛІЗАЦІЇ ЖАНРОВОЇ 

КЛАСИФІКАЦІЇ  

 

 

2.1 Основи методології жанрової класифікації 

 

Класифікація музичних жанрів є класичною проблемою пошуку 

музичної інформації, метою якої є автоматична ідентифікація жанру певної 

звукової доріжки. Для цієї задачі набір даних GTZAN використовується як 

еталон. Колекція GTZAN складається з 1000 аудіофайлів, 30 секунд кожен, 

рівномірно розподілених на 10 жанрів (рисунок 2.1). [10] GTZAN один з 

найбільш широко використовуваних загальнодоступних наборів даних для 

оцінки систем класифікації жанрів, який з’являється в понад 100 

опублікованих роботах. 

 

 

Рисунок 2.1 – Структура GTZAN 

 

Для тренування моделі, щоб відрізняти класифікувати музичні 

інструменти використовується набір даних Music Instrument Sounds for 

Classification. Ця колекція містить аудіофайли різних музичних інструментів 

(рисунок 2.2), що дозволяє навчати та оцінювати моделі розпізнавання 
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інструментальних звуків. Даний набір даних є загальнодоступним та 

спеціально сформованим для задач машинного навчання у сфері музичного 

аудіоаналізу. 

 

 

Рисунок 2.2 – Структура Music Instrument Sounds for Classification 

 

2.2 Середовище програмування та засоби обробки даних 

 

Усі експерименти реалізовано на Python у середовищі Jupyter Notebook. 

Jupyter Notebook – інтерактивна обчислювальна веб-платформа, яка поєднує 

живий код, рівняння, візуалізації та описовий текст в одному документі. [19] 

Таке середовище полегшує пошуковий аналіз даних і ітераційну розробку, і є 

зручним інструметом для досліджень машинного навчання (рисунок 2.3). 
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Python було обрано через його багату екосистему бібліотек для науки про 

дані та машинного навчання, з можливістю швидко розробляти та 

інтегрувати різні інструменти. 

 

 

Рисунок 2.3 – Структура Notebook 

 

Для обробки та аналізу даних бібліотека pandas використовується для 

завантаження та обробки набору даних. Pandas є швидким, потужним 

інструментом аналізу та обробки даних із відкритим кодом, створений на 

основі Python. [18] Він забезпечує зручну структуру DataFrame для таблиці 

функцій і міток із набору даних, зокрема з CSV-файл із попередньо 

вилученими аудіофункціями. Числові обчислення та маніпуляції з масивами 

підтримуються NumPy [24], основним пакетом для наукових обчислень на 

Python. NumPy забезпечує ефективні операції з багатовимірними масивами, 

які необхідні для обробки великих матриць функцій, отриманих із 

аудіоданих. 

Попередня обробка аудіо та виділення функцій виконуються за 

допомогою Librosa [14], спеціалізованої бібліотеки Python для аналізу музики 

та аудіо. Librosa надає можливість для обробки аудіосигналів, включаючи 

функції для завантаження аудіофайлів і обчислення частотно-часових 

представлень. У цьому проекті Librosa використовується для візуалізації та 
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трансформації, шляхом обчислення форм хвилі, спектрограм та мел-

частотних спектрограм. Такі частотно-часові функції фіксують акустичні 

характеристики музики. Мел-спектрограми, зокрема, є загальною ознакою, 

яка використовується в завданнях класифікації жанрів, оскільки вони 

наближені до людського слухового сприйняття звукового частотного вмісту. 

Наданий набір даних features_3_sec.csv від Kaggle (рисунок 2.4) містить 

різноманітні аудіофункції для кожного 3-секундного сегмента доріжок –

включно зі спектральними і Mel-частотні кепстральні коефіцієнти (MFCC), –

які підсумовують тембру та тональність кожного з цих сегментів. За 

допомогою pandas ці функції зчитуються в DataFrame, а відповідні мітки 

жанру витягуються. 

 

 

Рисунок 2.4 – Структура файлу 

 

Перед подачею даних у моделі застосовується певна попередня 

обробка. Мітки жанру перетворюються в числову форму за допомогою 

LabelEncoder scikit-learn, оскільки алгоритми машинного навчання вимагають 

числових даних. Значення ознак також стандартизовано (нульове середнє, 

одинична дисперсія) за допомогою StandardScaler scikit-learn.  

Масштабування призводить до того, що всі функції однаково сприяють 

процесу навчання, запобігаючи домінуванню функцій із більшим числовим 

діапазоном над іншими.  
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2.3 Фреймворки та бібліотеки машинного навчання 

 

Для побудови та оцінки моделей класифікації жанрів 

використовуються різноманітні фреймворки та бібліотеки машинного 

навчання. Scikit-learn [6] – це основна бібліотека, яка використовується для 

впровадження класичних алгоритмів і утиліт машинного навчання. Scikit-

learn – є безкоштовною бібліотекою машинного навчання на Python, яка 

реалізує широкий спектр алгоритмів для класифікації, регресії та 

кластеризації через узгоджений і простий у використанні інтерфейс. У цьому 

проекті scikit-learn використовується не лише для попередньої обробки, 

кодування міток і масштабування функцій, але й для навчання кількох 

базових класифікаторів. Зокрема, нам необхідні k-найближчих сусідів (KNN), 

Naive Bayes (обидва варіанти GaussianNB і BernoulliNB) і класифікатори 

дерева рішень, використовуючи реалізації scikit-learn Обрані алгоритми 

слугують порівняльними базовими лініями – KNN є простим класифікатором 

на основі екземплярів, Naive Bayes застосовує ймовірнісне моделювання за 

припущення незалежності ознак, а Дерева рішень розділяють простір 

функцій на чисті для класів області. Високорівневий API Scikit-learn дозволяє 

легко навчати ці моделі та оцінювати їх продуктивність за допомогою 

загальних показників. 

На додаток до основних моделей, включена техніка ансамблевого 

навчання XGBoost (Extreme Gradient Boosting). XGBoost є спеціалізованою 

бібліотекою для дерев рішень із посиленням градієнта, яка здобула 

популярність завдяки своїй ефективності та точності в задачах зі 

структурованими даними. [25] В ній будується ансамбль із багатьох слабких 

дерев учнів у послідовності, кожне нове дерево виправляє помилки 

попередніх, і включає в себе оптимізацію для швидкості та обробки 

розріджених даних. XGBClassifier з бібліотеки XGBoost використовується 

для навчання посиленої моделі ансамблю на аудіофункціях. Ансамблеві 
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методи, такі як XGBoost, часто досягають вищої точності, ніж окремі 

оцінювачі, завдяки поєднанню сильних сторін багатьох моделей. XGBoost 

використовувався для досягнення найсучасніших результатів у численних 

змаганнях і викликах машинного навчання. Включаючи XGBoost, 

дослідження оцінює потужний деревоподібний метод разом із простішими 

базовими лініями. 

Щоб дослідити підхід до глибокого навчання,  використовується 

TensorFlow і Keras. TensorFlow – це фреймворк із відкритим кодом для 

великомасштабного машинного навчання, розроблений Google, який 

використовує графіки потоку даних для представлення обчислень і широко 

використовується для створення нейронних мереж. [6] Keras – це 

високорівневий API для нейронних мереж,  інтегрований із TensorFlow, який 

забезпечує зручний спосіб визначення та навчання моделей глибокого 

навчання на Python. API послідовної моделі Keras дозволяє легко складати 

шари нейронів, абстрагуючись від більшої частини низькорівневих деталей і 

забезпечуючи щільні шари, функції активації, шари вилучення для 

проектування мережі. Використовуючи ефективний обчислювальний 

механізм TensorFlow (який може використовувати прискорення GPU, якщо 

доступне) через інтерфейс Keras, інтегрується техніка глибокого навчання в 

конвеєр класифікації жанрів. 

У процесі розробки було використано бібліотеки, які доповнюють 

процес. Matplotlib і Seaborn використовуються для візуалізації розподілу 

даних і результатів. Seaborn, побудований на Matplotlib, надає інтерфейс 

високого рівня для створення статистичних візуалізацій. [11] Завдяки цьому 

побудовано розподіл жанрів у наборі даних і візуалізація матриці плутанини 

результатів класифікації. Matplotlib лежить в основі цих графіків і здатний 

створювати показники якості публікації в різних форматах, що корисно для 

документування результатів. Також використовується дисплейний модуль 

IPython для відтворення аудіофрагментів. 
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2.4 Модельні архітектури та методології 

 

2.4.1 Методологія вилучення функцій  

  

В роботі використовується перетворення необробленого аудіо на 

значущі функції як передумова для класифікації. Використовуючи Librosa, 

отримуються такі функції, як мел-спектрограми, які перетворюють 

аудіосигнали в частотно-часове подання. Набір даних, який 

використовується, надає скомпільований набір функцій на 3-секундний 

сегмент, включаючи функції частотної області (наприклад, спектральний 

центроїд, смуга пропускання, згортання, характеристики кольоровості) і 

кепстральні характеристики (MFCC, що фіксують тембральну текстуру). 

Сигнал розбивається на короткі часові вікна по 50 мілісекунд із перекриттям 

50%. Для кожного такого вікна обчислюються 13 мел-кепстральних 

коефіцієнтів (MFCC), спектральний центроїд, спектральна смуга 

пропускання, спектральне згортання, 12 chroma-ознак. На кожну з цих ознак 

далі застосовуються статистичні функції: середнє, стандартне відхилення, 

мінімальне та максимальне значення по всьому 3-секундному кліпу. 

В результаті формується єдиний вектор ознак фіксованої довжини. 

Наприклад, 13 MFCC × 4 статистики = 52 компоненти, 1 спектральний 

центроїд × 4 статистики = 4 компоненти, 1 смуга пропускання × 4 статистики 

= 4 компоненти, 1 спектральне згортання × 4 статистики = 4 компоненти, 12 

chroma-ознак × 4 статистики = 48 компонентів. Після конкатенації всіх 

статистик виходить вектор з 112 чисел, що однозначно представляє 3-

секундний аудіокліп для подальшої класифікації. 

 Тобто спочатку отримуються інформативні звукові дескриптори, а 

потім застосовується до цих дескрипторів машинне навчання. [8] Перевага 

полягає в тому, що такий підхід скорочує необроблений аудіо (сигнал з 

тисячами зразків) до компактного набору дескрипторів, які є більш 

керованими та інформативними для класифікаторів. 
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2.4.2 Модель глибокого навчання  

 

Глибока нейронна мережа, створена за допомогою TensorFlow/Keras. 

Архітектура являє собою багатошаровий перцептрон (MLP) з прямим 

зв’язком із кількома прихованими шарами. У реалізованій мережі кілька 

щільних (повністю зв’язаних) шарів нейронів укладено: наприклад, ноутбук 

використовує шари розміром 512, 256, 128, 64 (кожен із наступною функцією 

активації ReLU та шаром вилучення для регуляризації), і, нарешті, щільний 

вихідний шар із 10 нейронами (по одному для кожного жанру) з активацією 

softmax. Кілька рівнів дозволяють моделі вивчати ієрархічні шаблони в 

даних. Кожен прихований шар перетворює вхідні функції на нове 

представлення, потенційно захоплюючи абстракції вищого рівня (комбінації 

аудіофункцій), які корелюють із музичним жанром. Активації ReLU 

(Rectified Linear Unit) (рисунок 2.5) вводять нелінійність, дозволяючи мережі 

моделювати складні функції, тоді як відсівання (випадкове відкидання 

деяких нейронів під час навчання) допомагає запобігти переобладнанню та 

покращує узагальнення. 

 

 

Рисунок 2.5 – Графік функції ReLU 

 

 Вихідний рівень softmax виробляє розподіл ймовірностей за 10 
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класами жанру для заданого вхідного сигналу, що дозволяє моделі робити 

багатокласовий прогноз. Мережа навчена за допомогою підходу до навчання 

під наглядом: жанрові мітки основної істини направляють навчання через 

функцію категоріальної крос-ентропійної втрати, а оптимізатор, як-от 

стохастичний градієнтний спуск або Адам, регулює ваги за допомогою 

зворотного поширення. Глибокі Моделі навчання зазвичай вимагають більше 

даних і обчислень, але вони можуть перевершити класичні методи, 

автоматично виявляючи відповідні комбінації функцій. Включення MLP 

дозволяє побачити, чи може нейронна мережа вловлювати тонкі відмінності 

в аудіофункціях, які простіші моделі можуть пропустити. Використання 

Keras значно спрощує побудову та навчання нейронних мереж, оскільки ця 

бібліотека забезпечує високорівневий, зрозумілий інтерфейс для опису 

складних моделей. Завдяки Keras можна зосередитися саме на архітектурі та 

логіці моделі, не витрачаючи час на низькорівневі деталі, як-от ручне 

керування потоками даних, ініціалізацію параметрів чи організацію 

тренувального циклу. Наприклад, для створення багатошарової 

перцептронної мережі достатньо кількох рядків коду, де визначаються 

послідовність шарів і необхідні функції активації, а всі внутрішні процеси – 

ініціалізація ваг, зворотне поширення похибки, оптимізація – виконуються 

автоматично. Крім того, у Keras передбачені готові оптимізатори, функції 

втрат, засоби для моніторингу метрик і підтримка різноманітних колбеків, 

що дає змогу легко керувати тренувальним процесом і гнучко реагувати на 

його перебіг.  

 

2.4.3 Оцінка системи та методи візуалізації 

  

Після навчання моделей порівнюється їх продуктивність. Точність дає 

загальну міру правильних передбачень жанру, тоді як точність і 

запам’ятовування дають уявлення про те, наскільки добре ідентифікується 

кожен жанр без помилкових тривог або промахів. Показник F1 (середнє 
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гармонійне значення точності та запам’ятовування) узагальнює баланс між 

точністю та запам’ятовуванням кожної моделі. Щоб отримати більше 

розуміння, будується матриця плутанини, яка показує, скільки разів кожен 

справжній жанр був передбачений як кожен можливий жанр. Візуалізується 

усе за допомогою функції теплової карти Seaborn, яка пропонує простий 

спосіб візуалізації матриці з кольоровими клітинками та анотаціями. 

Матриця плутанини допомагає визначити, які жанри зазвичай плутає модель 

(наприклад, модель може сплутати рок і метал або класику та джаз, якщо їхні 

характеристики збігаються). Візуалізувавши це, можна інтерпретувати слабкі 

сторони моделі або схожість між жанрами в просторі функцій. Використання 

Seaborn і Matplotlib для такої візуалізації має вирішальне значення в 

дослідницькому контексті, оскільки забезпечує чітку ілюстрацію результатів 

якості.  
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3 РОЗРОБКА АЛГОРИТМІВ КЛАСИФІКАЦІЇ ОБ’ЄКТІВ В МУЗИЧНИХ 

СТРІМІНОГОВИХ СИСТЕМАХ ІЗ ВИКОРИСТАННЯ ГЛИБОКОГО 

НАВЧАННЯ 

 

 

3.1 Загальні положення щодо алгоритмів класифікації у стрімінгових 

музичних сервісах 

 

У цьому розділі представлені результати розробки програми для 

автоматичної класифікації музичних жанрів на основі аналізу аудіоданих. 

Програма використовує GTZAN Dataset, який містить 1000 аудіозаписів, 

розділених на 10 жанрів: blues, classical, country, disco, hiphop, jazz, metal, pop, 

reggae та rock. Основна задача програми – вилучення ключових ознак із 

аудіозаписів, навчання моделі машинного навчання та оцінка її 

продуктивності. У процесі роботи були реалізовані методи 

CNN+NMF+Temporal Attention, та візуалізації результатів, оскільки існуючі 

методи класифікації музичних жанрів мали кілька важливих обмежень 

(таблиця 3.1). 

По-перше, CNN обробляють аудіосегменти однаково, не визнаючи, що 

певні частини музичних треків важливіші для визначення їхнього жанру. 

Характерні ударні або інструментальні соло можуть чітко вказувати на 

певний жанр, але традиційні CNN спеціально не виділяють ці партії, роблячи 

класифікацію менш точною, особливо коли жанри мають схожі звукові 

профілі. 

По-друге, існуючі гібридні моделі, які використовують CNN з RNN, як-

от блоки довгострокової короткочасної пам’яті (LSTM), покращують часове 

моделювання, але однаково обробляють кожну частину треку з часом. Вони 

не можуть легко підкреслити лише ключові моменти, які справді визначають 

жанрові характеристики. Таким чином, навіть ці гібридні підходи мають 

труднощі з фіксацією точних музичних подій, що визначають жанр. 
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По-третє, звичайні методи виділення ознак (такі як Кепстральні 

коефіцієнти Mel-Frequency, MFCC), які використовуються багатьма 

підходами на основі CNN, не дозволяють чітко відокремити окремі 

інструментальні чи ритмічні компоненти в музиці. Оскільки вони широко 

представляють аудіофункції, такі підходи пропускають детальні музичні 

структури, які могли б значно допомогти точно класифікувати жанри. 

По-четверте, багато з найефективніших моделей, незважаючи на 

досягнення високої точності, є складними, часто передбачають значне 

налаштування параметрів, дуже глибоку архітектуру нейронних мереж або 

численні ансамблеві моделі. Наявна складність не тільки робить їх 

обчислювально важкими, але й важко чітко інтерпретувати, обмежуючи їх 

практичне застосування. 

Тобто, існує явна потреба в моделі, яка б поєднувала простоту, 

можливість інтерпретації та ефективну класифікацію. Щоб вирішити описані 

проблеми, запропонований підхід спеціально об’єднує NMF і TA. NMF 

розкладає аудіосигнали на структуровані, музично релевантні частини, як-от 

окремі інструменти чи ритмічні елементи, що полегшує обробку функцій 

CNN. Тим часом механізм TA динамічно виділяє найважливіші моменти в 

треку, які визначають його жанр, підвищуючи точність класифікації та 

зменшуючи плутанину серед схожих за звучанням жанрів. 

Розроблена система дозволяє автоматично аналізувати аудіофайли та 

визначати їхню жанрову приналежність із високою точністю. (рисунок 3.1) 

Що, в свою чергу, вирішує такі завдань, як створення рекомендацій у 

стримінгових сервісах, автоматичне тегування музичних композицій або 

музичний аналіз для дослідницьких цілей. Важливим аспектом є 

використання сучасних методів машинного навчання, які забезпечують 

гнучкість та високу ефективність роботи моделі. 
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Таблиця 3.1 – Порівняльний аналіз існуючих методів [3] 

№ Методологія Точність Переваги 

1 2 3 4 

1 Transfer Learning 79%, 75.9%, 71.3%, 

76.9% 

Ефективна оптимізація 

параметрів моделі 

2 CNN and RNN 

with LSTM 

CNN:74%, 

RNN+LSTM:63.44% 

Ефективний при аналізі 

послідовних аудіоданих 

3 CNN 57.5% Добре працює з базовими 

налаштуваннями 

апаратного забезпечення 

4 KNN, RF, SVM, 

MLP, NB, 

Logistic 

Regression 

KNN: 92.69% Ефективно використовує 

рейтинг функцій для 

вибору важливих функцій 

5 CNN and RCNN 

with/without Data 

Augmentation 

82.05% with, 77.92% 

without 

Помітно покращені 

результати завдяки 

доповненню даних 

6 KNN and SVM KNN:75%, SVM:65% Проста і зрозуміла 

реалізація 

7 Neural Networks 

(time-frequency 

features) 

91.76% Стабільна продуктивність 

8 KNN with MFCC 70% Простий у розгортанні 

9 CNN with MFCC 76% Перевершує такі базові 

класифікатори, як SVM, 

KNN і базові нейронні 

мережі 
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Продовження таблиці 3.1 

1 2 3 4 

10 CNN GTZAN:92.65%, 

MusicNet:91.7% 

Вища точність, ніж 

попередні підходи 

11 CNN and DNN CNN:92%, 

DNN:90% 

Досягає конкурентної 

точності 

12 CNN 87% Покращена продуктивність 

порівняно з традиційними 

моделями  

13 CNN, LR, KNN, 

SVM, RF, 

Simple MLP 

KNN:92.66% Збільшений набір даних і 

покращене вилучення 

аудіофункцій 

14 KNN, SVM, LR, 

RF 

66.4%-76.4% Хороший вибір параметрів 

ритмічної функції 

15 Bottom-Up 

Broadcast CNN 

(BBNN) 

93.9% Ефективно фіксує 

багатомасштабні звукові 

характеристики 

16 CNN + Bi-GRU 

Hybrid 

89.3% Ефективно моделює часову 

динаміку за допомогою 

двонаправленого GRU 

17 

Запропонований 

підхід: CNN + 

NMF + 

Temporal 

Attention 

93% 

Поєднує інтерпретовані 

функції з NMF із 

сфокусованим часовим 

моделюванням 
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Рисунок 3.1 – Графік порівняння точності різних методів класифікації 

 

Запропонована модель CNN-NMF на основі тимчасової уваги 

відрізняється від існуючих методологій ефективною інтеграцією методів 

спектральної декомпозиції з механізмами вивчення уваги, встановлюючи 

комплексний зв’язок між класичною обробкою звуку та сучасними 

архітектурами глибокого навчання. 

Модель використовує NMF, неконтрольований метод декомпозиції 

аудіо, який особливо підходить для аналізу музики, дозволяючи виділяти 

структуровані та інтерпретовані аудіокомпоненти. На відміну від звичайних 

підходів на основі CNN (3,9,12,14), які безпосередньо обробляють сиру 

спектрограму або стандартні функції, такі як MFCC, NMF явно розділяє 

аудіо на значущі компоненти, зазвичай співвідносячись з ідентифікованими 

музичними джерелами, такими як окремі інструменти, ритмічні моделі або 

мелодичні послідовності. Отже, CNN отримує вхідні дані, уже організовані в 

музично релевантні частини, зменшуючи складність і зусилля, необхідні для 

внутрішньої ізоляції інструментальних або спектральних характеристик. 

Пряме вилучення підвищує ефективність і інтерпретацію CNN, пропонуючи 
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явні переваги перед простішими методами CNN (3,4,14) і традиційними 

моделями машинного навчання (4,6,8,13,15), які покладаються на фіксовані 

або вибрані вручну функції. 

Зокрема, NMF функціонує аналогічно адаптивному банку фільтрів, 

адаптованому до набору даних GTZAN, автоматично ідентифікуючи ключові 

спектральні компоненти, унікальні для музичних жанрів, наприклад 

барабанні удари, характерні для року, або вокальні гармоніки, поширені в 

класичних жанрах. Такі спеціалізовані спектральні бази забезпечують 

структуроване представлення функцій, дозволяючи рівню CNN визначати 

пріоритети комбінацій цих аудіокомпонентів, які сильно пов’язані з 

характерними для жанру рисами. 

Компонент тимчасової уваги запропонованої моделі значно покращує 

свою продуктивність шляхом вибіркового підкреслення ключових сегментів 

у музичних треках. У порівнянні з послідовними моделями, такими як RNN з 

LSTM (2), які рівномірно обробляють усі часові рамки, механізм уваги чітко 

виділяє найбільш інформативні часові сегменти. Він визначає сегменти, що 

містять відмінні музичні особливості, такі як інструментальні соло, зміни 

ритму або помітні мелодичні прогресії, які ефективно сигналізують про 

жанрову ідентичність. Увага може посилити значення сегмента гітарного 

соло для рок-жанрів або оркестрових крещендо в класичній музиці, тоді як 

традиційні CNN із глобальним середнім об’єднанням (9,11,12) агрегують всю 

часову інформацію однаково, потенційно приховуючи основні музичні 

сигнали. 

Рівень уваги динамічно регулює свою вагу на основі музичного вмісту, 

підвищуючи чутливість моделі до варіацій у треку. Цей цільовий вибір 

значно покращує точність класифікації, особливо для тісно пов’язаних або 

дублюючих жанрів (4). Таким чином, тимчасова увага значно пом’якшує 

проблеми, пов’язані з розрізненням тонких відмінностей між жанрами, 

загальним обмеженням, поміченим у простіших CNN і класичних методах 

машинного навчання (6,8,15). 



41 

 

Модель CNN+NMF+Attention досягає точності приблизно 93% на 

наборі даних GTZAN, перевершуючи численні традиційні та гібридні моделі, 

розглянуті в літературі. Він перевершує базові архітектури CNN (3 на 57,5%, 

9 на 76%, 12 на 87%) і класичні підходи ML, такі як KNN (8 на 70%, 6 на 

75%) і SVM (6 на 65%). Крім того, запропонований метод помітно покращує 

гібридні підходи CNN+RNN (точність 74% у 2),  навіть попри те, що ці 

моделі включають рекурентні архітектури, розроблені спеціально для 

тимчасової обробки. 

Хоча певні вдосконалені архітектури на основі CNN, такі як Bottom-Up 

Broadcast CNN (BBNN, 93,9%), у цьому підході зазвичай використовуються 

значно складніші конструкції моделей, стратегії ансамблю, широке 

налаштування гіперпараметрів або розширення даних. Навпаки, 

запропонований підхід CNN+NMF+TA забезпечує конкурентоспроможність, 

зберігаючи при цьому простоту з точки зору архітектури мережі та вимог до 

обчислень, явно використовуючи структуровану та інтерпретовану 

декомпозицію ознак без масштабної настройки моделі чи методів 

розширення даних. 

Синергія між декомпозицією NMF і часовою увагою в запропонованій 

моделі фундаментально покращує класифікацію жанрів шляхом одночасного 

вирішення двох критичних проблем, властивих завданням класифікації 

музики: 

Розкладання NMF ефективно ізолює музично значущі спектральні 

характеристики, зменшуючи шум і надлишкову інформацію в необроблених 

аудіоданих. Ця структурована попередня обробка ефективно спрощує роль 

CNN у визначенні важливих моделей, безпосередньо пов’язаних із 

музичними жанрами. На відміну від традиційних фіксованих банків фільтрів 

або суто спектральних функцій, таких як MFCC (4,8,15) бази NMF 

спеціально адаптуються до набору даних, фіксуючи унікальні 

інструментальні або гармонічні характеристики, що стосуються різних 

жанрів. Це цілеспрямоване виділення значно покращує якість характеристик, 
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сприяючи вищій точності класифікації порівняно з іншими моделями на 

основі CNN, які спираються виключно на стандартні дані спектрограми 

(3,12,14). 

Механізм привернення уваги стратегічно підкреслює важливі часові 

сегменти всередині доріжки, безпосередньо пов’язуючи характерні звукові 

події чи музичну динаміку з їх відповідністю певному жанру. Традиційні 

методи CNN із застосуванням глобального об’єднання обробляють 

тимчасову інформацію рівномірно, потенційно зменшуючи значення 

сегментів, що визначають жанр. Подібним чином моделі на основі RNN (2) 

рівномірно зберігають часову пам’ять по всій доріжці, потенційно втрачаючи 

чіткі відмінності між важливими та менш інформативними часовими 

рамками. Навпаки, тимчасова увага чітко виділяє критичні моменти, такі як 

характерні ритмічні моделі, мелодичні переходи або соло певного 

інструменту, значно зменшуючи плутанину між тісно пов’язаними жанрами. 

Наприклад, розрізнення між такими жанрами, як реггі та поп, які часто 

мають схожі інструментальні профілі, стає більш точним, оскільки увага 

вибірково зосереджується на ритмічних нюансах, унікальних для музики 

реггі, таких як певні барабанні моделі чи незвичайні акценти. 

Крім того, запропонована модель CNN+NMF+TA демонструє 

підвищену інтерпретативність порівняно зі стандартними методами 

глибокого навчання, оскільки кожен отриманий з NMF компонент 

безпосередньо пов’язаний з ідентифікованими музичними елементами. Крім 

того, можна візуалізувати розподіл ваги уваги за часовими сегментами, чітко 

показуючи, які конкретні аудіосегменти зробили вирішальний внесок у 

результат класифікації. Така можливість інтерпретації забезпечує практичне 

розуміння модельних рішень, сприяючи прозорості та зрозумілості – істотні 

переваги для додатків, які потребують надійних систем ШІ. 

По суті, запропонована інтеграція спектрального розкладання NMF і 

тимчасової уваги не тільки підвищує точність класифікації, але також істотно 

підвищує інтерпретабельність і стійкість у завданнях класифікації музичних 
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жанрів. Така комбінація усуває визнані обмеження традиційного CNN (3, 9) 

гібридного CNN+RNN (2) і класичного підходу ML (4,6,8) надаючи точне та 

інноваційне рішення, яке ефективно відповідає складним вимогам 

класифікації музичних жанрів у наборі даних GTZAN. 

 

3.2 Опис даних та їх особливості 

 

3.2.1 Огляд використовуваного датасету 

 

GTZAN Dataset є стандартним набором даних для задач класифікації 

музичних жанрів. Структура та вміст GTZAN Dataset 

GTZAN містить 1000 аудіофайлів, рівномірно розподілених між 10 

жанрами музики. Кожен жанр представлений 100 композиціями. Жанри, які 

входять до датасету: 

- Blues; 

- Classical; 

- Country; 

- Disco; 

- Hip-hop; 

- Jazz; 

- Metal; 

- Pop; 

- Reggae; 

- Rock. 

Кожен аудіофайл: 

- має тривалість 30 секунд; 

- представлений у форматі WAV (PCM 16-bit, 22,05 кГц, моно); 

- був зібраний із різних джерел, що забезпечує різноманітність стилів 

та виконання. 
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3.2.2 Методи вилучення ознак 

 

Для обробки даних використовувалася бібліотека Librosa, яка дозволяє 

витягувати ключові аудіохарактеристики, такі як MFCC. Ознаки були обрані, 

оскільки вони ефективно описують спектральні та гармонічні властивості 

звуку. 

Окрім вилучення основних ознак, було виконано попередню обробку 

даних. Для цього побудуємо графік аудіосигналу (рисунок 3.2) –перетворено 

його у pandas-series та використано функцію plot() 

 

 

 

Рисунок 3.2 – Графік аудіосигналу 

 

Або можна використати вбудовану функцію в Librosa 

display.waveshow() (рисунок 3.3) 
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Рисунок 3.3 – Графік аудіосигналу(display.waveshow()) 

 

Але ці данні важко використати для практичного застосування. 

Натомість ми можемо проаналізувати різні частоти за їхньою потужністю. 

Для цього ми застосовуємо перетворення Фур'є до аудіоданих. Це дозволяє 

виділити частоти, які звучать у різних частинах аудіофайлу. Для цього 

використовується ункцію stft(). 

Потім ми застосовуємо функцію перетворення амплітуди в децибели 

(dB) до результатів STFT. Це є поширеним підходом для обробки аудіоданих, 

що дозволяє перетворювати значення амплітуди у децибели. 

Результатом цих перетворень є дані, котрі чудово підходять для того, 

щоб їх використовувати для звичайних моделей машинного навчання. 

Для подальшого аналізу використовується спектрограму, що є 

представленням спектра частот у звуці або іншому сигналі, яке змінюється з 

часом. Отриманий графік є двовимірним: частота відображена на 

вертикальній осі, а час – на горизонтальній. 

Мел-спектрограма – це різновид спектрограми, яка демонструє 

спектральний вміст звуку або сигналу на шкалі, що базується на сприйнятті 

висоти тону різних частот. Основною ідеєю мел-спектрограм є адаптація 

відображення частотного спектра до особливостей людського слуху. Високі 

частоти на мел-шкалі представлені менш детально, тоді як низькі – з 
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більшою роздільною здатністю, що відображає чутливість слуху до цих 

діапазонів. Мел-спектрограми широко застосовуються в задачах обробки 

аудіо, таких як розпізнавання мовлення, аналіз музики та дослідження 

акустичних особливостей середовища. 

Усереднення та нормалізацію значень ознак для забезпечення 

стабільної роботи моделі. 

При підготовці аудіоданих для навчання моделі важливим кроком є 

усереднення та нормалізація ознак, щоб різні характеристики аудіофайлів 

мали однаковий масштаб і не впливали негативно на процес навчання. 

Усереднення використовується для обчислення середніх значень різних 

спектральних ознак, таких як MFCC, спектральний центр (spectral centroid), 

хроматичні особливості (chroma) тощо. Наприклад, у наборі MFCC кожен 

коефіцієнт обчислюється для кожного тимчасового фрейму, але модель 

потребує узагальнених значень, тому використовується середнє значення та 

дисперсія 

Використання технік шумоподавлення для покращення якості 

вилучених характеристик. 

Аугментація даних допомагає збільшити кількість навчальних 

прикладів і зробити модель більш стійкою до варіацій у музиці. Вона 

особливо корисна, коли датасет обмежений. 

Зміна швидкості відтворення (Time Stretching). Штучне прискорення 

або уповільнення запису змінює його часові характеристики без зміни 

тональності. Реалізується за допомогою librosa.effects.time_stretch().   

Додавання шуму допомагає зробити модель стійкішою до фонових 

перешкод. 

 

3.2.3 Нормалізація та підготовка до навчання 

 

Для нормалізації даних використовувався метод MinMaxScaler, який 

масштабує значення ознак у діапазон від 0 до 1, покращуючи збіжність 
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моделі та підвищуючи її точність. 

MinMaxScaler робить так, щоб модель швидше і стабільніше навчалася, 

зменшуючи ризик переваги ознак з великими значеннями (наприклад, 

spectral_bandwidth) над тими, що мають малі значення (zero_crossing_rate). 

 Додатково було проведено розподіл даних на навчальний і тестовий 

набори у співвідношенні 60:30 для забезпечення коректної валідації моделі. 

 

3.3 Архітектура моделі 

 

Спочатку кожен аудіофайл із набору даних GTZAN завантажувався за 

допомогою бібліотеки librosa, зберігаючи оригінальну частоту дискретизації 

для збереження точності звуку. Завантажений аудіосигнал був сегментований 

на менші частини тривалістю 5 секунд за допомогою спеціальної функції.  

Функція ітеративно розділяє повну довжину аудіосигналу на однакові 

сегменти, відкидаючи будь-які залишкові аудіодані, коротші за вказану 

тривалість сегмента, для забезпечення узгодженості аналізу. 

Кожен аудіосегмент розділяється на джерело з використанням 

методики факторизації невід’ємної матриці (рисунок 3.4-3.7). NMF розклав 

спектрограму, отриману за допомогою STFT, на кілька окремих компонентів, 

що представляють різні акустичні джерела в аудіосегменті. Зокрема, кожен 

сегмент спектрограми було розкладено на чотири окремі компоненти 

(джерела), реконструйовані назад у сигнали часової області за допомогою 

зворотного STFT (ISTFT). Окремі джерела зберігалися окремо, що 

полегшувало детальний аналіз на наступних етапах класифікації. 
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Рисунок 3.4 – Спектрограма першого відокремленого аудіоджерела 

 

 

Рисунок 3.5 – Спектрограма другого відокремленого аудіоджерела 
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Рисунок 3.6 – Спектрограма третього відокремленого аудіоджерела 

 

 

Рисунок 3.7 – Спектрограма четвертого відокремленого аудіоджерела 

 

Кожне відокремлене аудіоджерело було додатково проаналізовано 

шляхом виділення частотно-кепстральних коефіцієнтів MFCC, широко 

визнаної акустичної функції для фіксації тембральних характеристик. Для 

кожного аудіокомпонента характеристики MFCC були обчислені та 

усереднені за часом для створення вектора ознак фіксованої довжини, 

придатного для класифікації. 

Витягнуті функції MFCC потім класифікували за допомогою 

попередньо навченої контрольованої моделі класифікації. Етап класифікації 
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включав прогнозування розподілу ймовірностей між мітками, вибір 

найімовірнішого класу як остаточного прогнозу для кожного 

аудіокомпонента. 

Результати, включаючи прогнозовані класи інструментів і відповідні 

ймовірності для кожного обробленого аудіокомпонента, були зведені в 

структуровану таблицю. Ці агреговані дані зберігалися у форматі CSV, що 

дозволило робити подальший аналіз та навчання фінальної моделі. (рисунок 

3.8) 

 

 

Рисунок 3.8 – Блок-схема для NMF сегменту 

 

Щоб була можливість отримати усі ці дані була застосована 

попередньо навчена модель, в якій для навчання використовуються два 

послідовних згорткових шари типу Conv1D, що забезпечують 

високоефективне моделювання часової залежності. Згортковий шар Conv1D 

застосовує фільтри, які ковзають по одновимірному вхідному сигналу 

(наприклад, ряди даних, що представляють амплітуду звуку в часовій 

області), здійснюючи операцію згортки. Кожен фільтр, або ядро згортки, має 

задану довжину, що дозволяє йому виділяти характерні патерни або локальні 

залежності в сигналі. Результатом роботи кожного фільтра є новий набір 

ознак, який містить інформацію про локальні структури аудіосигналу. 

Використання двох згорткових шарів дозволяє моделі спочатку вилучити 
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базові локальні ознаки, такі як ритмічні патерни або просторові структури 

спектральних характеристик, а потім об'єднати їх для отримання більш 

абстрактного представлення даних. Перший шар зосереджується на 

виявленні первинних патернів, тоді як другий шар працює з отриманими 

ознаками, визначаючи більш складні структури, що сприяють кращому 

розрізненню музичних жанрів. Для кожного згорткового шару застосовується 

функція активації ReLU. Ця функція обчислюється за формулою: 

  

, (3.1) 

 

Вона забезпечує нелінійність у моделі, що дозволяє ефективно 

моделювати складні залежності між ознаками. Окрім цього, ReLU сприяє 

розрідженню активацій, що полегшує оптимізацію та запобігає проблемі 

зникнення градієнта, характерній для інших функцій активації. 

Шар MaxPooling1D застосовується після згорткових шарів з метою 

зменшення розмірності вихідних даних. MaxPooling1D дозволяє не тільки 

знизити обчислювальну складність, а й виділити найбільш значущі ознаки, 

що сприяє підвищенню стійкості моделі до невеликих зсувів у вхідних даних. 

MaxPooling1D виконує операцію підвибірки (downsampling) над 

одновимірними ознаками, створюючи менш деталізоване, але більш 

узагальнене представлення даних. Для кожного фіксованого вікна розміром, 

наприклад, 2 або 3, обирається максимальне значення, дозволяючи зберегти 

найвираженіші характеристики сигналу, зменшуючи при цьому кількість 

параметрів у мережі. 

Інтеграція шарів MaxPooling1D дозволяє зменшити обсяг даних, що 

подаються на наступні шари, і таким чином сприяє більш ефективній 

оптимізації. Крім того, цей шар допомагає уникнути надмірної деталізації, 

яка може призводити до шумових сигналів та зниження загальної якості 

моделі. Завдяки зменшенню параметрів моделі, підвищується швидкість 

навчання та робить її більш стійкою до невеликого обсягу даних. 
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Використання MaxPooling1D обґрунтовано принципами теорії 

сигналів, де агрегація локальних максимумів дозволяє зберегти суттєву 

інформацію про сигнал при одночасному усуненні надлишкових даних. Це, в 

свою чергу, сприяє більш узагальненій моделі, здатній ефективно працювати 

на нових, невідомих даних. 

Шари Dropout необхідні для запобігання перенавчанню нейронних 

мереж, що широко використовується в глибокому навчанні. Їх основна 

функція полягає у випадковому "відключенні" певного відсотка нейронів під 

час кожного кроку тренування. Тобто, на кожній ітерації частина нейронів не 

бере участі в обчисленнях, що сприяє формуванню більш стійких і 

узагальнених ознак. Під час тренування мережі Dropout випадково відкидає 

нейрони з певною ймовірністю, наприклад, 20-50%. Завдяки цьому мережа не 

покладається на конкретні шляхи для передачі інформації, а навчається 

використовувати більш розподілене представлення ознак. Такий підхід 

значно знижує ризик виникнення надмірно спеціалізованих зв’язків між 

нейронами, що часто призводить до перенавчання на тренувальних даних. 

Dropout можна інтерпретувати як процес навчання ансамблю мереж, де 

кожна підмережа є результатом випадкового вибору активних нейронів. Під 

час тестування, коли всі нейрони активні, модель використовує середнє 

значення, отримане з цього ансамблю, що забезпечує стабільність і високий 

рівень узагальнення. 

Повнозв'язні шари, або Dense шари, є критично важливими для 

кінцевої стадії моделі класифікації, оскільки вони відповідають за інтеграцію 

всіх попередньо вилучених ознак та формування остаточного розподілу 

ймовірностей класів. Dense шари складаються з великої кількості нейронів, 

кожен з яких пов'язаний з усіма нейронами попереднього шару. Така 

структура дозволяє моделі комбінувати локальні ознаки, отримані за 

допомогою згорткових шарів, для формування глобальних, абстрактних 

представлень. Кожен нейрон виконує лінійну комбінацію вхідних даних, 

після чого до отриманого результату застосовується нелінійна функція для 
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підвищення здатності моделі розпізнавати складні закономірності. 

Математично, кожен нейрон у Dense шарі виконує операцію вигляду: 

 

 , (3.2) 

де x – вхідний вектор;  

W – матриця ваг;  

b – вектор зсувів;   

f – функція активації. Такий підхід дозволяє моделі знаходити нелінійні 

залежності в даних, що є суттєвим для вирішення складних задач 

класифікації. 

Модель була скомпільована з використанням оптимізатора Adam 

(Adaptive Moment Estimation) та функції втрат sparse_categorical_crossentropy. 

Оптимізатор Adam  поєднує переваги методів AdaGrad та RMSProp. Він 

адаптує швидкість навчання для кожного параметра окремо, враховуючи як 

перший момент (середнє значення градієнтів), так і другий момент (розподіл 

квадратів градієнтів).  

Функція втрат sparse_categorical_crossentropy обрана для задач 

класифікації, коли мітки представлені у вигляді цілих чисел. 

Для оцінки продуктивності моделі використовується метрика accuracy, 

що визначає частку правильно класифікованих зразків від загальної 

кількості. 

Для вирішальної класифікації жанрів використовується CNN зі схожою 

архітектурою, описаною вище, однак, отримане представлення подається до 

спеціального шару з механізмом темпоральної уваги. На відміну від 

традиційних підходів (наприклад, RNN чи звичайного усереднення), такий 

підхід дозволяє не лише автоматично витягувати релевантні ознаки із 

вхідних аудіо-сегментів, а й акцентувати увагу на найбільш інформативних 

часових фрагментах композиції. В основі моделі лежить використання 

глибокої нейронної мережі, яка побудовану багатошаровій архітектурі  з 

використанням щільних шарів. Механізм уваги працює наступним чином 
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(рисунок 3.9). 

Аудіо-сигнал розбивається на послідовність сегментів, кожен із яких 

незалежно обробляється через шар TimeDistributed(Dense). Що дозволяє 

дозволяє застосовувати одну і ту ж щільну трансформацію до кожного 

часовому кроку, що гарантує збереження часової структури даних і 

формування проміжного векторного опису для кожного сегмента: 

 

 ,  (3.3) 

де xt  – вхідний вектор ознак для сегмента t; 

T – кількість сегментів. 

Отримана послідовність проміжних векторів  подається на спеціальний 

шар з темпоральною увагою (attention_layer). Спочатку кожен вектор 

проходить через щільний шар з активацією tanh:  

 

 , (3.4) 

Де ht – вектор ознак для t-го сегмента послідовності; 

W – матриця ваг шара цваги; 

b – вектор зсуву. 

Шар виконує нелінійне перетворення і відображає ймовірну значущість 

відповідного сегмента. Потім для всіх сегментів обчислюються коефіцієнти 

уваги, що забезпечує їх нормалізацію по часовій осі:  

 

 , (3.5) 

 

де v – вектор, що визначає «фокус» уваги моделі; 

at – коефіцієнт уваги; 

ut – вектор проміжного представлення після нелінійного перетворення. 

У результаті формується вектор ваг, котрий визначає відносну 
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важливість кожної частини аудіопослідовності для фінального рішення 

моделі.  

Фінальне представлення кожного аудіотреку створюється як зважена 

сума сегментів з їхніми коефіцієнтами уваги, що забезпечує кращу 

концентрацію на значущих музичних фрагментах, таких як соло 

інструментів, характерні ритмічні секції чи переходи між частинами 

композиції: 

 

 ,  (3.6) 

 

де z – агрегований вектор, що підсумовує інформацію з усіх сегментів з 

урахуванням їхньої значущості. 

Отримане підсумкове векторне представлення z надалі подається на 

кінцевий щільний шар із softmax-активацією, який забезпечує розподіл 

ймовірностей по жанрах: 

 

 , (3.7) 

 

де Wout – матриця ваг фінального щільного шару. 
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Рисунок 3.9 – Схема роботи СNN з Temporal Attention 

 

 

Рисунок 3.10 – Схема роботи запропонованого підходу 

 

3.4 Навчання моделі 

 

Для забезпечення коректного навчання та валідації моделі необхідно 

правильно розподілити дані на навчальний і тестовий набори. оцінити 
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узагальнюючу здатність моделі та запобігти її перенавчанню. 

Розподіл здійснювався за допомогою функції train_test_split з 

бібліотеки scikit-learn, яка дозволяє розбити дані у довільному 

співвідношенні. В даному випадку було обрано 33% тестової вибірки 

(test_size=0.33), що є стандартним підходом у задачах машинного навчання, 

де обсяг даних відносно невеликий. 

Мітки музичних жанрів (labels) для можливості їх використання 

перетворюються у числовий формат за допомогою LabelEncoder. 
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4 ЕКСПЕРЕМЕНАТЛЬНІ ДОСЛІДЖЕННЯ  

 

 

4.1 Динаміка навчання та поведінка моделі під час  

 

Ефективне навчання нейронної мережі є ключовим фактором успіху 

системи класифікації музичних жанрів. На цьому етапі проводився 

докладний моніторинг динаміки змін метрик точності та втрат протягом 

навчання для виявлення стабільності, узагальнюючої здатності та 

потенційних проблем перенавчання. 

Модель була налаштована для навчання протягом 300 епох з розміром 

пакета 128. Таке налаштування дозволяло забезпечити компроміс між 

швидкістю обробки та стабільністю оновлення ваг. В якості функції втрат 

обрано sparse categorical crossentropy, що є стандартом для багатокласових 

задач. Оптимізатор Adam забезпечував адаптивне коригування швидкості 

навчання на основі перших та других моментів градієнтів, що дозволяє 

уникнути як надмірної інерції, так і надто агресивних змін параметрів. 

Параметри навчання моделі були обрані на основі попередніх 

експериментів: 

Кількість епох (epochs = 300): дозволяє досягти стабільної збіжності, 

запобігаючи як недонавчанню, так і перенавчанню. 

Розмір пакета (batch size = 32): використання міні-пакетів замість 

усього набору даних на кожній ітерації дозволяє ефективніше оновлювати 

ваги та зменшувати використання пам’яті. 

Розподіл даних було здійснено у співвідношенні 70/30, що дозволяло 

оцінювати якість моделі на незалежній валідаційній вибірці в умовах, 

максимально наближених до реального використання. 

На наведеному графіку (рисунок 4.1) показано зміну показників 

точності (accuracy) та втрат (loss) на навчальній і валідаційній вибірках 

протягом 300 епох. Синя крива відображає процес зниження втрат на 
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навчальній вибірці, який на початкових етапах відбувається досить стрімко: 

приблизно за перші 30–50 епох значення loss зменшується з високого рівня 

до близького до нуля. Паралельно з цим помаранчева лінія демонструє 

зростання точності на навчальній вибірці (accuracy), що швидко 

підвищується та з часом наближається до максимального рівня. 

Для валідаційної вибірки (зелені та червоні лінії) можна помітити 

схожу тенденцію, однак темпи покращення дещо повільніші. Спочатку 

значення val_loss теж різко знижується, але не досягає настільки низьких 

рівнів, як навчальна крива. При цьому валідована точність (val_accuracy) 

зростає та стабілізується приблизно в діапазоні 0.8–0.85. Певні коливання на 

зеленій кривій свідчать про чутливість моделі до різних підмножин даних у 

валідаційному наборі, проте загальна тенденція лишається позитивною. 

 

 

Рисунок 4.1 – Графік зміни точності та втрат на навчальній та тестовій 

вибірках. 

 

З огляду на спостереження, можна зробити висновок, що модель 

успішно навчається: втрати на навчанні зменшуються, а точність зростає. 

Водночас помітно, що навчальна точність є вищою за валідаційну, що вказує 

на певний розрив між двома вибірками. Проте цей розрив не виглядає 

критичним, оскільки валідаційні втрати не повертаються до високих значень, 
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а валідаційна точність залишається стабільно високою. Така динаміка 

свідчить про відносно добру збалансованість між навчальною і валідаційною 

вибірками без сильного перенавчання, але водночас вказує на наявність 

простору для подальшого вдосконалення узагальнюючої здатності моделі. 

Окрім цього, були проведені експерименти з різними гіперпараметрами 

(кількість нейронів, розмір згорткового ядра, швидкість навчання), що 

допомогло підвищити продуктивність моделі.  

Загальний аналіз показує, що обрана архітектура та налаштування 

гіперпараметрів дозволяють досягти високої стабільності та узагальнюючої 

здатності. Наявність незначного розриву між навчальною і валідаційною 

точністю свідчить про ефективну роботу регуляризації та достатню 

складність моделі для даного завдання. 

Подальші покращення можуть включати використання ансамблевих 

моделей, використання рекурентних шарів LSTM або GRU для аналізу 

часової складової аудіофайлів та комбінацію традиційних і глибоких методів 

навчання. 

 

4.2 Якість жанрової класифікації: оцінка за результатами передбачень 

 

Оцінка продуктивності моделі є ключовим етапом у процесі 

машинного навчання, оскільки вона дозволяє визначити якість класифікації 

та узагальнюючу здатність моделі на нових даних. Для оцінки точності 

класифікації музичних жанрів було використано кілька основних метрик: 

Точність –частка правильно класифікованих зразків від загальної 

кількості. 

Confusion Matrix –таблиця, яка допомгає побачити, скільки разів 

модель правильно або неправильно класифікувала зразки кожного жанру. 

Precision, Recall, F1-score –метрики, що дозволяють оцінити баланс між 

правильними передбаченнями і пропущеними класами. 

Крива ROC та AUC (Area Under Curve) –показники, що дозволяють 
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оцінити здатність моделі відрізняти один клас від іншого. 

Після завершення навчання модель була протестована на тестовій 

вибірці для об'єктивного оцінювання її здатності класифікувати невідомі 

дані. Модель досягла точності ≈93%, що є доволі високим результатом для 

задачі автоматичної класифікації музичних жанрів. 

Також із загальною точністю, яка перевищує 93%, були розраховані 

також показники precision, recall та F1-score, що дозволяють оцінити 

збалансованість передбачень моделі. Значення тестових метрик свідчать про 

досить високу ефективність класифікації: середня точність (Precision) 

становить 0.9237 а середня повнота (Recall) – 0.9374, що означає здатність 

моделі одночасно мінімізувати кількість помилкових спрацьовувань і 

пропусків. Аналогічне значення F1-score на рівні 0.9374 додатково 

підтверджує, що виявлені модельлю патерни добре узагальнюються на 

невідомі дані. 

Отримані показники свідчать про те (таблиця 4.1), що модель не лише 

правильно класифікує більшість прикладів, але й робить це досить 

послідовно для всіх жанрів, без перекосу в бік одного чи кількох класів. 

Зокрема, високе значення Precision вказує на низький рівень хибних 

позитивних спрацьовувань, тоді як високий Recall демонструє здатність 

моделі виявляти основну масу позитивних прикладів у наборі.  

 

Таблиця 4.1 – Оцінка результатів 

Метрика Значення 

Accuracy 0.93 

Precision 0.92 

Recall 0.94 

F1-Score 0.94 

 

На наведеній матриці помилок (рисунок 4.2) по осі Y відображено 

реальні мітки (True Label), а по осі X – передбачені (Predicted Label). Кожен 
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рядок відповідає певному класу, тобто музичному жанру, а кожен стовпець 

показує, як часто модель передбачала той чи інший жанр для прикладів із 

цього рядка. Числові значення в клітинках ілюструють кількість прикладів, 

які належать до класу з відповідного рядка, але були класифіковані як клас у 

відповідному стовпці. 

Якщо подивитися на перший рядок , можна побачити, що найбільше 

прикладів (276) модель правильно віднесла до класу 0, але деякі записи 

помилково потрапили до інших класів, таких як 2, 3, 4 тощо. Для другого 

рядка аналогічно видно, що переважна більшість прикладів була наближена 

до правильної класифікації, проте зустрічаються незначні помилки. 

 

 

Рисунок 4.2 – Confusion Matrix 

 

Глибший аналіз дозволяє виявити, між якими жанрами виникає 

найбільша плутанина. У деяких випадках видно, що модель іноді плутає 

жанри 5 та 6, про що свідчать відносно більші значення поза діагоналлю в 

цих рядках та стовпцях. 

Подібні спостереження можуть бути пов’язані з подібністю 
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спектральних характеристик чи ритмічних патернів у цих класах. 

Високі значення на діагоналі (де індекс рядка збігається з індексом 

стовпця) свідчать про велику кількість прикладів, які модель класифікувала 

правильно, тоді як позадіагональні елементи відображають кількість 

помилкових передбачень. Узагальнюючи, аналіз матриці помилок допомагає 

зрозуміти, для яких саме жанрів модель працює найкраще, а також де 

виникають основні помилки, що може слугувати основною для подальшої 

оптимізації моделі. 

 

4.3 Аналіз здатності моделі до розмежування класів за допомогою 

ROC-кривих та AUC 

 

Для додаткової валідації якості класифікації розробленої системи було 

проведено аналіз за допомогою кривих операційних характеристик приймача 

ROC-кривих та розрахунку площі під кривою AUC, Area Under 

Curve(рисунок 4.3). Ці показники є загальновизнаними методами оцінювання 

здатності моделі відрізняти між собою різні класи, особливо у задачах 

багатокласової класифікації. 

Крива ROC відображає залежність між рівнем хибних спрацьовувань 

(False Positive Rate) та рівнем виявлення істинних позитивів (True Positive 

Rate) при різних порогах прийняття рішення. Ідеальна модель прагне 

максимально наближати криву до верхнього лівого кута графіка, що свідчить 

про високу роздільну здатність. Площа під цією кривою (AUC) надає 

кількісну оцінку цієї здатності, де значення 1.0 відповідає ідеальній моделі, а 

значення 0.5 – моделі, яка не відрізняє класи краще за випадкове вгадування. 

У ході експериментів для кожного з десяти жанрів було побудовано 

індивідуальні ROC-криві та проаналізовано здатність моделі правильно 

розмежовувати кожен жанр від усіх інших. Узагальнений показник AUC був 

розрахований як макроусереднене значення по всіх класах. 

Отримані результати свідчать про високу роздільну здатність моделі, 
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оскільки макроусереднений показник AUC досяг 0.92, що є доволі високим 

результатом для завдань жанрової класифікації. Модель не лише досягає 

високої точності у прямих передбаченнях, але й ефективно розмежовує різні 

жанрові категорії на рівні ймовірнісних розподілів. 

Графічне представлення ROC-кривих для кожного жанру, а також 

зведеної макрокривої, дозволяє наочно побачити, що для більшості жанрів 

крива значно перевищує діагональ випадкового вгадування. Навіть у 

складних випадках модель зберігає здатність відрізняти правильний жанр від 

інших можливих варіантів. 

Таким чином, аналіз ROC-кривих і AUC доповнює основні результати 

класифікації, підтверджуючи високу здатність моделі до дискримінації між 

класами, що є критично важливим для надійного функціонування у реальних 

додатках, де важливе не лише остаточне передбачення, а й якість усієї 

системи прийняття рішень. 

 

 

Рисунок 4.3 – ROC-криві для кожного жанру 
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4.4 Перевірка результатів у порівнянні з іншими архітектурами 

 

Для порівняння ефективності використання згорткової нейронної 

мережі (CNN) із традиційними методами машинного навчання було 

проведено низку експериментів із застосуванням класичних алгоритмів. 

Зокрема, використовувалися два наївних байєсівських класифікатори 

(GaussianNB та BernoulliNB), алгоритм K-найближчих сусідів (KNN), дерево 

рішень, а також градієнтний бустинг на основі XGBoost. Експерименти 

виконувалися за допомогою коду, який спочатку навчає кожну з моделей на 

навчальній вибірці, а потім отримує прогнози для тестових даних.  

Для оцінки продуктивності використовувалися стандартні метрики: 

точність (Accuracy), precision, recall та F1-score, що дозволило об'єктивно 

порівняти різні підходи. 

За результатами, отриманими в ході експериментів, продуктивність 

традиційних алгоритмів була наступною: GaussianNB показав точність 0.51, 

BernoulliNB – 0.48, KNN досяг точності 0.87, Decision Tree працював із 

точністю 0.65, а XGBoost – 0.89. Ці результати було представлено як числові 

значення основних метрик(таблиця 4.2), що свідчать про різницю в здатності 

моделей розрізняти класи (рисунок 3.7). Наприклад, показники precision, 

recall та F1-score для KNN знаходилися біля 0.87–0.88, тоді як для XGBoost 

відповідні значення сягали 0.89. 

Результати демонструють, що класичні алгоритми, такі як KNN та 

XGBoost, здатні досягати високої точності при певних умовах, проте 

згорткова нейронна мережа, розроблена в рамках даного дослідження, 

перевершує їх за низкою критеріїв. CNN має перевагу завдяки здатності 

ефективно вилучати локальні спектральні та часові ознаки аудіосигналів, що 

дозволяє їй досягати ще кращих показників класифікації, а також забезпечує 

більш узагальнений підхід до обробки вхідних даних. 
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Таблиця 4.2 – Резульати експериментів традиційних алгоритмів 

Модель Accuracy Precision Recall F1-score 

GaussianNB 0.51 0.52 0.51 0.49 

BernoulliNB 0.48 0.47 0.48 0.46 

KNN 0.87 0.88 0.87 0.87 

Decision Tree 0.65 0.65 0.65 0.65 

XGBoost 0.89 0.89 0.89 0.89 

 

 

Рисунок 4.4 – Графіки порівняння алгоритмів 

 

4.5 Поведінка моделі за відсутності окремих компонентів 

 

Щоб оцінити вклад кожного компонента архітектури, було проведено 

серію експериментів із вимкненням окремих блоків моделі (таблиця 4.3). 

 

Таблиця 4.3 – Результати експериментів 

Конфігурація Accuracy F1-Score 

CNN + NMF + Attention 0.93 0.94 

CNN + NMF (без Attention) 0.88 0.88 

CNN + Attention (без NMF) 0.85 0.86 

Лише CNN 0.76 0.76 
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Вимкнення Attention призводить до втрати здатності фокусуватися на 

важливих фрагментах треків, що знижує ефективність класифікації. 

Відсутність NMF погіршує виділення спектральних ознак, що важливо 

для ідентифікації інструментальних особливостей жанрів. 

Лише CNN показує найгірші результати, що свідчить про важливість 

комплексної архітектури. 

Відсутність механізму уваги призводить до зниження здатності моделі 

виділяти ключові моменти аудіотреку, що особливо важливо для жанрів з 

вираженими ритмічними або мелодійними елементами. Вимкнення NMF 

знижує якість спектрального аналізу, що ускладнює розпізнавання 

інструментального складу композицій. Використання лише CNN демонструє 

значно нижчу продуктивність, що свідчить про недостатність цієї 

архітектури для вирішення комплексних завдань жанрової класифікації. 

 

4.6 Оцінка часової ефективності моделі 

 

Успішне застосування розробленої системи в реальних умовах 

залежить не лише від її класифікаційної здатності, а й від обчислювальної 

ефективності, як на етапі розробки та навчання, так і під час роботи в режимі 

передбачення. З цією метою було проведено комплексну оцінку часових 

витрат, пов'язаних з повним циклом навчання обох моделей, які 

використовуються в рамках запропонованого підходу. 

У рамках цього дослідження було реалізовано два окремі навчальні 

процеси. Перший етап полягав у навчанні початкової згорткової нейронної 

мережі (CNN) для класифікації інструментів у сегментах аудіо, отриманих 

після попереднього розділення треків на частини. Модель була необхідна для 

попереднього аналізу та виокремлення домінуючих інструментальних 

патернів, які згодом використовувалися як додаткові ознаки для покращення 

жанрової класифікації. Навчання цієї інструментальної моделі тривало 

приблизно 1 годину 40 хвилин, що пояснюється меншою складністю 
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архітектури порівняно з основною жанровою моделлю та меншим обсягом 

вхідних даних на цьому етапі. 

Другий етап передбачав навчання основної моделі жанрової 

класифікації на основі CNN+NMF+Temporal Attention, яка працювала вже з 

повноцінними представленнями треків. Повний цикл навчання цієї моделі 

тривав близько 2 годин 45 хвилин при аналогічних обчислювальних ресурсах 

(NVIDIA Tesla P100 з 16 ГБ відеопам'яті в середовищі Kaggle). Така 

тривалість зумовлена високою складністю моделі, необхідністю обробки 

великих обсягів спектральних ознак і додатковими обчисленнями, 

пов’язаними з розкладом матриць та механізмами уваги. 

Загалом повна підготовка всієї системи, яка включає обидва етапи 

навчання, зайняла понад 4 години, що є типовим показником для 

комплексних архітектур глибокого навчання. 

Що стосується продуктивності моделі на етапі передбачення, було 

проведено експерименти з обробки окремих аудіотреків тривалістю 30 

секунд. Результати показали, що основний час витрачається на попереднє 

вилучення ознак, зокрема на обчислення мел-спектрограм і застосування 

NMF, що займає близько 2.85 секунди. Прогін через навчений класифікатор 

відбувається значно швидше – близько 0.32 секунди, що дає загальний час 

обробки одного треку приблизно 3.17 секунди (рисунок 4.5).  

 

 

Рисунок 4.5 – Витрати часу на етапі передбачення 
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Результати цих вимірювань наведено у таблиці (таблиця 4.4) та 

проілюстровано (рисунок 4.6) на графіку, що дозволяє наочно побачити 

розподіл витрат часу між основними етапами обробки. 

Запропонована система є достатньо ефективною для пакетної обробки 

великих масивів даних та інтеграції в реальні додатки, зокрема для 

автоматичного тегування музики та побудови рекомендаційних систем. 

Проте основним обмеженням залишається відносно висока обчислювальна 

вартість попереднього етапу вилучення ознак. Оптимізація цього етапу або 

перехід до наскрізних моделей, які не потребують окремої декомпозиції, 

можуть стати перспективними напрямами подальших досліджень. 

 

 

Рисунок 4.6 – Витрати часу на навчання та обробку 

 

Таблиця 4.4 – Витрати часу на навчання та обробку 

Модель / Етап Середній час, хв 

Навчання моделі для класифікації 

інструментів (CNN) 
100.0 

Навчання основної моделі жанрової 

класифікації (CNN+NMF+Attention) 
165.0 

Вилучення ознак для одного треку 

(Librosa + NMF) 
0.0475 
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4.7 Інтерпретація та значення результатів для подальших застосувань 

 

Однією з ключових переваг є можливість візуалізації ваг уваги та 

компонентів NMF, що дозволяє зрозуміти, які саме аспекти аудіосигналу 

впливають на рішення моделі. Це робить підхід придатним для використання 

в академічних і дослідницьких проектах, де важлива пояснюваність 

результатів. 

Попри високі результати на датасеті GTZAN, модель потребує 

додаткової валідації на більш різноманітних і великих наборах даних. Також 

необхідно перевірити її здатність працювати в реальному часі з потоковими 

аудіо, що є важливим для інтеграції в стримінгові сервіси. 

Напрями подальших досліджень: 

- розширення тестування на інших датасетах, таких як FMA або 

MagnaTagATune; 

- розробка методів аугментації для підвищення стійкості до шумів і 

варіацій у музиці; 

- вивчення можливостей використання Transformers для моделювання 

довготривалих залежностей у музичних треках; 

- інтеграція методів Explainable AI для покращення інтерпретованості 

та довіри до результатів моделі. 
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ВИСНОВКИ  

 

 

У результаті виконання кваліфікаційної роботи було створено 

ефективну модель класифікації музичних жанрів, що поєднує сучасні 

підходи глибокого навчання з класичними методами обробки аудіосигналів. 

Основна ідея полягала в інтеграції згорткової нейронної мережі з не-

негативною матричною факторизацією та темпоральним механізмом уваги, 

що дозволило досягти високої точності класифікації завдяки глибшому 

розумінню як спектральних, так і часових характеристик музики. Результати 

кваліфікаційної роботи продемонстрували, що попереднє розкладання 

спектрограм за допомогою NMF забезпечує структуроване представлення 

звукового сигналу, в якому виділяються характерні компоненти, пов’язані з 

інструментальним складом чи ритмікою. Завдяки цьому згорткова мережа 

працює з більш осмисленими вхідними ознаками, що позитивно впливає на 

здатність моделі виявляти жанрові патерни. Темпоральна увага, у свою чергу, 

надала можливість зосередитись на найбільш інформативних фрагментах 

треку, ігноруючи менш релевантні частини, значно зменшивши ймовірність 

помилок, які виникають при аналізі жанрів зі схожими акустичними 

властивостями. Результати експериментів на базі датасету GTZAN 

підтвердили ефективність запропонованої архітектури, а також її здатність до 

узагальнення. Модель не лише забезпечує високу точність, але й зберігає 

інтерпретованість, що є важливим фактором при практичному застосуванні в 

рекомендаційних системах або музичних платформах. Урахування 

структурованих ознак разом із часовою релевантністю дозволяє глибше 

моделювати природу музичного твору, що робить розроблений підхід 

перспективним як для класифікації жанрів, так і для ширшого спектру задач 

аудіоаналізу. 
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