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РЕФЕРАТ
Пояснювальна записка містить: 95 с., 48 рис., 1 табл., 3 дод., 22 джерел.
РОЗПІЗНАВАННЯ МОВЛЕННЯ, НЕЙРОННІ МЕРЕЖІ, РЕКУРЕНТІ МЕРЕЖІ, ПРИХОВАНІ МОДЕЛІ МАРКОВА
Об’єкт дослідження – процес розпізнавання голосових команд на базі нейронних мереж.

Предмет дослідження – системи розпізнавання голосових команд.

Методи дослідження – інтелектуальний аналіз даних, штучні нейронні мережі, матричні перетворення.
Мета магістерської атестаційної роботи – розробка системи розпізнавання голосових команд на базі нейронних мереж.

У магістерській атестаційній роботі проведено аналіз системи розпізнавання мовлення, опрацьовано питання нормалізації вхідних даних, сегментація мовлення. Розглянуто алгоритми розпізнавання мовлення, питання залежності системи від спікера, гендерної приналежності.

Проведено експериментальне дослідження впливу параметрів навчання, функції активації та топології мережі на результат точності системи.
Реалізована система розпізнавання мовлення на базі нейронних мереж із використанням мови Python та бібліотеки Kaldi. Точність реалізованої системи складає 84,4%.
ABSTRACT

Explanatory note contains: 95 pages, 48 figures, 1 table, 3 additions, 22 sources.
SPEECH RECOGNITION, NEURAL NETWORK, RECURRENT NEURAL NETWORK, HIDDEN MARKOV MODELS
The object of research – process of recognizing voice commands based on neural network.
Subject of research – speech recognition system.

Methods of research – data mining, neural network, matrix transformations.
The purpose of the work – develop system for recognizing voice commands based on neural networks.
In master’s work did analysis speech recognition system, considered the question of input data normalization and input data segmentation.

Considered algorithms of speech recognition, system speaker independence and gender.

Implemented experimental study of the influence of training parameters, activation functions and network topologies on the result of system accuracy.

A speech recognition system that based on neural network implemented on Python and Kaldi framework. The accuracy of this system is 84,4%. 
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АМ – акустичне моделювання;

БД – база даних;

ЗПЧ – зворотне поширення в часі; 

мс – мілісекунда;

ПММ – приховані моделі Маркова;

ППНМ – повнозв’язна прогнозована нейрона мережа;

РНМ – рекуренті нейронні мережі;

РНРЧ – рекурентне навчання в реальному часі;

СКП – середню квадратичну помилку;

ЧМ – часове моделювання.
ВСТУП
Системи із розпізнаванням голосових команд широко використовуються у сфері автоматизації та системами IoT (Internet of things). Системи IoT пропонують велику кількість варіантів взаємодії, одним із яких є розпізнавання голосових команд. Розвиток у області розпізнавання та синтезу мовлення сприяють появі голосових асистентів, які можуть вести діалог із користувачем та виконувати різноманітні голосові команди. Такий варіант комунікації підвищує продуктивність на виробництві, завдяки зручності у взаємодії із інтелектуальними системами. 

У якості інструмента реалізації систем розпізнавання голосових команд виступає нейронна мережа. Нейронні мережі можуть виконувати різноманітні задачі, у тому числі й розпізнавання голосу, та мають деякі переваги у порівняні із традиційними методами. За допомогою нейронних мереж можна реалізувати адаптивні системи, з постійною можливістю навчання. Завдяки йому, нейронні мережі набувають високої популярності, тому що вони можуть навчатися вирішувати будь-яку задачу. 
Найбільший інтерес до нейронних мереж йде із сфери медицини, промисловості, автомобілебудування, авіоніки. Такі системи мають величезний потенціал до навчання та здатність вирішувати різноманітні задачі пліч о пліч із людиною. На базі нейронних мереж створюються інтелектуальні системи, серед яких є голосові асистенти.

Інтелектуальні системи – це технічна або програмна система, яка здатна вирішувати задачі, які традиційно вважалися творчими. Інтелектуальні системи включають в себе базу знань, інтелектуальний інтерфейс та механізм прийняття рішень. Ці системи вивчаються у рамках штучного інтелекту. Існує певна кількість видів інтелектуальних систем, серед яких слід виділити гібридну систему. 

Гібридна інтелектуальна система агрегує у собі аналітичну модель, експертну систему, штучну нейронну мережу, імітаційні статичні моделі та алгоритми.

Використання системи розпізнавання голосових команд на виробництві дозволить підвищити продуктивність та покращити взаємодію між людиною та системою. Таким чином, метою магістерської випускної атестаційної роботи є розробка інтелектуальної системи розпізнавання голосових команд на базі нейронних мереж для інтегрованого виробництва.

Об’єкт дослідження – процес розпізнавання голосових команд на базі нейронних мереж.

Предмет дослідження – системи розпізнавання голосових команд.

Методи дослідження – інтелектуальний аналіз даних, штучні нейронні мережі, матричні перетворення.
Для досягнення поставленої мети необхідно вирішити наступні завдання:

· провести аналіз особливостей роботи систем із голосовим керуванням, розглянувши види мовлення та параметри, котрі впливають на якість роботи системи;

· проаналізувати основних методів роботи голосового керування;

· проаналізувати принцип роботи та існуючі топології нейронних мереж для подальшої побудови системи;

· розробити систему розпізнавання голосових команд на базі нейронних мереж;

· провести експериментальне дослідження для оцінки створеної системи;

· оформити пояснювальну записку згідно з рекомендаціями [1] та вимогами ДСТУ 3008:2105 [2].
1 АНАЛІЗ СИСТЕМ З ГОЛОСОВИМ КЕРУВАННЯМ ТА ПРИНЦИПИ РОЗПІЗНАВАННЯ МОВИ

1.1 Аналіз систем голосового керування та типів мовлення

На сьогоднішній день складно відповісти на якому рівні знаходиться якість розпізнавання мови, бо точність системи напряму залежить від різноманітних побічних факторів. Дуже складно досягти такої ж точності розпізнавання, яку демонструє людина. 

Точність будь-якої системи може залежати від різних параметрів: 

· розмір словника;

· залежна система від спікера чи ні; 

· різновиди мовлення: ізольоване, з перериванням та безперервне. 

Як правило, дуже легко розрізняти слово серед невеликої кількості слів, але частота похибки зростає, якщо збільшується словниковий запас. 
Система, яка залежить від спікера, як правило легша у реалізації, проте нею може керувати лише одна людина. Дуже важко отримати незалежну від спікера систему, тому що вона навчається розуміти конкретну людину. 

Кожен має свою специфіку у вимовлені слів, інтонації, швидкості, чіткості і т.д. Як правило частота похибок незалежної системи у 3-5 разів вища. Також є варіанти реалізації мульти-акустичних систем (коли системою користується невелика кількість людей) та адаптивних (системи, які налаштовуються на будь-якого спікера).

Розрізняють три види мовлення:
· ізольоване мовлення – мається на увазі одинарні слова, звуки; 

· мовлення із перериванням – це повні речення, в яких слова штучно виділенні мовчанням;
· безперервне мовлення – нормально вимовлені речення, без штучних пауз. 
Розпізнавання ізольованого мовлення та мовлення із перериванням відносно легше у реалізації, тому що слово та його межі легше виокремити. Безперервне мовлення складніше у реалізації, оскільки слова не мають чітких меж, іноді незрозумілі, також можуть бути присутні інші шуми.

Навіть із фіксованою лексикою, продуктивність буде змінюватися у залежності від послідовності слів у реченні та характеру вимовлені. Деякі обмеження можуть бути семантичними, граматичними і т.д.. 

Граматичні, як правило, побудовані на принципі очікування певних слів, котрі можуть йти за попередніми. Складність завдання, поставленого перед системою краще вимірювати не глибиною словника, а метрикою, яка відповідає за неочікуваність системи. 

Системи можна розділити на ті, які сприймають чітку послідовність слів у реченні (шаблоне) або на системи спонтанного мовлення. 

Системи із чіткою послідовністю мають чітко виражену послідовність команд. Якщо ця послідовність буде порушена, то система буде працювати із похибками або ж взагалі перестане функціонувати. 

Такі системи легші у реалізації та у деяких ситуаціях мають перевагу, тому що працюють лише за чітким сценарієм. 

Проте більш гнучкими системами, є системи спонтанного мовлення. Такі системи, як правило, мають безліч проблем у реалізації. Це і звуки, які порушують нашу чистоту мовлення, незрозумілі, нечіткі слова, дуже тихе або швидке мовлення, вади речі, хвороба, емоційний стан. Також велику роль грає те, що словниковий запас є по суті необмеженим. Людина може побудувати одне і теж речення різними словами. 

Система повинна ж у свою чергу обробляти нові слова та додавати їх до словника. Вона має бути динамічною, легко адаптуватися під спікера та постійно навчатися.

Продуктивність системи прямо залежить також і від сприятливих умов. До них можна віднести шум навколишньої середи (наприклад, якщо система буде взаємодіяти із користувачем у людяному місці, то відсоток похибки буде значно вищий), акустичні викривлення (такі як ехо або акустична специфіка приміщення), різні прилади зчитування звуку (наприклад всенаправлені або телефоні мікрофони), обмежена полоса частот (при телефонній передачі сигналу) та манера мовлення. 

Головною проблемою у процесі розпізнавання мови є варіативність. Нинішні системи здатні розпізнавати два види варіативності: акустичну та часову. 

Акустична охоплює різноманітні акценти, вимовляння,  висоту тону, гучність, а часова охоплює швидкість мовлення. Ці дві варіативності мають вплив одна на одну, тому як швидкість вимовляння напряму пов’язано із акустичними параметрами. 

Звичайно ж часову варіативність обробляти набагато легше. Раніше використовували лінійну деформацію для часової варіативності, проте вона виявилась не точною, тому як сповільнення або пришвидшення можуть відбуватися у будь-який час. Отже на заміну їй прийшла динамічна деформація.

Динамічна деформація є ефективним алгоритмом часу, котрий використовується практично у кожній системі розпізнавання [3].

1.2 Аналіз нейронних мереж 

Нейронні мережі охоплюють велику сферу діяльності на сьогоднішній день: електротехніка, математика, фізика, інформатика, психологія, лінгвістика і т.д. Вчені все ще продовжують працювати над їх вдосконаленням, наразі багато уваги приділяється загальним властивостям нейронних мереж. Ці властивості агрегують у собі:

· здатність до навчання: мережі можна навчити формувати асоціації між входом та виходом, що дасть здатність нейронній мережі класифікувати зразки речень та відносити їх до якоїсь категорії фонем; 

· узагальнення: мережі під час навчання вивчають основні паттерни аби потім мати змогу до самостійного навчання на нових прикладах, що грає вагому роль при розпізнавані мови; 

· нелінійність: мережі здатні вираховувати нелінійні, непараметричні функції на вході, що дає їм змогу робити складні перетворення даних. Мовлення є не лінійним процесом, тому дана властивість є важливою у роботі нейронних мереж; 

· надійність: мережі можуть працювати як і з пошкодженими даними, так і з тими на яких присутній шум. Дані із шумом можуть допомогти мережі сформувати краще поняття у цілому; 

· однорідність: мережі пропонують єдину обчислювальну парадигму, яка може легко інтегрувати обмеження із різних типів входів, що дозволяє використовувати обидва входи: базовий та диференційний; 

· паралелізм: нейрона мережа гарно підходить для реалізації паралельної системи, що дає їй можливість працювати набагато ефективніше та у кінці дозволить їй швидко обробляти мову або інші дані.

Існує велика кількість з’єднань, різноманітних архітектур, процедур навчання, але всі вони базуються на деяких загальних принципах. Нейронна мережа складається із потенційно великої кількості простих елементів (вузли мережі або нейрони), які впливають на поведінку один одного через вагові коефіцієнти [4].  

Кожен нейрон має свої вагові коефіцієнти, котрі він передає на вхід наступного нейрону. Таким чином формується мережа зв’язаних між собою вузлів. Із процесом навчання ці вагові коефіцієнти змінюються, деякі нейрони перестають функціонувати. Таким чином, даний процес можна назвати навчанням нейронної мережі.

Найпоширеніший метод навчання – метод зворотного розповсюдження похибки. На сьогоднішній день, за допомогою даного методу реалізована велика кількість систем, яка вирішує різноманітні задачі, такі як: 

· NETtalk: система яка може промовляти текст англійською мовою; 

· Neurogammon: це система, котра вираховує виграшну комбінацію у грі в нарди; 

· ALVINN: це нейронна мережа, яка вчиться керувати автомобілем;

· Handwriting recognition: системам для розпізнавання рукописних слів, використовується для читання почтових індексів.

Для реалізації розпізнавання мови слід виділити дві властивості: акустична та часова. Акустичну можна вирішити за допомогою нейронних мереж та зіставлення оригіналу та семплу. Тому ми використовуємо приховані моделі Маркова (ПММ) для часового моделювання (ЧМ). 

Для акустичного моделювання (АМ) слід використовувати два різних засоби використання нейронних мереж: прогнозування та класифікація мовних паттернів. 

Прогнозування є невдалим підходом, тому що в ньому відсутня дискримінація. 

1.3 Аналіз розпізнавання мови

Розпізнавання мови – це багаторівнева задача розпізнавання образів, у якій акустичні сигнали розглядаються та структуруються у ієрархію одиниць фонем, слів, словосполучень, речень. Кожен із рівнів може представляти собою додаткові часові обмеження. Цю ієрархію обмежень краще за все використовувати, комбінуючи ймовірність на низьких рівнях та приймати лише дискретні рішення на високих [4]. 

Структура стандартної системи розпізнавання мови:

· сира мова: мова зазвичай дискретизується  на високій частоті, це дає послідовність амплітуд з часом; 

· аналіз сигналів: сира мова повинна бути одразу перетворена та стиснута, для того, аби полегшити наступну обробку. 

Серед методів, котрі можуть витягти корисні функції та стиснути дані у десять разів без втрати будь-якої інформації, найпопулярнішими є: 

· аналіз Фур’є, дає дискретні частоти із плином часу, котрі можна інтерпретувати візуально;

· перцептивне лінійне прогнозування;

· лінійне передбачуване кодування;

· цепстральний аналіз.

На практиці не грає великого значення обрана техніка. Деякі кроки можуть не використовуватися задля зменшення структури системи [5].

Розглянемо структуру стандартної системи розпізнавання голосових команд (рис. 1.1) [5].
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Рисунок 1.1 – Структура системи розпізнавання голосових команд

Результатом аналізу сигналів є послідовність кадрів мовлення. Як правло, використовують інтервал 10мс з коефіцієнтом 16 на один кадр. Ці кадри можуть бути доповнені інформацією про динаміку мовлення, що призведе до підвищення продуктивності системи. Данні кадри мовлення використовуються для акустичного аналізу. (рис. 1.2) [5].
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Рисунок 1.2 – Розбиття сирої мови на фрагменти

Для того аби проаналізувати кадри мовлення на їх акустичний зміст потрібен набір акустичних моделей. Існує велика кількість даних акустичних моделей, які відрізняються деталізацією, залежністю від контексту, представленням та іншими властивостями. 

На рисунку 1.3 представлено два варіанти акустичних моделей. Найпростіший шаблон – запис слова. Невідоме слово можно розпізнати просто порівнявши шаблон із новим зразком.

Основні недоліки метода порівняня шаблонів:

· не можуть моделювати акустичні змінні, за виключенням призначення декількох шаблонів кожному слову;

· обмежені моделями, котрі мають цілі слова, тому шо важко записати або сегментувати зразок коротший за слово.

Саме тому шаблони ефективні лише у невеликих системах, які дозволяють зберегти у якості шаблонів цілі слова.

Більш гнучким є варіант, що базується на навчених акустичних моделях. Такі варіанти застосовуються у великих системах. Кожне слово моделюється послідовністю тренованих станів, а кажен стан вказує на звуки, які лунають у цьому сегменті слова. Ймовірні розподіли можна моделювати параметрично, допускаючи, що вони мають просту форму, наприклад за допомогою розподілу Гауса. Після цього намагаються знайти параметри, які  її описують. 
Також можна застосовувати непараметричний метод, який зазвичай використовується нейронними мережами.

Акустичні моделі мають відмінності у деталізації та чутливості до контексту. Більше того, моделі з найбільшою контекстною чутливістю дають найкращі показники у розпізнавані, якщо ці моделі добре навченні. Чим бідніше буде словниковий запас моделі, тим менше буде її точність. Тому у високоефективних системах використовують моделі фонеми [6]. 

Шаблон та представлення стану для слова «RUN» наведений на рис. 1.3 [6].
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Рисунок 1.3 – Шаблон та представлення стану для слова «RUN»

Під час навчання акустичні моделі поступово змінюються з метою оптимізації загальної продуктивності системи. Під час тестування акустичні системи залишаються без змінення.

Акустичний аналіз проводиться шляхом застосування кожної акустичної моделі на кожному кадрі мовлення. Кількість кадрів обчислюється відповідно до типу акустичної моделі, яку використовує система. Для акустичних моделей на основі шаблонів зазвичай використовується евклідова відстань між кадром шаблону та невідомим кадром. Лічильник кадрів представляє собою вірогідність того, що поточний кадр визначений параметричною або не параметричною функцією.

Процес пошуку найкращого шляху вирівнювання називається вирівнюванням часу. Шлях вирівнювання повинен відповідати певним послідовним обмеженням, які сигналізують про те, що мова завжди йде попереду, а не позаду. Ці обмеження виявляються і всередині, і між словами. Між словами послідовні обмеження задаються граматично, натякаючи які слова можуть слідувати далі.

Оптимальним варіант вирівнювання індиксує сегментацію на послідовність слів, оскільки вказує на те, які кадри пов’язані з кожним із станів. Ця сегментація може використовуватися для створення міток для рекурсивного тренування акустичної моделі на відповідних кадрах.

Суть гіпотези полягає у тому, що система при певній послідовності слів створює припущення того, яке слово може йти після попереднього. При першому припущенні можна використовувати спрощені моделі, для того аби швидко генерувати список можливих варіантів. Під час другого проходу можна викорисовувати більш складні моделі із ретельним переглядом та ті, які повертають одну єдину найкращу гіпотезу.

1.4 Алгоритми розпізнавання мовлення

1.4.1 Динамічне викривлення часу

Найпростійшим способом розпізнавання слова є порівняння його із шаблоном. Проте у реалізації здавалося б такого простого методу є деякі складності:

· різні семпли слова матимуть різну тривалість;

· нелінійна швидкість у вимовленні слів.
Динамічне викривлення часу – є оптимальнім методом пошуку нелінійного вирівнювання. Динамічне викривлення часу відомий також як динамічне програмування. Алгоритм робить один прохід через матрицю балів кадру обчислення локально оптимізованих сегментів шляхом глобального вирівнювання. 

Для алгоритму динамічного викривлення часу дуже важливим є властивість працювати не тільки із ізольованим мовленням, а й з безперервним. Ця властивість називається алгоритмом на одній стадії.

1.4.2 Приховані моделі Маркова

Найбільш гнучкий та успішний підхід до розпізнавання мовлення – приховані моделі Маркова (ПММ). Прихована модель Маркова – це сукупність станів пов’язаних між собою за допомогою переходів (рис. 1.4) [7]. 

У кожному дискретному етапі часу є перехід у новий стан, під час переходу, у якому генерується один вихідний сигнал. Вибір між перехідним та вихідним станом є випадковим. Приховану модель Маркова можна розглядати як чорну скриньку, де можна проаналізувати послідовність вихідних значень протягом якогось часу, але послідовність станів прихована. Саме тому модель називається прихованою. 
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Рисунок 1.4 – Прихована модель Маркова

Приховані моделі Маркова застосовуються різними способами, наприклад, для розпізнавання мови, стани інтерпритується як акустичні моделі, вказуючи, які звуки будуть чути під час відповідних їм сегментів мови [7].
Переходи ж забезпечують при цьому часові обмеження, вказуючи на те, як бази можуть бути послідовно розташовані одна за одною. Так як мова завжди йде навипередження, то переходи від одного стану до іншого теж йдуть навипередження або ж зациклюються (рис. 1.5) [7].
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Рисунок 1.5 – Приклад ієрархічної структури ПММ

Приховані моделі Маркова складаються з наступних елементів: 

· {s} – набір станів;

· {aij} – набір ймовірностей переходу від стану i до стану j;
· {bi(u)} – набір ймовірностей, де bi це розподіл ймовірностей над акустичним простором, що описує ймовірність випромінювання кожного можливого звуку u, перебуваючи в стані i.
Оскільки a та b є ймовірностями, вони мають задовольняти наступним властивостям [6]: 
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1.5 Алгоритми прихованих моделей Маркова

Існує три основних алгоритми ПММ:

· алгоритм прямого розповсюдження похибки, застосовується для розпізнавання ізольованих слів;

· алгоритм Вітербі, корисний для постійного розпізнавання мови;

· алгоритм зворотного розповсюдження, використовується для навчання ПММ. 

1.5.1 Алгоритм прямого розповсюдження похибки

Розглянемо детальніше алгоритм прямого розповсюдження похибки. Задля того аби виконати відокремлене розпізнавання слів, слід вміти оцінювати ймовірність. Можна порівняти бали для кожної моделі слів та обрати ту, яка має найвищий бал [8]. 

Формула обчислення моделі з прямим алгоритмом [7]: 
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де aj(t) – ймовірність генерації часткової послідовності.

Модель з прямим алгоритмом розповсюдження похибки представлена на рис. 1.6 [8].
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Рисунок 1.6 – Модель з прямим алгоритмом розповсюдження похибки
1.5.2 Алгоритм Вітербі 
Хоча алгоритм переадресації корисний для розпізнавання ізольованих слів, його не можна застосовувати для постійного розпізнавання мови, так як недоцільно мати приховану модель Маркова для кожного можливого речення.

Задля того, аби здійснювати безперервне розпізнавання мовлення, слід замість цього зробити висновок про фактичну послідовність станів, які згенерували задану послідовність спостережень. Маючи послідовність станів, можна із легкістю відновити послідовність слів.

Проте, нажаль, фактичний стан послідовності прихований і не може бути однозначно ідентифікований. Оптимальним варіантом є пошук однієї послідовності стану. Це можна зробити оцінивши всі можливі послідовності стану та повідомивши про найвищу ймовірність, проте даний алгоритм не може бути реалізованим через високу складність.

Більш ефективним є алгоритм динамічного програмування Вітербі. Він дуже подібний до алгоритму прямого розповсюдження, головна відмінність полягає у тому, що замість того аби оцінювати підсумки у кожній комірці, оцінюється максимум [8]:
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Якщо чітко визначити найкращий стан попередника, зберігаючи один зворотний показник у кожному елементі матриці, то можна відтворити зворотні показники з кінцевої комірки для відновлення всієї послідовності. Після отримання послідовності станів, можна отримати послідовність слів [9]. 

1.5.3 Алгоритм зворотного розповсюдження похибки

Задля того, аби тренувати приховані моделі Маркова слід оптимізувати a та b, це дасть змогу покращити шанс ПММ розпізнавати нові отримані данні. Проте реалізувати це можливо лише ітеративним методом, починаючи з деяких початкових значень для a та b, а потім ітеративно змінювати їх значення, поки не буде досягнуто якогось критерію. Цей метод має назву максимізації оцінки. Модель алгоритму зворотого розповсюдження похибки представлена на рисунку 1.7 [8].
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Рисунок 1.7 – Модель алгоритму зворотого розповсюдження похибки

1.6 Варіації прихованих моделей Маркова та їх обмеження
У стандартній моделі ПММ існує багато варіацій (рис. 1.8) [10]. Модель щільності поділяється на: 

· дискретні;

· напівбезперервні;

· безперервні.

Дискретні – у такому підході увесь акустичний простір поділяється на помірну кількість секторів, наприклад 256, шляхом процедури кластеризації, так званним векторним квантуванням. Центроїд кожного такого кластера є скалярним кодовим словом, який ідентифікує відповідні акустичні вектори. Кожен вхідний кадр перетворюється в кодове слово шляхом знаходження найближчого вектору. Вихідні символи ПММ також кодові слова. 
Таким чином, подається розподіл ймовірностей по акустичному простору за допомогою простої гістограми [10]. 
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Рисунок 1.8 – Варіації моделі щільності

Недоліком данного варіанту є те, що він страждає від помилок квантування.  Збільшення розміру кодової книги залише менше даних для навчання, що також знижує продуктивність.

Напівбезперервні – це компроміс між дискретними та безперервними. У напівбезперервній моделі, як і в дискретній моделі, існує книга з кодами, котра описує акустичні кластери, які розподілені між собою. Але акустичні кластери представлені як функції безперервної щільності над сусіднім простором, що дозволяє уникнути помилок кванутвання [10]: 
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де
L – кількість записів кодової книги;
cjk – коефіцієнт зважування;
G – розподілення Гаусса;

µmk – середня матриця;

Ujk – коваріаційна матриця.
Помилки квантування можуть усуватися за допомогою моделі безперервної щілності замість кодових книг. 

У моделях безперервної щільності розподіл ймовірностей на акустичний простір моделюється безпосередньо, припускаючи, що він має певну параметричну форму, а потім намагається знайти ці параметри [10]: 
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де cjk – коефіцієнт зважування;
G – розподілення Гаусса;

µmk – середня матриця;

Ujk – коваріаційна матриця.

Недоліком такого підходу є те, що стани не поділяються між собою, тому чим більше станів у системі, тим більше значення К. Велика кількість параметрів ускладнює навчання.
Розглянемо детальныше обмеження ПММ, які мають декілька «слабких місць»:

· перше припущеня: всі ймовірності залежать виключно від поточного стану є невірним для мовленнєвих систем. Одним із наслідків є те, що ПММ мають труднощі з моделюванням коартикуляції;
· друге припущення: тривалість моделюється неправильно шляхом експоненціального розпадаючого розподілу, а не більш точним розподілом Пуассона чи іншим;

· третє припущення: припущення про незалежність, котре говорить про відсутність кореляції між суміжними вхідними кадрами є помилковим для мовленнєвих систем. У відповідності із цим припущенням ПММ вивчають один кадр мови за одиницю часу. Аби отримати користь від контексту суміжних кадрів, ПММ повинні поглинати ці кадри в поточний кадр, наприклад, використаням декількох потоків даних, для використання дельта-коефіцієнтів або перетворити ці потоки у єдиний потік;

· моделі щільності ПММ мають не оптимальну точність моделювання. Дискретні ПММ страждають від помилок квантування, а напівбезперервноі та безперервні від невідповідності моделі, тобто поганої відповідності між їх апріорним вибором статистичної моделі та справжньою щільністю акустичного ряду;

· критерій максимальної вірогідності навчання призводить до поганої дискримінації між акустичними моделями. Дискримінацію можна вдосконалити за допомогою критерію навчання максимальної взаємної інформації, але це складніше і важко реалізувати належним чином.

Через те, що ПММ страждають від усіх цих слабких місць, вони можуть отримати хороші показники роботи, лише спираючись на залежні від контексту фонеми, у яких є стільки параметрів, що це вимагає використання досконалих механізмів (сенони, дерева рішень) [5]. 

Використання нейронних мереж допомагають боротися із вище зазначеними проблемами, хоча вони вимагають відносно мало параметів, щоб система розпізнавання мови могла отримати еквівалентну або кращу продуктивність з меншою складністю. 
1.7 Нейронні мережі

Існує багато різних типів нейронних мереж, але всі вони мають чотири основні ознаки:

· сет обробляючих блоків;

· набір з’єднань;

· обчислювальна процедура;
· процедура навчання.
1.7.1 Обробляючі блоки та топології нейронних мереж
Нейронні мережі складаються з великої кількості простих процесорних одиниць, які є аналогами нейрону у мозку. Усі блоки діють одночасно, підтримуючи масовий паралелізм. Усі обчислення в системі проводяться за допомогою обробляючих блоків. У кожен момент часу, кожен блок обчислює скалярну функцію своїх входів та передає результат на сусідні блоки.

Блоки в мережі, як правило, діляться на вхідні блоки, які отримують дані із навколишнього середовища, приховані блоки, які можуть внутрішньо обробляти дані та передавати їх далі; та вихідні блоки, котрі передають на вихід оброблену інформацію та впливають на прийняття рішень [4].

Стан мережі у кожен момент представлений набором значень активації для всіх блоків. Зазвичай стан мережі змінюється, коли змінюється інформація на вході нейрону, або коли зворотній зв'язок передає інформацію.

Усі блоки у нейронній мережі з’єданні між собою у вигляді якоїсь топології набором з’єднань або ваги. Кожна вага має реальне значення з необмеженним діапазоном, хоча є моменти, коли цей діапазон може бути обмеженим. Значення ваги описує, який вплив має даний нейрон на сусідній. Якщо вага має позитивне значення, тоді це сприяє збудженню сусіднього нейрону, в той час як при негетивному значені коефіцієнту ваги, змушує гальмувати сусідній елемент. 

Вага, як правило, розповсюджується лише у одному напрямку в системі, хоча можуть бути і виключення, особливо коли немає різниці між вхідними та вихідними блоками.

Значення ваги може змінюватися у результаті тренування мережі, проте цей процес займає багато часу, тому що накопичені знання змінюються повільно, на відміну від моделей активації, які перехіднимим функціями і тому виступають у ролі короткстрокової пам’яті. 

Нейронні мережі можуть бути побудованні за різноманітними типами топології. Поширені топології включають неструктуровані, багатошарові, циклічні, модульні мережі (рис. 1.9) [8].
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а) неструктуровані мержі; б) багатошарові мережі; в) циклічні мережі;         

г) модульні мережі
Рисунок 1.9 – Приклади топологій нейронних мереж
Кожен вид топології найкраще застосовувати для конкретного типу задач. Наприклад:

· неструктуровані мержі (рис. 1.9, а): найбільш корисні для завершення шаблону, тобто для збереження шаблонів;

· багатошарові мережі (рис. 1.9, б): корисні для об’єднання моделей, тобто, відображення вхідних та вихідних векторів;

· циклічні мережі (рис. 1.9, в): найбільш придатні для послідовності зразків, тобто для активації мережі;

· модульні мережі (рис. 1.9, г): корисні для побудови складних систем із більш простих компонентів.

Неструктуровані мережі також можуть містити у собі цикли, багатошарові можуть бути як циклічними, так і ні, а модульні мережі можуть інтегрувати різні види топологій.

Як правило неструктуровані мережі використовують двостронні з’єднання, а інші топології використовують одностронні.

Зв’язок між двома шарами системи може бути повним (з’єднуються всі нерйрони з усіми), може бути неповним (зв'язок є лише між деякими нейронами) та локальним (з’єднується два сусідніх нейрони).
Повзнозвязна мережа має більше ступенів свободи, тому вона теоритично може засвоїти більше функцій, аніж мережі з неповним зв’язком, проте це не завжди так.

Якщо в мережі занадто багато вільних зв’язків, вона може просто запам’ятати вибірку для навчання, не вивчаючи основні показники, що може погано вплинути на навчання. 

В данному випадку можуть допомогти обмеження, штучно вимикаючи у хаотичному порядку деякі нейрони, тим самим будуючи нові зв’язки між нейронами. Локальні взаємозвязки можуть бути корисними, коли відображають топологічні обмеження, притаманні данній проблемі, такі як геометричні обмеженння між шарами.

1.7.2 Обчислення нейронних мереж
Обчислення завжди починається з подання схеми в мережу або аквтивації одиниць. Активація всіх блоків відбувається синхроно (в паралельній системі) або асинхроно (послідовно, рандомно, нормальному порядку), залежно від випадку. В не структурованих мережах цей процес називають активацією поширення, у багатошарових – поширення вперед, оскільки йде з вхідного шару до вихідного. У мережах без зворотного зв’язку активації стабілізуються, як тільки обчислення досягли вихідного шару, але в мережі із зворотнім зв’язком активації ніколи не стабілізуються. Вони можуть слідувати динамічній траєкторії через простір стану, оскільки одиниці постійно оновлюються.

Зазвичай оновлення відбувається у два етапи: спочатку обчислюємо чистий вхід або внутрішню активацію, а потім обчислюється активація виходу [9]:
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де yi – вихідна активація вхідного блоку;
wji – значення коефіцієнту від 0 до 1.
Приклади активації мереж представлені на рис. 1.10 [9].
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а) стандартна активації мереж, б) сігма π активації мереж
Рисунок 1.10 – Приклади активації мереж
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де wji – значення коефіцієнту від 0 до 1;

yk – вихідне значення активації.
Після того, як обчислили вхід одиниці xj обчислимо активацію виходу yj. Ця функція активації може бути детермінованою, стохастичною, локальною або нелокальною. 

Детреміновані функції локальної активації зазвичай приймають одну з трьох форм: лінійну (рис. 1.11, а); порогову (рис. 1.11, б); сигмоїдальну (рис. 1.11, в) [10].
У лінійному випадку у = х, такий варіант використовується не дуже часто, оскільки це не дуже продуктивно: кілька шарів з лінійною функцією можна скласти в один шар  з однаковим функціоналом.
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а) лінійна детремінована функція локальної активації;

б) порогова детремінована функція локальної активації;

в) сигмоїдальна порогова детремінована функція локальної активації
Рисунок 1.11 – Детерміновані функції локальної активації

Для побудови нелінійних функцій, мережі потрібні нелінійні одиниці. Найпрстіша форма нелінійністі забезпечується функцією порогової   активації (рис. 1.11, б) [11]. 
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(1.10)
Ця функція є більш продуктивною, тому що багатошарова мережа може обчислити будь-яку булеву функцію. Проте навчати таку мережу складно. Правило навчання існує лише для одношарових мереж, котрі мають обмежену функціональність. Більш того, існує багато застосунків, де безперервні виходи є кращими, аніж бінарні.

Найпоширинішою функцією, яка застосовуються у мережах, є сигмоідальна (рис. 1.11, в) [11].
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(1.11)

Сигмоїдальні функції мають переваги нелінійності, безперервності та диференційованості, дозволяючи багатошаровій мережі обчислювати будь-яку функцію, при цьому також підтримується алгоритм навчання зворотного розповсюдження, заснованого на градієнтному спуску.

Нелокальні функції активації можуть бути корисними для накладання глобальних обмежень в мережі. Іноді корисно змусити всі активації виведння мережі дорівнювати 1. Це робиться за рахунок нормалізації виходів, або більш привабливим методом за допомогою функції softmax [11]:
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(1.12)
Недетерміновані функції активації, на відміну від детермінованих є ймовірнісними. Зазвичай вони видають бінарні значення, де ймовірність виведення 1 задається [11]:
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(1.13)
Недитерміновані функції активації наведены на рис. 1.12 [11].
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Рисунок 1.12 – Недитерміновані функції активації
Функція активації мають наступний вигляд [11]:
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де 
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Це найпоширеніша форма функції активації. Однак деякі типи мереж, такі як мережі квантування векторнго рівня та функція радіальної основи, включають блоки, засновані на іншому типі функції активації [11]:
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Різниця між цими двома типами активації (рис. 1.13) полягає у тому, що у першому випадку хj – це добуток мід вхідним вектором та вектором вагового коефіцієнта (рис. 1.13, а). Ця проекція може лежати на одній або іншій стороні гіперплана, яка перпендикулярна ваговому коефіцієнту w. Якщо хj ( 0, то проекція буду лежати на одній стороні, якщо хj ( 0 – на іншій.

Таким чином, якщо використовується порогова функція, то класифікується кожен вхід з точки зору, на якій стороні гіперплану він лежить. Якщо замість порогової функції використовувати сигмоїдальну, то класифікація не буде чіткою.

У другому випадку (рис. 1.13 б) [11] хj – евклідова відстань між вхідним вектором y та вектором вагового коефіцієнту w. Таким чином коефіцієнт ваги є цетнром сферичного розподілу вхідних даних.
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а) гіперплан; б) гіперсфера

Рисунок 1.13 – Типи активації

1.7.3 Навчання нейронних мереж та їх види

 Навчання мережі в загальному сенсі означає адаптації її внутрішніх зв’язків таким чином, щоб мережа показувала бажаний результат. Процес зазвичай передбачає змінення коефіцієнтів ваги (переміщення гіперпланів та гіперсфер), хоча іноді воно також включає зміну фактичної топології мережі. 

Модифікація вагових коефіцієнтів більш загальна, тому як мережа може навчитися встановлювати нуль будь-якому значеню вагового коефіцієнта. Це має такий самий ефект, як і видалення цих вузлів, тобто змінення топології нейронної мережі.

Пошук коефіцієнтів ваги є важкою задачею у процессі навчання. Аналітичне рішення існує лише у найпростійшому випадку асоціації шаблонів, тобто, коли мережа є лінійною.

Загалом мережі є нелінійними та багатошаровими, а їх тренування проходить лише за ітераційною процедурою. Для цього потрібно провести тренування багато разів, де кожен прохід є ітерацією або епохою.

Оскільки накопичені знання розподіляються на всі коефіцієнти ваги, вони повинні змінюватися дуже обережно, аби не зруйнувати попереднє навчанння.

Константа, яка називається швидкість навчання, використовується для контролю змінення величини коефіцієнтів ваги. Швидкість навчання є важливою характеристикою, якщо значення занадто велике, то якість навчання спадає, якщо навпаки, то коефіцієнти ваги залишаються не змінними та із часом не використовуються нейронною мережею, що сприяє руйнуванню зв’язків. 

Нажаль не існує аналітичного методу пошуку оптимальної швидкості навчання, зазвичай це значення можна отримати тільки на практиці.

Тренування нейронних мереж у більшості випадків відбувається за правилом Хебба. Суть полягає у тому, що відбуваєтсья зміцнення зв’язку між двома вузлами, якщо їх вихідні коефіцієнти співвідносяться.
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Існує три типи навчання нейронних мереж:

· навчання з вчителем, де система навчанється примусово із множини прикладів;

· навчання з підкріпленням, де вчитель лише вказує, чи є реакція мережі на схему навчання хорошою або поганою;

· без вчителя, де мережа повинна самостійно знайти закономірності в навчальних данних. 

Більшість мереж використовує один із типів навчання, але бувають також і гібридні варіанти використання, де варіанти навчання можуть змінюватися під час процесу.

Персептрон – тип нейронних мереж із прямим розповсюдженням похибки. Складається із бінарних порогових одиниць, які з’єднуються у шари (рис. 1.14) [12]. 
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а) одношаровий, б) багатошаровий 

Рисунок 1.14 – Персептрон

У випадку з одношаровим персептроном правило Хебба можна використовувати для навчання. Оскільки активація персептрона бінарна, то усе зводиться до того, що якщо вхід на вузлі активний yi = 1, а вихід невірний, то слід збільшити або зменишити коефіцієнт швидкості навчання. Ця процедура гарантує знаходження коефіцієнтів ваги, для правильної роботи мережі у будь-якому навчальному наборі, якщо шаблони мають два варіанти відповіді.

Проте більшість шаблонів не є лінійною, тому в цьому випадку використовують багатошарову топологію (рис. 1.14, б). Багатошорові мережі можуть мати будь-яку кількість прихованих шарів, хоча для багатьох задач достатньо лишо одного. Слід також зазначити, що чим більша кількість прихованих шарів, тим повільніше відбувається навчання. 

Для розпізнавання фонеми була розроблена архітекрура (рис. 1.15) [12], особливістю якої є затримка часу. Ця топологія дозволяє працювати із двомірними полями введення, де горизонтальний розмір – час. З’єднання затримуються у часі настільки, що їх з’єднанні блоки тимчасово не пристосовані. 

Нейронна мережа із затримками часу має наступні особливості:

· затримки в часі є ієрархічно структурованими, щоб одиниці вищого рівня могли інтегруватися у часовий контекст і виконувати виявлення функцій вищого рівня;

· коефіцієнти ваги прив’язані вздовж осі часу, тобто відповідні коефіцієнти ваги в різних часових положеннях мають одне і те ж значення, тому мережа має відносно мало вільних параметрів;

· вихідні блоки тимчасово інтегрують результати локальних детекторів функцій, які розподіленні за часом, тому мережа є інваріантною, тобто вона може розпізнавати шаблони незалежно від того, де вони відбуваються у часі.

Нейронна мережа із затримками часу (рис. 1.15) [13] навчається за допомогою стандартної схеми навчання зі зворотним розповсюдженням похибки. Одне виключення полягає у тому, що зв’язані коефіцієнти ваги змінюються відповідно до усередненого, а не самостійно.
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Рисунок 1.15 – Нейронна мережа із затримками часу
Навчання з підкріпленям не дає чітких цілей для отримання результатів нейронної мережі, а лише дає оцінку результатам цієї роботи. Різні типи мереж із навчанням з підкріпленням відрізняються не стільки своєю топологією, скільки характером їх середовища та процедурами навчання. Навколишнє середовище може бути статичним або динамічним, тобто оцінки результатів можуть змінюватися протягом процессу навчання, бути детермінованими або ймовірнісними.

Мережі із детермінованими або ймовірнісними оцінками результатів (статичні) можна навчати за алгоритмом Барто та Анандана. Цей алгоритм передбачає стохастичні вихідні одиниці, які дозволяють мережі випробувати різні способи поведінки.

Проблема із навчанням з підкріпленням зводиться до проблеми навчання з вчителем, встановлюючи навчальні цілі, як фактичні результати, такі як їх заперечення, залежно від того, як оцінювали результат роботи мережі. Навчання відбувається за дельта-правилом, де цілі порівнюють із середніми результатами мережі, а помилка при необхідності поширюється. 

Інший підхід, який можна застосувати як до статичного, так і для динамічного середовища – це запровадити допоміжну мережу, яка буде намагатися промоделювати середовище. Отже проблема навчання з підкріпленням зводиться до етапів керованого навчання з відомими цілями: спочатку допоміжна мережа навчається правильно моделювати середовище, а потім може застосовувати зворотне розповсюдження через обидві мережі, так що на кожен вихід подається сигнал про помилку від допоміжної мережі.

Також є підхід у навчанні, який стосується лише динамічних систем, суть якого полягає у розширенні допоміжної мережі. Порівнюючи фактичний та очікуваний результат ми можемо визначити, чи перевищує продуктивність оригінальної мережі чи відповідає її очікуванням, що допоже прийняти рішеня задля оцінки роботи мережі.

У навчанні без вчителя мережа повинна сама виявляти закономірності вхідних даних. Такі самоорганізуючі мережі можна використовувати для стискання, класетризації, квантування, класифікації або ж відображення вхідних даних.

Одним із варіантів навчання без вчителя – навчати мережу, призначивши ціль для кожного вхідного шаблону та застосувати метод зворотного розповсюдження похибки. Можна навчити мережу відновлювати вхідні паттерни на вихідному шарі, передаючи дані через приховані нейрони. Така мережа вчиться зберігати якомога більше інформації в прихованому шарі. 

Іншим типом навчання мережі без вчителя є навчання за теорією Гебба.  Це теорія, котра базуєтья на поясненні пристосування нейронів під час процесу навчання, завдяки підвищеню синаптичної активніості, яка виникає у результаті повторюванного й постійного стимулювання. Тобто між клітинами, які працюють разом утворюється міцний зв’язок, котрий міцнішає із часом за умови постійної взаємодії. Однак теорія Гебба при лінійних нейронах призведе до того, що коефіцієнт ваги буде постійно зростати. 

Сенгер запропонував модифікацію, котра уникає цих проблем [12]:
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(1.17)

Це правило використовує нелокальну інформацію, а вектор ваги wj сходиться з основними напрямками, які є не порядкованими.

У якості вхідних данних для навчання без вчителя можна використовувати ознаковий опис об’єктів та матрицю відстаней. 

Ознаковий опис об’єктів – кожен об’єкт описується набором своїх характеристик, тобто ознаками. Вони можуть бути як числовими, так і нечисловими.

Ознака – це характеристика спостережуванного явища, яку можна виміряти. Саме обрання інформативних ознак є ключовим кроком алгоритмів розпізнавання образів, класифікації та регресії. 

1.7.4 Гібридні та динамічні мережі

Деякі мережі поєднують навчання із вчителем та без на різних шарах нейронної мережі. Найчастіше навчання без вчителя використовується на найнижчому шарі для кластеризації даних, а потім застосовується звороте розповсюдження похибки на більш високому рівні архітектури, аби зв’язати ці кластери із вихідним шаром.

Використання гібридних мереж дозволяє зводити багатошаровий алгоритм до одношарового, що значно скорочує час навчання. Проте, такі мережі навчаються як незалежні модулі, а не як цілісна одиниця, вони мають меншу точність у порівнянні із цілісною системою. 

Динамічні мережі на відміну від усіх інших мають динамічну архітектуру. Їх архітектура може змінюватися протягом часу у процесі навчання, задля досягнення оптимальної продуктивності. Зміна архітектури передбачає видалення або додавання вузлів та їх вагових коефіцієнтів у мережу.

Як правило видалення певного вузла із мережі більш простіша задача, оскільки передбачає лише ігнорування обраного елементу. З іншого боку додавання новогу вузла до системи має швидшу реалізацію, оскільки мережі невеликі протягом більшої частини їх життя.

Видалення вузла звичайно вимагає розуміння того, які саме із вузлів є найменш корисними для системи. Найпростіший алгоритм роботи – це видалення вузла із найменшим коефіцієнтом ваги. Це може покращити узагальнення, проте іноді цей варіант може також видалити значущі коефіцієнти ваги.

Більш складний, але надійний підхід – оптимальне пошкодження мережі. Алгоритм роботи такий, що видаляються ті коефіцієнти ваги, котрі спричиннять найменше збільшення функції виведення помилок у мережі.

Серед алгоритмів нарощування системи алгоритм каскадної кореляції. Він є одним із найпопулярніших алгоритмів та найефективнішим серед них. Цей алгоритм починається без прихованих вузлів, але згодом додає їх до системи, поки вони не допоможуть скоротити помилку. На кожному етапі навчання усі попередньо підготовленні коефіцієнти ваги заморожуються, а пул нових вузлів підключається до існуючих не вихідних нейронів. Кожен блок навчається максимально співвідносити вхідні та вихідні сигнали, а кращий із них інтегрується до системи, інші блоки відкидаються. За домогою каскадного алгоритму можна швидко побудувати компактну та ефективну мережу, яка буде демонструвати відмінні показники.

Боденгаузен розробив алгоритм побудови під назвою автоматична оптимізація структури, який був розроблений для побудови системи із задачами розпізнавання мови та розвізнавання рукописного тексту. Спочатку беруть достатньо обмежену у розмірі систему, а згодом додають нові елементи.

1.8 Постановка задач дослідження

Для реалізації інтелектуальної системи розпізнавання голосових команд на базі нейронних мереж слід провести:

· аналіз існуючих функцій активації на точність системи;

· аналіз залежності точності системи від типів мовлення;

· аналіз залежності точності системи від спікера та його гендерної приналежності;
· аналіз залежності системи від типу нерйонної мережі;

· експерементальне дослідження для оцінки ствоернної системи.

1.9 Висновки до 1 розділу

У данному розділі були проаналізовані системи з голосовим керування та принципи розпізнавання мови. Було виділенно три типи мовлення та розглянуті нюанси при роботі із кожним із цих типів. Опрацьовано головну проблему у процессі розпізнавання мовлення, а саме варіативність та її види. Проведений аналіз нейронних мереж, розглянуто ваіранти реалізованих систем.

На наступному етапі було розглянуто основи розпізнавання мовлення та структуру системи розпізнавання голосових команд. Було опрацьовано питання сегментації мови на фрагменти.

У данному розділі розглянуті алгоритми розпізнавання мовлення, які включають у себе: динамічне викривлення часу та ПММ. Більш детально опрацьовано алгоритми ПММ: алгоритм прямого розповсюдження похибки, алгоритм вітербі та алгоритм зворотного розповсюдження.

Після розгляду алгоритмів ПММ було детально розглянуто нейронні мережі, їх топології, обчислення, навчання та види нейронних мереж. Окремо були розглянуті гібридні та динамічні мережі. 

2 ДОСЛІДЖЕННЯ КЛАСИФІКАТОРІВ МОВЛЕННЯ
2.1 Реалізація систем розпізнавання мовлення 

Розпізнавання мови – це проблема розпізнавання образів. Нейронні мережі дуже добре справляються із розпізнаванням об’єктів, тому їх намагаються застосувати для розпізнавання мовлення. Першим кроком було вирішення задачі класифікації мовних сегментів, наступним – класифікація фонеми. На сьогодні нейронні мережі вирішують задачу розпізнавання слів. 

Існує два основних підходи для класифікації мовлення за допомогою нейронних мереж: статичний та динамічний (рис. 2.1) [7]. У статичному підході нейромережа бачить одразу всю вхідну інформацію та приймає одне рішення. У динамічному підході навпаки, мережа обробляє лише невелику частину вхідної інформації роблячи низку локальних рішень, які потім поєднують. Статичний підхід показує гарний результат для класифікації фонеми, проте погано масштабується до рівня слів і речень. 

[image: image36.png]Buxiami

Bxiani
rO10COBI AaHHI

Cratuuna Knacuoikais Junaniuna knacugikauia




Рисунок 2.1 – Статичний та динамічний методи класифікації

2.2 Розпізнавання слів

Розпізнавання слів може виконуватися за допомогою статичного та динамічного підходів. Використання динамічного методу є більш привабливим, оскільки використовується більший діапазон часу. Більший діапазон часу у слові означає, що інваріації локалізовані. 

Саму задачу часової інтеграції легко виконує статична нейромережа, проте більші вхідні об’єкти мовлення приносять складнощі у відображення часового діапазону у статичному підході. Якщо масштабувати систему від розпізнавання слів до розпізнаваняя речень, часовий діапазон стає не тільки більшим, але й набуває зовсім іншого композиційного складу.

Нейронні мережі дуже добре виконують завдання акустичного моделювання та паралельної реалізації, проте у часовому та композиційному моделюванні мають деякі складнощі. Приховані моделі Маркова у цілому непоганий варіант, однак мають деякі недоліки для використання їх принципу у акустичних системах. Тому гарним варінтом є використання саме гібридних систем, які надають переваги кожної із них.

Найпростішим способом інтеграції нейроних мереж та ПММ є реалізація ризних фрагментів системи. Ліпман і Голд у 1987р. представили мережу Вітербі (рис. 2.2) [8]. Це нейронна мережа, яка реалізує алгоритм Вітербі, де вхід є тимчасова послідовність мовних кадрів, представленних сегментовано, а кінцевим результатом є вихідний сигнал, що дозволяє розпізнавати ізольоване слово чи подальше порівняння декількох виходів мережі, які працюють паралельно. Проте мережа Вітербі не може використовуватися постійно для мережі, оскільки вона не повертає результат на вхід нейрону. У нижніх шарах мережі коефіцієнт ваги задаються таким чином, що кожен вузол обчислює локальний бал стану і в поточному часовому діапазоні за допомогою класифікатора Гаусса. У верхньому шарі обчислюється максимум два вхідних сигнали. 

Трикутні вузли – це порогові логічні одиниці, які просто підсумовують два входи і затримують сигнал на вихід на один часовий діапазон, задля синхронізації. 

Таким чином уся мережа реалізує перехід сигналу зліва направо з самостійними переходами та кінцевим виходом, котрий являє собою сукупний бал стану за час протягом оптимального шляху.

2.3 Процес навчання нейронних мереж 

Нейронні мережі часто навчаються для обчислення ймовірностей та добре підходять для вирішення завдання картографування. Мають перевегу над прихованими моделями Маркова, оскільки на відмінну від них, вони можуть приймати вхідні данні з постійним значенням, а отже, не містять помилок квантування. На відмінну від систем ПММ з постійною щільністю вони не роблять сумнівних припущень про параметричну форму функції щільності. 

Ісунє багато способів проектування та навчання нейронних мереж для подібних задач. 

Одним із найпростіших є – тренування нейронної мережі на основі кадрів. Такий підхід має назву навчання фреймів. Альтернативним методом є сегментарне навчання, в якому нейронна мережа отримує на вхід цілий сегмент мови, а не один кадр мовлення. Це дозволяє мережі краще використовувати співвідношення, яке міститься між усіма кадрами сегменту, а також полегшує імплементацію сегментарної інформації, наприклад тривалості. Недолік такого підходу полягає у тому, що спочатку мовлення слід сегментувани, перш ніж нейронна мережа зможе оцінити сегменти. Нейронна мережа із затримками часу (TDNN) представляє із себе варіант навчання на рівні сегменту, проте може застосовуватися лише для розпізнавання фонеми, а не для розпізнавання слів. 

Сегментарна нейронна мережа навчена класифіковувати фонеми з сегментів мови з різною тривалістю. Під час навчання слід правильно класифікувати кожен сегмент кожного висловлювання. В ході тестування, отримавши сегментацію n-кращих гіпотез, сегментарна нейронна мережа знаходить складений бал за кожне речення. Така система має 9% помилок слова у базі даних.

Наступним рівнем навчання є навчання на рівні слів, у якому нейронна мережа отримує на вхід ціле слово та навчається для оптимізації класифікації слова. Навчання на рівні слів є оптимальним варіантом, оскільки все ще відповідає критеріям навчання ближче до кінцевого критерію перевірки точності розпізнавання речень. На жаль, розширення не тривіальне, оскільки на відміну від простої фонеми, слово не може бути адекватно змодельоване одним станом, але вимагає послідовності станів. Також, активація цих станів не може бути просто підсумована за часом, як у нейронних мережах із затримками часу, а спочатку повинна бути сегментована за допомогою динамічної процедури викривлення часу, яка визначає, які стани застосовуються до яких саме кадрів. 

Таким чином, навчання на рівні слів вимагає наявності часового динамічного алгоритму у нейронній мережі.

2.4 Контекста залежність

Тенденція використання гібридних нейронних мереж була спрямована на глобальну оптимізацію системних параметрів, тобто послаблення «жорсткості» у системі, так що її продуктивність менш обмежена помилковими припущеннями. Навчання на рівні сегменту та на рівні слів є двома важливими кроками на шляху до глобальної оптимізації, оскільки вони обходять жорстке припущення, що точність кадрів співвідноситься з точністю слова; тим самим роблячи критерій навчання більш відповідним критерію тестування.

Нейронні мережі навчаються виробляти все більш корисні мовленнєві кадри шляхом зворотого розповсюдження помилки, що впливає на критерій оптимізації ПММ. Завдяки цьому нейронні мережі та  ПММ оптимізуються одночасно. Коли гібридна система тренується окремо від нейронних мереж, точність розпізнавання становить лише 75 %, але коли починають використовувати глобальну оптимізацію, точність розпізнавання піднялася аж до 86 % [13]. 

Добре відомо, що точність ПММ підвищується в залежності від контекстної чутливості його акустичних моделей. Зокрема, конектсно-залежні моделі працюють краще, аніж конекстно-незалежні. Задля підвищення точності гібридних систем слід зробити їх також більш конектсними. Чотири способи досягти цього зображені нижче (рис.2.2) [14].

Перший приклад забезпечує вхід кадрами мовлення. Довільна ширина входу обмежуються лише вимогами до обчислень та зменшення актуальності кадрів. Цей метод дуже банальний та корисний для нерйонної мережі, що його застосовують  практично у кожній гібридній системі. Вікно вхідних кадрів забезпечує контекстну чутливість, але не контекстну залежність. 

У контекстно-залежного підходу існує окремий вихідний блок для кожної моделі, залежно від контексту. Якщо є 30 фонем, то для моделювання фонем у контексті їх найближчого сусіду знадобиться 9000 виходів. Проблемою для такого підходу є те, що навряд чи буде достатньо даних для навчання. 

Більш економічним підходом є використання єдиної мережі, яка приймає конектс як вхід. Наприклад, ліво-фонематична залежність від контекста, може бути реалізована булевим локалістичним представленням лівої фонеми. Навчання є ефективним, оскільки повний контекст доступний у навчальних реченнях. Ці переходи можна зробити шляхом розбиття прихованого шару (рис. 2.3) [14].
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Рисунок 2.2 – Чотири підходи до контекстно-залежного моделювання

Таким чином, мова і контекст подаються на незалежні частини і кожен кентекст ефективно сприяє різному зміщенню вихідних одиниць. 
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Рисунок 2.3 – Приклад стандартної та ефективної реалізації

Останній підхід заснований на факторизації. Коли нейронна мережа навчається як класифікатор фонеми, вона оцінює Р(q,x):
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(2.1)

де
q – це клас фонеми,  

x – введення мови, 

c – фонетичний контекст.
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Тобто, залежна від контексту ймовірність дорівнює добутку двох додадків. Правило Баєса:


[image: image41.wmf](,|)*()

(|,)

(,)

PqcxPx

Pxqc

Pqc

=

, 



(2.2)

де P(x) можна ігнорувати під час розпізнавання, оскільки це константа у кожному кадрі і попередній P(q,c) може бути оцінений безпосередньо з навчального набору.

Цей підхід факторизації легко пошириться на трифонемне моделювання. Для трифонем оцінюємо P(q,cl,cr,x).
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де cl – лівий фонетичний контекст, 

cr – правий фонетичний ряд.
аналогічно
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(2.4)
Ці шість доданків можуть бути оцінені нейронними мережами, входи та виходи яких відповідають кожному входу та виходу P(o|i), отже частина рівняння може бути перетворена на ймовірність за правилом Байєеса:
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де P(x) можна знову ігнорувати під час розпізнавання, а інші шість термінів можна прийняти з виходів шести нейронних мереж. Ця ймовірність може бути використана для вирівнювання Вітербі.
У підході факторизації прямі переходи під час розпізнавання можна звести до обчислень сигмоідальних обчислень, розділивши прихований шар та ефективні зміщення вихідних даних від контекстних входів. Розщеплення прихованого шару не погіршує точність мережі, а трифонемні моделі надаються лише в 2-3 рази повільніше, ніж монофонемні моделі.

2.5 Незалежність спікера

Незалежні від спікеру системи зазвичай роблять у 2-3 рази більше помилок, ніж системи, що залежать від них, просто тому, що між ораторами більша мінливість, ніж у межах однієї динаміки. Зазвичай ПММ вирішують цю проблему, просто збільшуючи кількість моделей, що залежать від контексту, сподіваючись на краще покриття змінних варіантів між ораторами. Гібридні мережі страждають від аналогічного розриву у продуктивності між залежністю та незалежністю від спікерів. Наприклад, Schmidbauer та Tebelskis, використовуючи гібрид на основі вектору навчання квантуванню (LVQ), отримали в середньому 14 % помилок на даних, що залежать від спікерів, проти 32%. Для гібридів NN-HMM було розроблено кілька методик, спрямованих на усунення цього розриву. Рисунок 2.4 [8] ілюструє базовий підхід навчання стандартної мережі за даними від спікерів (рис. 2.4, a) та з трьома іншими (рис. 2.4, б, в, д).
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Рисунок 2.4 – Чотири підходи моделювання спікеронезалежних систем

Перше вдосконалення (рис. 2.4, б) – це суміш моделей, залежних від спікерів, що нагадує парадигму суміші експертів. У цьому підході кілька мереж навчаються незалежно від даних різних ораторів, тоді як мережа "ідентифікатор спікера" навчається ідентифікувати відповідного оратора. 

Під час розпізнавання мова виступає паралельно всім мережам, а виходи мережі ідентифікатора спікера задають лінійну комбінацію мереж, що залежать від оратора, щоб отримати загальний результат. 
Цей підхід полегшує правильну класифікацію звуків, оскільки він відокремлює і, таким чином, зменшує перекриття дистрибутивів, що надходять від різних ораторів. Він також дає точність багатомовних звуків, близьку до точності систем, що залежать від спікера. Мінусом є недосконала ідентифікація спікера.

Ще одним способом підвищення точності незалежних від спікерів систем є зміщення мережі за допомогою додаткових входів, що характеризують спікера. (рис. 2.4, в). Додаткові входи визначаються автоматично з мови введення, отже, вони представляють собою якийсь кластер, до якого належить спікер. Ця методика покращує точність класифікації фонеми, розділяючи розподіли різних спікерів, зменшуючи їх накладення та, отже, їх сплутаність. Він має додаткову перевагу – дуже швидко адаптуватися до голосу нового оратора, як правило, потрібно лише кілька слів, а не кілька цілих речень.
Останній спосіб поліпшити точність – це нормалізація спікерів (рис. 2.4, д). У такому підході один спікер позначається як опорний, а система, що залежить від ораторів, підготовлена до високої точності в голосі; потім, щоб розпізнати мовлення нового оратору (скажімо, жінки), її акустичні кадри нейронною мережею відображаються у відповідні кадри у голосі опорного спікеру, які потім можуть подаватися у систему, що залежить від оратора [14].
2.6 Визначення слів

Безперервне розпізнавання мови зазвичай передбачає, що кожне вимовлене слово має бути правильно розпізнане. Однак є деякі програми, де насправді лише дуже мало слів-словників (так званих ключових слів) мають будь-яке значення, а решта вимови можна ігнорувати. Наприклад, система може запропонувати користувачеві запитання, а потім слухати лише слова "так" або "ні", які можуть бути вбудовані в довгу відповідь. Для таких програм може виявитися кориснішим розпізнавач слова, який слухає та позначає лише ці ключові слова, ніж повноцінна система безперервного розпізнавання мови. Нещодавно декілька дослідників розробили системи точкового спостереження, 
що включають як нейронні мережі, так і ПММ. Серед цих систем існували дві основні стратегії розгортання нейронної мережі:
· нейронна мережа може служити вторинною системою, яка переоцінює передбачувані звернення, ідентифіковані первинною системою ПММ. У цьому випадку архітектура мережі може бути досить простою, оскільки вже виявлений кандидат із ключових слів може бути нормалізований до встановленої тривалості для введення мережі;

· нейронна мережа може слугувати основним розпізнавачем слів. У цьому випадку архітектура мережі повинна бути більш складною, оскільки вона повинна автоматично перетворювати висловлювання під час сканування ключових слів.
Таким чином, моделі ПММ є найпоширенішими варіантами реалізації. 
2.7 Передбачувальні та класифікаційні мережі

Нейронні мережі можна навчити обчислювати плавні, нелінійні, непараметричні функції з будь-якого вхідного простору в будь-який вихідний простір. Загальні типи функцій – це прогнозування та класифікація, як показано на рисунку 2.5 [9]. У мережі прогнозування вхідними даними є кілька кадрів мови, а виходи – передбачення наступного кадру мови; за допомогою декількох мереж прогнозування, по одній для кожної фонеми, їх помилки передбачення можна порівняти, а найменша помилка передбачення вважається найкращою відповідністю для цього сегменту мови (рис. 2.6) [9]. Навпаки, в класифікаційній мережі вхідними даними є кілька кадрів мови, але результати безпосередньо класифікують мовленнєвий сегмент в один із заданих класів.
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Рисунок 2.5  – Мережі передбачування та класифікації

Для роботи із акустичними моделями використовують повнозв’язну прогнозну нейрону мережу (ППНМ). Вона розроблена для розпізнавання великого словника як ізольованих слів, так і для розпізнавання безперервного мовлення. Базується на моделях спільної фонеми, тобто моделях, які були пов’язані в різних контекстах. 
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Рисунок 2.6 – Принцип роботи мережі прогнозування

LPNN виконує розпізнавання фонеми за допомогою прогнозування. Мережа, показана як трикутник, приймає K суміжних кадрів мови (зазвичай K = 2), передає їх через прихований шар і намагається передбачити наступний кадр мови. Прогнозований кадр потім порівнюється з фактичним кадром. Якщо помилка невелика, мережа вважається хорошою моделлю для цього сегменту мови. Якщо можна було б навчити мережу робити точні прогнози лише під час сегментів, що відповідають фонемі /A/ (наприклад) та поганим прогнозуванням в інших місцях, то у нього був би ефективний розпізнавач фонеми /A/ в силу його контрасту з іншими моделями фонеми .
LPNN задовольняє цю умову за допомогою свого алгоритму навчання, так що ми отримуємо колекцію розпізнавачів фонеми з однією моделлю на фонему. LPNN - це гібрид NN-HMM, що означає, що акустичне моделювання виконується за допомогою прогностичних мереж, а тимчасове моделювання - HMM. 
LPNN – система, заснована на стані, така що кожна прогностична мережа відповідає стану в (авторегресивній) HMM. Як і в HMM, фонеми можна моделювати з більш тонкою деталізацією, використовуючи моделі субфонетичного стану. Зазвичай використовують три стани (мережі прогнозування) на фонему, як показано на наступних схемах. Також, як і в HMM, стани (мережі прогнозування) ієрархічно секвенуються у слова та речення, дотримуючись обмежень словника та граматики.
Класифікаційні мережі мають декілька позитивних властивостей:

· вони прості та інтуітивно зрозумілі;

· природно дискримінаційні;

· мають модульну конструкцію, тому їх можна легко комбінувати у більші системи;

· математично добре зрозумілі;

· мають ймовірнісну інтерпретацію, тому їх можна легко інтегрувати із статичними методами.

Існує багато способів розробити класифікаційну мережу для розпізнавання мовлення. Конструкції залежать від п'яти основних вимірів: архітектура мережі, представлення входу, моделі мовлення, процедура навчання та тестування. У кожному з цих вимірів слід розглянути багато питань. Одношаровий та багатошаровий перцептрон (рис. 2.7) [10].
[image: image48.png]class

speech
input

phonemes  phonemes

time
delays

phonemes  phonemes  phonemes

Single Layer Perceptrons

Multi-Layer Perceptrons




Рисунок 2.7 – Одношаровий та багатошаровий перцептрон

Багатошаровий персептрон асимтотично підготовлений як класифікатор 1 з N, використовуючи середню квадратичну помилку (СКП) або будь який подібний критерій, то його активація наближена до ймовірності класу P (клас|вхід), точність якого поліпшується з розміром навчального набору (рис. 2.8) [15].
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Рисунок 2.8 – Мережі із часовими затримками

2.8 Принципи побудови мережі

Будуючи нейрону мережу слід спершу врахувати, чи буде вона містити прихований шар. Мережа, яка не має прихованого шару (одношаровий персептрон) може утворювати лише області лінійного рішення, проте точність класифікації може досгти 100 %, якщо навчальний набір лінійно відокремленний. На відміну від цього, система, яка містить прихований шар (багатошаровий персептрон) може утворювати нелінійні області рішення, але завжди є невелика вірогідність, що система може застрягти в локальному мінімумі.

Вважається, що багатошаровий персептрон кращий, аніж одношаровий для розпізнавання мовлення, оскільки мова – це нелінійна область, а проблема локальних мінімумів у багатошарових мережах є незначною. Багатошарові системи мають перевагу у точності до 30%, таким чином прихований шар є дійсно корисним (рис. 2.9) [15]. 
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Рисунок 2.9 – Точність систем одношарового та багатошарового перцептрона 

Система з одним прихованим шаром здатна вирішувати задачі як і ті, котрі мають декілька прихованих шарів. А також із збільшенням кількості прихованих шарів збільшується час на навчання [16].

Іншим важливим параметром в архітектурі нейронної мережі є кількість прихованих нейронів, що прямо впливає на продуктивність багатошарової мережі. 

Чим більше прихованих нейронів містить у собі система, тим кращої точность вона може досягти під час навчання. Проте, якщо навчання буде тривати занадто довго, то точність буде меншою, так як деякі нейрони будуть відключатися. Оптимальну кількість можна підібрати експерементальним способом, роблячи висновки після кожного етапу навчання мережі (рис. 2.13) [16].
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Рисунок 2.10 – Графік залежності продуктивності мережі від кількості прихованих нейроннів

2.9 Розмір вікна введення

Точність слів системи покращується в залежності від контекстної чутливості її акустичних моделей. Один очевидний спосіб посилити чутливість контексту – показати акустичну модель не просто одного мовного кадру, а цілого вікна мовних кадрів, тобто поточного кадру плюс оточуючого контексту. Цей параметр, як правило, не доступний для ПММ, оскільки ПММ передбачає, що мовленнєві кадри взаємно незалежні, тому єдиний кадр, який має будь-яку актуальність, є поточним кадром. ПММ повинен замість цього покладатися на велику кількість залежних від контексту моделей (наприклад, трифонем), які навчаються на одиночних кадрах з відповідних контекстів.

Нейронна мережа, навпаки, може легко переглядати будь-яку кількість вхідних кадрів, так що навіть моделі, які не залежать від контексту, можуть бути довільно залежними. Це означає, що слід збільшити точність слова в мережі, просто збільшивши розмір вікна введення. Залежність чутливості контексту до покращення точності слова (рис. 2.11) [16].
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Рисунок 2.11 – Залежність чутливості контексту до покращення точності слова

На цьому графіку відображено залежність точності слова від розміру вікна введення від 1 до 9 кадрів мови (рис. 2.11). Даний графік показує, що точність отриманного слова зростає із розширенням вікна мови, доки не досягнута гранична величина. 

Розглянемо ієрархію затримок часу. У описаній вище системі затримки часу знаходилися між вхідним вікном та прихованим шаром. Однак це не єдина можлива конфігурація затримок часу у багатошаровій мережі. Часові затримки розподіляються ієрархічно, таке розташування дозволяє мережі формувати відповідну ієрархію детекторів функцій з детекторами на вищих шарах системи. Така можливість дозволяє мережі розвивати більш компактне представлення мови. 

Нейрона мережа із затримками часу відрізняється від багатошарових нейроних мереж не тільки своїм ієрархічними часовими затримками, але і тимчасовою інтеграцією активацій фонеми протягом декількох затримок часу.

Ленг та Вейбль стверджували, що тимчасова інтеграція робить часовий зсув нейронниї мереж із часовими затримками (TDNN) інваріантним, тобто TDNN здатні правильно класифікувати фонеми, навіть якщо вони погано сегментовані, оскільки детектори функцій TDNN тонко налаштовані на більш короткі сегменти, і це сприятиме загальній оцінці незалежно від того, де вони трапляються в межах фонетичного сегмента [17].
2.10 Функції активації для навчання нейронних мереж

Вибір функції активації може суттєво змінити продуктивність мережі. Лінійні функції передачі не є дуже корисними, оскільки декілька лінійних шарів лінійних функцій можуть бути згорнуті в одну лінійну функцію. Отже, їх рідко використовують, особливо нижче вихідного шару. На відміну від цього, нелінійні функції активації, які розбивають будь-який вхід у фіксований діапазон, набагато потужніші, тому їх використання очевидне (рис. 2.12) [14].

Сигмоїдна функція, яка має вихідний діапазон [0,1], традиційно використовується у якості функції активації «за замовчуванням» у нейронних мережах. Однак у неї є недолік, вона дає ненульову середню активацію, так що мережа повинна витрачати деякий час під час попередньої підготовки, корегуючи свої відхили у позитивний діапазон. Зараз широко визнано, що мережі навчаються найбільш ефективно, коли вони використовують симетричні активації (тобто в діапазоні [-1,1]) у всіх невихідних одиницях, отже, симетричні сигмоподібні або танг-функції часто мають перевагу над сигмоподібною функцією. Тим часом, функція softmax має особливу властивість: активації підсумовуються до 1 у будь-якому шарі, де вона застосовується. Це корисно у вихідному шарі класифікаційної мережі.
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Рисунок 2.12 – Популярні варіанти функцій активації

На наступному графіку можна побачити криву навчання із використанням різних функцій активації. Мережа тренувалася на 6300 навчальних реченнях, оновлюючи коефіцієнт ваги після кожного із них. Із графіку можна побачити, що використання на прихованому шарі симетричної функції дає кращий результат навчання, аніж із використанням сигмоїдальної.

Також слід зазначити, що із використанням функції активації softmax процесс навчання прискорюється, у порівнянні зі статичними функціями, хоча дуже великої різниці між ними немає (рис. 2.13) [12].
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Рисунок 2.13 – Результати навчання із використанням різних функцій активації

2.11 Вхідні данні для навчання нейронної мережі та їх нормалізація

Для реалізації системи розпізнавання мовлення, у якості вхідних даних, мова має бути представлена як послідовність кадрів. Ця послідовність є результатом деякого аналізу, до необробленої форми фонеми. Однак не існує еталоного типу вхідного сигналу, який дасть найкращий показник точності. Серед найпопулярніших типів є спектральні коефіцієнти (FFT), цепстральні коефіцієнти (CEP), коефіцієнти лінійного прогнозного кодування (LPC) та коефіцієнти лінійного прогнозування (PLP). Протестувавши ці типи вхідного сигналу із частотою 10 мсек отримали результати [16]: 
· FFT-16: 16 спектральних коефіцієнтів у точці на кадр. Ці коефіцієнти, отримані за допомогою швидкої трансформації Фур'є та являють собою дискретні частоти, розподілені лінійно в низькому діапазоні. Суміжні спектральні коефіцієнти взаємно співвідносяться, що може спростити завдання розпізнавання шаблонів для нейронної мережі. 
· FFT-32: 16 спектральних коефіцієнтів у точці між рамками кадру (t - 2) і (t +2). Додавання дельтової інформації робить явним те, що вже мається на увазі у вікні 16 кадрів FFT. Ця додаткова інформація несе корисну інформацію для системи;

· LDA-16: Стиснення FFT-32 до 16 найбільш значущих коефіцієнтів  за допомогою лінійного дискримінантного аналізу. Отримані коефіцієнти є некорельованими та візуально не інтерпретованими, але вони інформативні;

· PLP-26: 12 коефіцієнтів лінійного прогнозування, доповнених рамками кадру потужності і відмінності першого порядку цих 13 значень. Коефіцієнти PLP – це цепстральні коефіцієнти авторегресивної всеполюсної моделі спектру, спеціально підсиленої для підкреслення перцептивних особливостей. Ці коефіцієнти є некорельованими, тому їх не можна інтерпретувати візуально [17].

Також важливим етапом є нормалізація вхідних даних. Теоретично діапазон вхідних значень не повинен впливати на асимптотичну продуктивність мережі, оскільки мережа може навчитися компенсувати масштабовані входи із оберненою вагою, і вона може навчитися компенсувати зміщене середнє значення, регулюючи зміщення прихованих одиниць. Однак добре відомо, що мережі навчаються ефективніше, якщо їхні входи нормалізуються однаково, оскільки це допомагає мережі приділяти однакову увагу кожному входу. Більше того, мережа також навчається ефективніше, якщо входи нормалізуються симетрично навколо 0. При [-1…1] була досягнена точність у 75%, тоді як асиметрична система [0…1] досягла лише 42 %.

2.12 Особливості моделей мовлення

Продуктивність системи можна покращити, підвищивщи специфіку її мовленнєвих моделей. Існує багато способів підвищення специфіки мовленнєвих моделей, зокрема:

· збільшити кількість фонем, наприклад шляхом розбиття, фонеми та незалежної обробки в словнику;

· збільшити кількість станів на фонему, наприклад з 1 до 3 станів для однієї фонеми;

· залежність від контексту фонем, наприклад використання трифонем;

· моделювання варіацій вимовлення слів, наприклад включення в словник декількох варіантів вимов.

Оптимізація ступеня специфічності мовленнєвих моделей певної бази даних (БД) є процесом споживання часу і це не стосується конкретно нейронних мереж. 

Топологія фонем під час навчання зазвичай мала один стан на фонему, але іноді використовувалося до 3 станів на фонему з простим переходом зліва направо. Під час навчаня було застосовано 6300 навчальних речень із БД та 390 для перевірки точності системи зі 1-3 станами на фонему. На графіку можна побачити результати залежності точності системи від кількості станів на фонему (рис. 2.14) [17]. 

На покращення резульатів роботи системи також впливає гнучкість словника, де кожне слово має декілька варіантів вимови. Це забезбечує більшу точність розпізнавання фонем системою. Застосовуючи цю техніку можна побачити, що деякі слова мають дуже схоже вимовлення, тому система найчастіше може помилятися саме на них.

Для навчання мережі використовувався алгоритм зворотного розповсюдження похибки. Швидкість навчання є вирішальним параметром при навчані нейронної мережі. Якщо швидкість невисока, мережа буде навчатися дуже повільно, тим паче, що також є пряма залежність від розміру словника.

Проте, якщо швидкість навчання буде зависокою, то система може зіткнутися із проблемою падіння точності на виході, так як не зможе добре опрацювати данні. На оптимальну швидкість навчання можуть впливати багато факторів, тому швидкість навчання підбирається експерементальним шляхом (рис. 2.15) [17].
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Рисунок 2.14 – Графік відображення точності системи від кількості станів для фонеми

Наступне питання полягає у тому, як саме слід знижувати швидкість навчання для отримання оптимального значення. Задля цього слід узяти базову швидкість навчання, котра є високою, та геометрично зменшувати її за допомогою коефіцієнту менше 1, після кожної ітерації навчання. На графіку можна побачити результати отримані внаслідок корегування швидкості навчання за допомогою коефіцієнту, котрий варіюється від 0,5 до 1. Коефіцієнт 1, навпаки, призводить до занадто високого рівня навчання, тому система стає нестабільною. Найкращим результатом є середнє значення, яке дає достатньо часу для того, аби система вийшла із локальних мінімумів ще до того, як ефективність швидкості навчання зменшиться до 0 [10]. 

Коефіцієнт 0,5 дає найкращу точність навчання, але незабаром ця перевага втрачається, оскільки швидкість навчання скорочується дуже швидко, що система не може вийти із локальних мінімумів (рис. 2.15) [14].
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Рисунок 2.15 – Графік відображення залеження точності системи від швидкості навчання

Хоча геометричні коефіцієнти є корисними для виявлення швидкості навчання, цей підход все ж таки може бути не оптимальним, тому що неможливо знати точно, що система досягла пікової точності на цих вхіжних даних. Тому, слід розглянути змінення коефіцієнту за динамічним діапазоном. Тобто, починаючи з початкової швижкості навчання в першій ітерації, беруться результати оцінки точності системи. Потім у наступній ітерації система навчається лише на половині даних і знову береться оцінка точності системи. Порівнюючи ці два результати можна зробити висновок, чи є швидкість навчання для першої ітарації навчання більшою чи меншою за це значення. Після чого вдвічі збільшуємо чи зменшуємо найближчий рівень навчання і повторюємо спробу. Далі продовжуємо збільшувати чи зменшувати рівень навчання, таким чином, поки точність остаточно не погіршиться до порогового рівня.

Потім проводимо квадратичну інтерполяцію на кращій точці даних та її лівому і правому сусіді, щоб знайти показники навчання, між отриманими точками де, x = швидкість навчання, а y = точність (рис. 2.16) [11].
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Рисунок 2.16 – Пошук оптимальної швидкості навчання

На оптимальну швидкість навчання впливають щонайменше наступні фактори:

· величина навчального набору. Більший навчальний набір передбачає менші показники навчання у кожній ітерації (рис. 2.17) [18]. Це пов’язано із тим, що крива оптимальної швидкості навчання трохи зменшується після кожного змінення коефіцієнту ваги;

· нормалізація входів. Більш стандартне відхилення вхідних даних передбачає вищі темпи навчання, аби компенсувати факт, що приховані нейрони насичуються;

· функція активації;

· кількість нейронів на вхідному та прихованому шарі.  
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Рисунок 2.17 – Залежність точності системи від величини навчального набору

На швидкість навчання найменший вплив мають такі фактори, як: вхідне представлення, ієрархія затримок, кількість спікерів, мітки, які використовують під час навчання. Проте залишається не зрозумілим те, чи має великий вплив частота оновлення коефіцієнтів ваги або використаня різних критеріїв помилок.

2.13 Генденрна залежність

Розпізнавання мови не проста задача через перехресне накладання розподілення. Ця проблема посилюється у незалежній від оратора системі, оскільки кожен спікер має власні параметри голосу, тому фонетичний розподіл поширюється, збільшуючи накладання та сплутанність. Точність розпізнавання може бути підвищена, якщо реалізувати перехресне розподілення за допомогою окремої форми кластеризації. Простий спосіб вирішення цієї задачі у незалежній від оратора системі – це згрупування вхідних даних за гендерною приналежністю. 

Тобто можна навчити одну систему на даних де спікером є чоловік, а іншу – де жінка. Згодом це дасть змогу розпізнавати мовлення від будь-якого оратора, спершу класифікуючи її стать, а згодом застосувати гендерний класифікатор. Цей підхід є дуже атуальним, оскільки чоловіки та жінки мають суттєво різні голосові характеристики, тому їх дуже легко відрізнити. Нейронні мережі можуть визначати стать спікера із точністю від 98,3%. 

На рисунку 2.18 [18] показано ефективність мереж, одна з яких призначена лише для чоловіків, інша лише для жінок та остання гендерно-нейтральна мережа. Слід відзначити, що тестування на генедрно-залежній системі дало не дуже хороші результати. На системі, котра навчалася на чоловічих даних точність змогла сягнути 89%, проте на жіночій лише 61 %. Саме тому ідентифікування статі не є базовою задачею [12].
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Рисунок 2.18 – Точність гендерно-залежних систем

2.14 Рекурсивне маркування

Для підготовки мережі класифікатора потрібна фонетична мітка (цільовий клас) для кожного кадру в базі даних. Ці мітки можуть бути згенеровані будь-яким розпізнавачем мови, виконуючи вирівнювання Вітербі між кожним висловом та його відомою фонетичною вимовою, таким чином визначаючи відповідність між кадрами та станами. Якість міток, які надаються, впливатиме на отриману точність слова, тобто високоякісні мітки дадуть кращі результати, ніж неохайні мітки. По мірі того, як система навчається, вона стає здатною виробляти все кращі та якісніші мітки, навіть перевершити якість міток, які йшли із навчальним набором даних. Коли це станеться, систему можна вдосконалити, навчаючи її на цих рекурсивних мітках замість оригінальних міток. Цей цикл можна повторити до точки остаточної оптимальності.
Спроектована система спершу проходила навчання на мітках системи SRI’s DECIPHER. Після цього тренування відбувалось на мітках другого покоління, які отримали за допомогою вирівнбвання Вітербі. Згодом використали мітки для гендерного тренування та створили мітки третього покоління. З графіку (рис. 2.19) [13] видно, що з кожним поколінням міток система підвищувала якість навчання на 5-10 %.
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Рисунок 2.19 – Графік якості навчання в залежності від використання міток різного покоління

2.15 Висновки до 2 розділу 

У данному розділі було розглянуто питання классифікації мовлення. Опрацьовано особливості реалцізації та розпізнавання мовлення, розпізнавання слів. Біль детально був опрацьований процес навчання нейронних мереж, який охоплював питання націлене на реалізацію систем розпізнавання мовлення. Розглянуто вплив глобальної оптимізації та контекстної залежності на систему, розглянуто приклади стандартної реалізації.

Опрацьовано питання незалежності спікера та його гендерної приналежності, як це влпиває на точність системи. Розглянуто передбачувальні та класифікаційні мережі та принципи її побудови. Проведенно порівняння застосування різних варіантів функцій активації при реалізації системи та ширина вікна введення системи.

Вхідні данні та їх нормалізація є не менш важливим етапом, який був опрацьований у цьому розділі.

Були розглянуті особливості моделей мовлення та рекурсивне маркування.
3 РОЗРОБКА ІНТЕЛЕКТУАЛЬНОЇ СИСТЕМИ ТА ЕКСПЕРИМЕНТАЛЬНІ ДОСЛІДЖЕННЯ
3.1 Вибір мови програмування та бібліотек для вирішення задачі класифікації мовлення
Для вирішення задачі класифікації мовлення можна використовувати безліч інструментів. Для реалізації програмного забезпечення у якості мови програмування була обрана мова Python.

Python – це високорівнева інтерпретована об’єктно-орієнтована мова програмування із строгою динамічною типізацією.

Дана мова програмування має наступні переваги:

· зручний інструмент для розв’язання математичних задач;

· синтаксис;

· велика кількість сторонніх бібліотек;

· відкритий код.

Мова Python має велику кількість бібліотек, котрі дають більше можливостей для роботи з нейронними мережами для вирішення задачі розпізнавання мовлення. Найвідоміші із них Kaldi, PocketSphinx, SpeechRecognition, SpeechKit.

Раніше для роботи із нейронними мережами було потрібно будувати її архітектуру власноруч, зараз же можна використати готовий семпл, який має гарну швидкість роботи, та загострений на вирішення конкретно поставлених задач.

Такі готові каркаси систем мають деякі переваги над системами зробленими власноруч:

· підтримка популярних мов програмування;

· підтримка та постійний розвиток данних бібліотек;

· точність та ефективність;

· приклади вже реалізованих задач;

· велике ком’юніті;

· робота із графічними процесорами, що значно пришвидшує час необхідний для навчання мережі.

Для роботи була обрана бібліотека Kaldi – це набір інструменів для розпізнавання мовлення, який написаний на мові програмування C++ . У більшій мірі дана бібліотека призначена для вирішення задач розпізнавання мовлення. Однією із цілей Kaldi є сучасний та гнучкий програмний код, який можна легко розширити та доповнити власними напраціюваннями для вирішення нетипових задач [18].

Біблотека Kaldi надає наступні можливості:

· підтримка лінійної алегбри, включена матрична бібліотека, яка обертає стандартні процедури BLAS і LAPACK;

· розширювана конструкція, алгоритми написані найбільш універсальним способом;

· відкрита ліцензія, код знаходиться під ліцензією Apache 2.0, яка є однією із найменше обмежувальних ліцензій;

· повні гайди побудови систем розпізнавання мови, які працюють із великою кількістю баз данних.

Бібліотека Kaldi публічно доступна, може використовуватися для реалізації більшості систем, має високу гнучкість та дозволяє вносити зміни.

Також слід відзначити деякі особливості бібліотеки Kaldi:

· майже увесь код бібліотеки ретельно протестований, тому дуже надійний;

· бібліотека дуже проста для розуміння, незважаючи на те, що інструментів дуже велика кількість. Розробники намагалися зробити кожну частину коду зрозумілою;

· дуже легко повторно використовувати код бібліотеки та рефакторити його;
· зараз бібліотека має більшість скриптів для реалізації стандартних задач.

Інсталяція бібліотеки відбувається за допомогою сервісу Git. Для цього слід склонувати репозиторій за допомогою команди git clone https://github.com/kaldi-asr/kaldi. У склонованому репозиторії є файл інсталяції, який містить інструкцію до компіляції [19].

Разом із системою розпізнавання Kaldi надає велку кількість прикладів використання системи. Також слід відмітити те, що дана бібліотека дозволяє працювати у офлайн режимі із транскрипцією тексту та запуском .wav файлів.

Для розпізнавання .wav файлу є скрипт. До данного скрипта надається шлях до папки де лежить файл аудіо формату.

Таким чином, для реалізації інтелектуальної системи розпізнавання обрано бібліотеку Kaldi та мову програмування Python.
3.2 Вибір бази даних для навчання нейронної мережі

Для вирішення задачі класифікації мовлення на першому етапі слід обрати бібліотеку із даними для навчання. Для того аби мережа мала високу точність потрібна достатньо велика база даних для навчання. 

Для вирішення задачі класифікації мовлення була використана бібліотека TIMIT. Ця бібліотека була розроблена для надання мовленнєвих даних для отримання акустично-фонетичних знань та для розробки та оцінки систем автоматичного розпізнавання мовлення. 

TIMIT – бібліотека, яка була розроблена для науково-дослідницьких проектів в галузі оборони та управління інформаційних наук і технологій. Бібліотека містить загалом 6300 висловлювань, 10 речень які вимовляє кожен з 630 мовців, із 8 діалектних регіонів США. 70% спікерів – це чоловіки, решта – жінки. Усі фонеми записані у форматі .wav, також є три пов’язаних файли транскрипції (.txt, .wrd, .phn). Ці асоційовані файли мають вигляд [20]:

<BEGIN_SAMPLE> <END_SAMPLE > <TEXT> < new-line >

<BEGIN_SAMPLE > < ENDSAMPLE> <TEXT> < new-line>

where,

BEGINSAMPLE : = = The beginning integer sample number for the segment

(Note: the first BEGIN SAMPLE of each .txt and .phn file is always 0)

ENDSAMPLE : = = The ending integer sample number for the segment

(Note: the last END SAMPLE in each transcription file may be less than theactual last sample in the corresponding .wav file)

TEXT : = = < ORTHOGRAPHY> | < WORD_LABEL> | < PHONETIC_LABEL>

where,

ORTHOGRAPHY : = = Complete orthographic text transcription

WORD LABEL : = = Single word from the orthography

PHONETIC LABEL : = = Single phonetic transcription code

(See Section 4.3 for a description of the phone codes.)
Фонеми оцифровані зі швидкістю 20 кГц, з фільтром злагодження 10 кГц. Після цього фонеми відфільтровувалися та зменшувалися до 16 кГц. Кожна із фонем має мітку. Ці мітки представлють дещо проміжний рівень інформації між фонематичним та акустчним.

3.3 Архітектура та параметри нейронної мережі

Для навчання мережі був використанний фреймворк RNNLM (recurrent neural network language models).

РНМ (рекуренті нейронні мережі) – це клас штучних нейронних мереж, з’єднання між вузлами яких утворюють граф, орієнтований у часі. Це створює внутрішній стан мережі, що дозволяє їй проявляти динамічну поведінку в часі. На відміну від нейронних мереж прямого поширення, РНМ можуть використовувати свою внутрішню пам'ять для обробки довільних послідовностей входів. Це робить їх застосовними до таких задач, як розпізнавання несегментованого неперервного рукописного тексту та розпізнавання мовлення (рис. 3.1).
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Рисунок 3.1 – Архітектура рекурентної моделі нейронної мережі

Рекуренті моделі нейронних мереж, вхідний шар яких використовує 1-з-N представлення попереднього слова, котре об’єднане із попереднім станом прихованого шару s(t), із використанням сигмоїдільної функції активації. Вихідний шар y(t) має однакову розмірність із w(t). Навчання відбувається за алгоритмом стохастичного градієнту.

Стандартний метод називається зворотне поширення в часі (ЗПЧ) і є узагальненням зворотного поширення для мереж прямого поширення. Обчислювально більш витратний інтерактивний варіант називається рекурентне навчання в реальному часі (РНРЧ), і є зразком автоматичного диференціювання в режимі послідовного накопичення зі складеними векторами тангенсів. На відміну від ЗПЧ, цей алгоритм є локальним в часі, але не локальним у просторі.
В цьому контексті локальний у просторі означає, що вектор коефіцієнту ваги вузла може бути уточнено лише із застосуванням інформації, що зберігається в з'єднаних вузлах та самому вузлі, так що складність уточнення одного вузла є лінійною по відношенню до розмірності вектору коефіцієнту ваги. Локальний в часі означає, що уточнення відбуваються неперервно і залежать лише від найнещодавнішого такту, а не від декількох тактів у межах заданого проміжку часу, як у ЗПЧ. Біологічні нейронні мережі видаються локальними, як у часі, так і в просторі [21].
Отримання коефіцієнтів ваги у нейронній мережі можливо моделювати як нелінійну задачу глобальної оптимізації. Цільову функцію для оцінки пристосованості або похибки певного вагового вектора може бути сформовано таким чином: спершу ваги в мережі встановлюються відповідно до цього вагового вектора. Далі, мережа оцінюється за тренувальною послідовністю. Як правило, для представлення похибки поточного вагового вектора використовують суму квадратів різниць між передбаченнями та цільовими значеннями, вказаними в тренувальній послідовності. Потім для мінімізації цієї цільової функції може бути застосовано довільні методики глобальної оптимізації [13].

3.4 Блок схема алгоритму роботи програмного забезпечення

З блок-схемою алгоритму роботи програми ви можете ознайомитися на рис. 3.2.
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Рисунок 3.2 – Блок схема роботи програми

3.5 Створення програмного забезпечення для вирішення задачі класифікації фонем із використанням нейронної мережі

Програма для вирішення задачі використовує рекурентну нейронну мережу. Для написання програми використовується бібліотека Kaldi (з повним кодом програми можна ознайомитися у Додатку А).

Програма декомпозована на декілька блоків, кожний з яких відповідає за окрмей функціонал.

Структура проекта має наступний вигляд (рис. 3.3).
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Рисунок 3.3. – Структура проекту

Першим кроком у написанні програми є імпорт бібліотек (рис. 3.4).
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Рисунок 3.4 – Імпорт бібліотек та пакетів

У якості акустичної моделі використовується модель alphacep. При необхідності є можливість використовувати свою кастомну модель. Для цього слід лише замінити файли у корні /model.

Після імпорту бібліотек треба реалізувати функцію старту розпізнавання мовлення (рис. 3.5).

У цій функції ініціалізуються змінні для роботи із фонемами у форматі .wav [22].

Для зручності також була написана функція логгер, котра допомагає ловити помилки у роботі програми, та якщо не вдалося отримати фонему на вхід нейронної мережі (рис. 3.6).
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Рисунок 3.5 – Функція старту розпізнавання мовлення

[image: image69.png]def terminate_pipeline(is_error, message):
if ds_error:
LOGGER. error (message)
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delete_folder (temp)
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Рисунок 3.6 – Функція логгер для роботи із помилками
Уся програма побудована із використанням обробки помилок за домогою синтаксису try…catch. Після отримання программою файлів з фонемами відбувається запуск сегментації файлу. Якщо сегментація файлу не відбувається, то у термінал виводиться відвоповідне повідомлення та система намагається отримати сегменти. Якщо сегменти отримати не вдалося, то виводиться повідомлення та припиняється робота програми  (рис. 3.7).
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Рисунок 3.7 – Блок коду для сегментації файлу

Після проведення сегментації проводиться розпізнавання файлу за допомогою recognizer та transcriptions. У разі невдачі виводиться повідомлення та програма припиняє роботу (рис. 3.8).
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Рисунок 3.8 – Блок коду для розпізнавання файлу

Після розпізнавання файлу слід сформувати субтитри для файлів фонем (рис. 3.9).
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Рисунок 3.9 – Блок коду для формування субтитрів для фонем
Після закінчення процедури формування субтитрів слід провести процедуру транскрибації для файлів фонеми (рис. 3.10).
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Рисунок 3.10 – Запуск парсингу транскрибації фонем

Також була реалізована функція видалення файлу фонеми, після закінчення роботи із ним (рис. 3.11).
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Рисунок 3.11 – Запуск видалення файлу

Після підготовчих дій із фонемами йде основний блок програми із запуском процедури розпізнавання мовлення. Прописуються шляхи до фонем, файлу моделі, загального графу, текстового файлу, конфігураційного файлу розпізнавання та векторного екстратору, шлях до файлу моделі, конфігураційного файлу та апостеріорних вірогідностей сегментації і т.д. (рис. 3.12) [22].
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e )
parser.add_argunent ('-r-
sexToproro skcTpakTopa')

, '--rec_iconf', help='llyrs x .CONF KoHgurypaumorromy Gaiiny

parser.add_argument('~sm', '--segn_model', help='llyrs x .RAW gaiiny mogenn
cermenTaunn')

parser.add_argument('~sc', '--segn_conf', help='llyrs  .CONF xonpurypaymonsony daiiny
cermenTaunn')

parser.add_argument('~sp', '--segn_post', help='llyrs x .VEC gaiiny anoctepnoprsx

seposTHocTed cermenTayn')
parser.add_argument('~p', '--processes', default=None, type=int, hel,
Rpoycccos pam obpaGoTkm daiinos')

parser.add_argument('~1', '~-log', dest='log', action='store_true', help:
peaynsTar pacnosnasanus')

parser.add_argument('~dw', '--delete wav', dest='delete wav', action='store_true',
help='Yganare WAV daiinu mocne pacmosnasanmns')
parser.add_argument('~t', '~-time', default-None, type:
ouepepHsM cranMposannem pupeKTOpUN © cexyngax')
parser.add_argument('~d', '--delta’, default=None, type=int, help='flensra,
supeprnoacuan go sTennn daiina s manyTax')

Konuuectso

Noruposats

int, help='Mlaysa nepeq





Рисунок 3.12 – Блок коду із запуском розпізнавання мовлення

Далі слід пропарсити аргументи та підготувати данні (рис.3.13).

[image: image76.png]args = parser.parse_args()

WAV_DIR = Path(args.wav)
OUTPUT DIR = Path(args.output)

REC_MODEL = args. rec_model or 'model/final.mdl’
REC_GRAPH = args.rec_graph or 'model/HCLG. fst'
REC_WORDS = args.rec_words or 'model/words. txt'

REC_CONF = args.rec_conf or 'model/conf/mfcc.conf'
REC_ICONF = args.rec_iconf or 'model/conf/ivector_extractor.conf'
SEGM_MODEL = args.segn_model or 'model/final.raw'

SEGM_CONF = args.segm_conf or 'model/conf/mfcc_hires.conf'

SEGM_POST = args.segn_post or 'model/conf/post_output.vec'
PROCESSES = args.processes or cpu_count()

15_L0G = args.log

IS_DELETE WAV = args.delete_wav

SLEEP_TIME - args.time

DELTA_TIME = args.delta

prep = data_preparator.DataPreparator (args.wav, str(OUTPUT_DIR), args.log)
L0G_DIR, TEMP_DIR, ASS_DIR, ERROR DIR = prep.create_directories()




Рисунок 3.13 – Парсинг та підготовка даних

Останній блок програми є створення результуючого файлу (рис. 3.14).

Детально розглянути функції data_preparator, recognizer, segmenter, transcriptions_parser, utils можна у Додатку Б. Ці функції були реалізовані окремими блоками, що надало системі високої гнучкості.

[image: image77.png]while True
wavs = glob.glob(str(WAV_DIR / '+.wav'))
4f DELTA_TIME:

wavs = [wav for wav in wavs if time.tine() - os.path.getmtie(wav) >
DELTA_TIME » 601

1f wavs
print("O6mapyxeno {} .WAV gaiinos" . fornat(len(wavs)))
if IS_L0G:
try:
Tog_name = str(LOG_DIR / str(time.strftine('sYsnsd-sHulss') +
' Tog"))
LOGGER = create_logger('logger', 'file', logging.DEBUG, log_name)
excep
raise Exception("He yaanoce cosgate nor—gaiin")

else:
LOGGER

create_logger ('logger', 'strean’, logging.INFO)

try:
€SV = str(OUTPUTDIR / str('transcriptions_' + time.strftime('%Vsinsd-
sHeEMES') + '.csv'))
with open(CSV, 'w') as f:
writer = csv.writer(f)
writer.writerow(['Audio File', 'Start', 'End', 'Name', 'Text'l)
except:
raise Exception("He ypanoce cospats pesynsTupyounii .CSV-gaiin

wavs = prep. renane_wav (wavs)

pool = Pool (PROCESSES)
LOGGER. info ("3anycx pacnosnasanua peun
LOGGER. debug("Konmectao npoyeccos: {}" . format (PROCESSES))

for _ in tqdm(pool.imap(start_pipeline, wavs), total-len(wavs)):
pass

A0

pool.join()

LOGGER. info("3ascpucnne pacnosnasanns pewn’)

i SLEEP_TINE:
print("MomuTopuar gupextopuu c WAV Gaiinam...")
tine.sleep(SLEEP_TIME)

else:
break




Рисунок 3.14 – Блок коду для створення результуючого файлу роботу із фонемами

3.6 Результати експеремнтального дослідження та порівняння з аналогами
Реалізована система має існуючі аналоги, які реалізовані за схожим принципом та можуть виконувати подібні задачі. 
Дана система реалізована із використанням максимальної гнучкості системи задля того, аби її можна було дуже легко адаптувати для вирішення поставленної задачі. У порівнянні із системою Speech Recognition від Google, реалізована система не потребує постійного підключення до мережі Інтеренет. Автономна робота системи розпізнавання голосових команд має перевагу у менших вимогах для роботи із нею. Проте також є і мінус у данному варіанті реалізації. Система Speech Recognition завдяки постійному з’єднанню із мережею Інтернет використовує хмарні технології. Це позитивно сказується на швидкості роботи системи, легшій адаптації, яка потребує у рази менше часу, щоб переналаштувати систему, так як не потребує потворного навчання. Також слід підмитити те, що система від Google має змогу до постійного навчання за рахунок попвнення бази даних. Маючи великі потужності та хмарні технології система може навчатися у режимі реального часу та злегкістю адаптуватися під нового спікера.
Реалізована система має лише один прихований шар, який є достатнім для вирішення невеликого спектру задач цієї системи. Збільшення кількості прихованих шарів збільшує також і час на навчання мережі. При цьому аналогічна система використовує потужності хмарних технологій і переналаштування системи відбувається миттєво.

Точність розробленної системи сягнула 84,4 % при навчанні системи протягом 10 епох. Система Speech Recognition показує результат точності у 96,8 %. Можна зробити висновок, що використання хмарних технологій може принести системі більшу точність та швидкість роботи, проте накладе на наї деякі обмеження у сферах використання. 
У порівнянні із аналогічною системою PocketSphinx, яка також є автономною та не використовує хмарних технолій, котрі притаманні системі Speech Recognition, реалізована система показала кращий результат. Точність системи PocketSphinx досягнула лише 79,2 % при аналогічниїх параметрах при навчанні системи. Це, насамперед, пов’язано із використанням різних топологій нейронних мереж.

Також слід відмітити те, що системи великих корпорацій, таких як Microsoft. Google та Yandex потребують ліцензування, а весь програмний код є недоступним. У тей час як використання бібліотеки Kaldi довзоляє використовувати систему згідно ліцензії Apache 2.0, що не накладає на неї майже ніяких обмежень. 
Реалізована система показала гарний результат точності при використанні бібліотеки Kaldi.
3.7 Виробнича санітарія у комп’ютерній лабораторії

Роботи у приміщенні виконуються сидячи і не потребують систематичного фізичного навантаження. Робота відноситься до категорії легка Іа (енерговитрати до 120 ккал/г). Для створення нормальних умов праці встановленні наступні норми мікроклімату, у відповідності з ДСН 3.3.6.042-99, приведені в таблиці 3.1.

Таблица 3.1 – Оптимальні параметри мікроклімату
	Пора року
	Температура повітря, ºС
	Відносна вологість повітря, %
	Швидкість руху повітря, м/с

	Холодне
	22-24
	40-60
	до 0,1

	Тепле
	23-25
	40-60
	до 0,1


На мікроклімат впливають такі джерела тепла: ЕОМ, люди, які знаходяться у приміщенні, штучне освітлення, сонячна радіація, тепло, яке передається через стіни. Аналізуючи нормативні та фактичні значення мікроклімату, можна сказати, що температура повітря перевищує допустимі значення. Забезпечення умов, наведених у таблиці 3.1, у теплу пору року здійснюється за допомогою приточної вентиляції (встановлюються кондиціонери); у холодну пору та перехідний період – за допомогою вентиляції та отеплення, передбачується також природна вентиляція.

При проектуванні штучного освітлення у приміщеннях, слід керуватися вимогами ДНБ В.2.5-28-2006. Згідно тому, що у нашому приміщенні характеристика роботи зору можна віднести до високої точності, третього розряду, контраст об’єкту із фоном середній, характеристика фону – середня, загальна освітленість не має перевищувати 200 лк. Штучне освітлення у неробочій поверхні, при відносній тривалості роботи зору у напрямі на робочу поверхню становить не менше 70%, освітленість відповідає 300 лк.

У випадку перевищення рівня звукового тиску у приміщенні, у порівнянні з нормами ДСН 3.3.6.037-99, приймаються міри для покращення шумового режиму: екранування, облицювання стін звукопоглинаючим матеріалом. Санітарні норми розповсюджуються на шум, інфразвук та ультразвук. Ці норми відповідають за класифікацію виробничих акустичних коливань, методи гігієнічної оцінки виробничого шуму, вимоги до вимірювань на робочих місцях, а також параметри, які нормуються та їх допустимі величини.

Розрахунок кондиціювання. Ціль розрахунків ​– вибір кондиціонеру, який забезпечить оптимальні значення мікрокліматичних параметрів у приміщені.

Спочатку необхідно визначити спільне виділення теплоти у приміщенні:
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де 
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–  тепло, яке виділяється обладнанням;
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де 
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 –  сумарна потужність встановленого обладнання, 
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де 
[image: image93.wmf]n

 – кількість людей у приміщенні, 
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 – кількість тепла, яке виділяється однією людиною, 
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де 
[image: image99.wmf]q

 – теплопровідність, 
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(3.8)
де 
[image: image107.wmf]c

n

 – питома кількість тепло, одержуваного через одиницю площі вікна, 
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 – коефіцієнт виправлення, залежить від географічної смуги, для Харкова
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 – площа усіх вікон, 
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[image: image113.wmf]k

 – коефіцієнт, який враховує зменшення сонячної радіації за рахунок застосування затемнення, 
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Необхідний повітряобмін:
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(3.12)
де с – питома теплоємність повітря при постійному тиску,
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р – питома вага повітря у приміщенні, кг/м3 (при нормальних умовах 1,29 кг/м3);
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Необхідна продуктивність по холоду буде дорівнювати:
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 (3.14)
де 
[image: image126.wmf]нар
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 – зовнішня температура, 
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 (3.15)
За отриманим значення обираємо кондиціонер із списку існуючого обладнання.
3.8  Висновки до 3 розділу

У даному розділі було розроблено програмне забезпечення для розпізнавання мовлення. У якості мови програмування була обрана мова Python, система реалізовувалася на базі бібліотеки Kaldi. У якості даних для навчання системи було використано бібліотеку TIMIT, яка має достатню кількість даних для навчання системи та отримання гарного результату точності системи.
У якості топології було обрано рекурентну нейронну мережу, розроблено блок схему роботи програмного забезпечення. 

На першому етапі було створено структуру програмного забезпечення. Програма будувалася із ідеєю максимальної декомпозиції та високої стресостійкості. Ітеративним методом були підібрані параметри навчання нейронної мережі, аби система досягла гарного відсотку точності. Проведено порівняння реалізованої системи із існуючими аналогами.

Розглянуто питання виробничої санітарії у комп’ютерній лабораторії.
ЗАГАЛЬНІ ВИСНОВКИ

Для реалізації системи розпізнавання голосових команд на базі нейронної мережі було проаналізовано вплив варіанту архітектури нейронної мережі на точність системи. Під час тестового навчання система на базі одношарового перцептрона досягла точності лишу 58 %, що є неприйнтним результатом. Тому було вирішенно використовувати архітектуру багатошарового перцептрону, котрий має прихований шар. Така система при тестовому навчанні відразу показала підвищення точності та сягла 81 %. Був побудований графік залежності кількості нейронів на призованому шарі системи та її точності.  

Далі було проаналізовано різноманітні варіанти функцій активації. При використанні сигмоїдальної функції активації. Сигмоїдальна функція активації із діапазоном [0,1] (асиметрична) показала не дуже прийнятний резульат. Також було проаналізовано функції softmax, симетричну сигмоїдальну функцію та танг-функцію. Було побудовано графік із відображенням впливу використання різноманітних функцій активації на точність системи. Найкращий реузльтат показала танг-функція, досягнувши 83 %.

Після цього було розглянуто вплив різноманітних факторів на точність роботи системи, це : кількість станів для кожної фонеми, швидкість навчання, величина навчального набору, гендерна залежність, мітки для навчання системи.
Для реалізації системи розпізнавання голосових команд на базі нейронних мереж було обрано мову програмування Python та бібліотеку Kaldi. Система була реалізована із ідеєю максимальної декомпозиції, що дає змогу швидко адаптувати її.  Під час навчання ітеративним методом було підібрано параметри, такі як: швидкість навчання, яка склала 10 епох, кількість прихованих шарів – один, топологія нейронної мережі – рекурентна та функція активації – танг-функція. Проведено аналіз із існуючими системами голосових команд. Точність реалізованої системи – 84,4 %.
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