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Интеллектуальный анализ данных (data mining) – это процесс нахождения заранее неизвестных и потенциально интересных образов и отношений в больших базах данных [8]. В настоящее время архивы данных быстро растут и содержат огромное количество данных из коммерческих, научных и других областей. Возможности в сборе и хранении всех типов данных превосходят возможности в анализе, резюмировании и извлечении знаний из данных. В последнее время большое количество методов анализа данных было разработано для извлечения знаний из больших баз данных. Во многих случаях приходится решать задачу оценки и выбора самого подходящего метода или группы методов. Эта статья рассматривает проблему оценки и выбора классификаторов, как одних из самых распространенных методов анализа данных. В течение последних нескольких лет для различных практических задач исследователи в областях машинного обучения, распознавания образов и статистики стараются объединить усилия в изучении создания и объединения множества классификаторов. Основная цель интеграции нескольких классификаторов – получить более точное предсказание, чем может быть получено от каждого классификатора в отдельности. Для различных практических задач было показано, что интеграция множества классификаторов может дать точность большую, чем наилучший базовый классификатор. Основной вопрос рассматриваемой задачи – решить, какие модели выбрать для предсказания, или как объединить результаты классификаторов. Различные подходы к интеграции классификаторов рассмотрены в [1 - 6].

Рассмотрим постановку задачи интеграции нескольких классификаторов. Предположим, заданы обучающая выборка T и множество классификаторов C. Обучающая выборка T – это множество 
[image: image10.bmp], где n – число обучающих примеров, xi – i-й обучающий пример, представленный как вектор атрибутов 
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 (значения атрибутов числовые, номинальные или символьные), и 
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 – действительный класс i-го примера, где k – общее число классов. Множество классификаторов –
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 где m – число имеющихся классификаторов (называемых далее базовыми классификаторами). Каждый базовый классификатор или получен с помощью некоторого обучающего алгоритма, или создан вручную, используя некоторые эвристические знания. Новый пример x* – присвоение значений вектору атрибутов 
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. Задача интеграции классификаторов заключается в оптимальном использовании заданного множества классификаторов 
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 для классифицирования каждого нового примера наилучшим образом.

В последних исследовательских работах для интеграции множества классификаторов используются два основных подхода. Один рассматривает объединение результатов базовых классификаторов, тогда как другой – выбор наилучшего классификатора для анализа данных. В последнее время были предложены несколько эффективных методов объединения результатов базовых классификаторов. Это объединение классификаторов по схеме стекирования (стекового обобщения) [1], метод “SCANN“, основанный на анализе соответствий и правиле ближайших соседей [5], объединение минимальных классификаторов по ближайшим соседям [6] и т.д. Все эти подходы основаны на схеме стекового обобщения, предложенной Волпертом в [1].

Несколько эффективных подходов были также недавно предложены для выбора наилучшего классификатора. Один из самых популярных и наиболее простых методов выбора классификаторов –большинство перекрестной проверки, БПП [4]. В БПП точность перекрестной проверки каждого классификатора оценивается на обучающих данных, и выбирается классификатор с наибольшей точностью. В случае равных точностей используется голосование классификаторов с наибольшей точностью. Более сложными подходами к выбору классификаторов, например, являются обучение мета-уровневых классификаторов (‘судей’), которые предсказывают точность каждого из базовых классификаторов [4]; предсказание локальной точности классификаторов по их точности в похожих примерах [3]. Множество известных методов выбора классификаторов может быть разбито на два подмножества: статического и динамического выбора. Статические методы предлагают один “лучший” классификатор для всего пространства данных, тогда как выбор динамическими методами зависит от каждого нового анализируемого примера. БПП – это пример статического метода, тогда как другие рассмотренные выше методы выбора классификаторов и предлагаемый в этой статье метод являются динамическими.

Рассмотрим новый вариант метода выбора классификаторов с помощью перекрестных проверок, который использует метрику для локальной оценки ошибок различных базовых классификаторов. Вместо объединения результатов различных классификаторов или выбора одного классификатора для всех данных предлагается выбирать подходящий классификатор динамически для каждого нового поступившего примера. Основной задачей предлагаемого метода является использование каждого базового классификатора только в той подобласти, в которой он является достаточно надежным, и, таким образом, общие результаты могут быть значительно лучше, чем при выборе отдельного наилучшего классификатора.

Предлагаемый метод состоит из двух этапов, как и стековое обобщение. На этапе обучения формируется и запоминается (стекируется) матрица производительности. Она содержит информацию о производительности каждого из базовых классификаторов на каждом обучающем примере. На втором этапе, этапе применения, объединяющий классификатор (классификатор по взвешенным ближайшим соседям) используется для предсказания производительности каждого из базовых классификаторов на новом примере. В этом методе для конечной классификации используется только классификатор с наилучшей предсказанной производительностью. В случае равенства производительностей используется классификатор с наименьшим порядковым номером (базовые классификаторы заранее упорядочиваются).

В [2, 3] метод скользящего экзамена [6, 7] был использован для вычисления ошибок базовых классификаторов на обучающей выборке. Метод скользящего экзамена очень трудоемок. В [2, 3] он был применен вместе с несколькими методами предварительной обработки данных (методом главных компонент и другими), что сократило время, требуемое на скользящий экзамен. В случаях, когда обучающая выборка содержит много обучающих примеров с большим количеством атрибутов, более целесообразно использовать метод перекрестной проверки [7].

Вместо алгоритма генерации деревьев решений C4.5, использованного в [4] для предсказания ошибок базовых классификаторов, предлагается использовать классификацию по взвешенным ближайшим соседям [14]. Классификация по ближайшим соседям упрощает этап обучения составного классификатора. Составной классификатор, который использует классификацию по ближайшим соседям, не требует обучения m судей (метауровневых классификаторов), как в [4]. На этапе обучения необходимо только вычислить матрицу производительности базовых классификаторов. На этапе применения среди обучающих примеров находятся ближайшие соседи нового примера, и соответствующие производительности базовых классификаторов используются для предсказания производительности каждого из базовых классификаторов. В этом вычислении суммируются соответствующие показатели производительности классификаторов, используя веса, которые зависят от расстояния между новым примером и его ближайшими соседями.

Использование классификации по ближайшим соседям как мета-уровневого классификатора основано на предположении, что каждый классификатор имеет определенные подобласти в пространстве признаков, где он является более надежным, чем другие. Это предположение подтверждается наблюдениями, что базовые классификаторы обычно хорошо работают не в отдельных точках предметного пространства, а в определенных областях пространства. Производительность классификатора обычно изменяется постепенно при переходе от одного примера к другому близлежащему примеру. Таким образом, если классификатор не работает хорошо на примерах-“соседях” нового примера, то очень вероятно, что он не будет хорошо работать и на новом примере. Конечно, обучающая выборка должна быть представительной, чтобы это утверждение было достаточно правомерным.

Для оценки предлагаемого метода динамического выбора классификаторов (ДВК) было проведено измерение его точности предсказания на тестовых данных, а его точность была сравнена с такими хорошо известными и широко используемыми алгоритмами интеграции множества классификаторов, как голосование (Голос) и большинство перекрестной проверки (БПП)[4] на базах данных заболеваний печени и сердечных болезней из архива машинного обучения Университета Калифорнии в Ирвине [9]. В качестве базовых были использованы три классификатора [7]: дискриминантная адаптивная классификация по ближайшим соседям, классификация по к ближайшим соседям и линейный дискриминантный анализ. База данных заболеваний печени содержит 345 примеров по 7 числовых атрибутов, а база данных сердечных болезней – 270 примеров по 13 атрибутов [9]. Обе базы данных не содержат пропущенных значений.

Для оценки предложенного метода и построения графиков обучения было проведено несколько испытаний со случайно выбранными тестовыми и обучающими выборками. Рис. 1 и рис. 2 показывают соответствующие результаты описанных выше экспериментов. В целом, точность предсказания динамического выбора выше, чем голосования, и голосования, чем большинства перекрестной проверки. Затраченное время было значительно меньше у динамического выбора, потому что предлагаемый метод использовал более простой и более быстрый метод, где это было возможно. Результаты этих сравнений показывают, что предложенный метод динамического выбора часто дает более точные результаты, чем два других метода, и сокращает требования ко времени этапа применения. Однако, дальнейшие исследования необходимы для сравнения предложенного метода с другими на реальных задачах с большими базами данных. Предложенный метод может легко быть расширен, чтобы учитывать другие критерии производительности классификаторов в будущем.
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Рис. 1
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Рис. 2
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