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РЕФЕРАТ
Пояснювальна записка атестаційної роботи: 102 с., 31 рис., 4 табл.,  2 дод., 43 джерела.

ШТУЧНА НЕЙРОННА МЕРЕЖА, RGB, АЛГОРИТМ РОЮ ЧАСТОК, ЕВРИСТИЧНИЙ АЛГОРИТМ.

Метою роботи є розробка програмних засобів ідентифікації даних, зокрема зображень, з використанням нейромережевих технологій.

Розроблені програмні засоби ідентифікації даних на зображеннях з використанням нейромережевих технологій. Проаналізовано методи та алгоритми попередньої обробки зображення, що дозволяє отримувати бінарні зображення. У ході виконання атестаційної роботи досліджені методи та алгоритми розпізнавання зображень за допомогою штучних нейронних мереж.
ABSTRACT

 FORMDROPDOWN 
: 102 pages, 31 figures, 4 tables, 2 appendices, 43 sources.

ARTIFICIAL NEURAL NETWORK, RGB, ALGORITHM, ROUGH SCALE, ERISTIC ALGORITHM.

The purpose of attestation work is the development of software of identification of data on images using neural networks.
Developed software for identifying data on images using neural network technologies. The methods and algorithms of pre-processing of the image are analyzed, allowing to receive binary images. In the course of performance of attestation work methods and algorithms of image recognition using artificial neural networks are investigated. 
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ШНМ – штучна нейронна мережа
МРЧ (англ. PSO – Particle swarm optimization) – метод рою частинок 
ММРЧ – модифікований метод рою частинок 
МЗПП – метод зворотнього поширення помилки (англ. backpropagation) ADALINE – адаптивні лінійні eлементи  
ФА – функція активації  

ЦФ – цільова функція – функція, що оптимізується.
ВСТУП

Дана атестаційна робота присвячена розробці і дослідженню програмного забезпечення для розпізнавання і аналізу об'єктів на зображенні за допомогою нейронних мереж. Розпізнавання об'єктів на зображенні - це одна з областей комп'ютерного зору. Обробка зображень являє собою область комп'ютерної графіки, що досліджує завдання, в яких і вхідні і вихідні дані є зображеннями. Комп'ютерне зір - прикордонна частина знань про отримання зображення, обробці, класифікації та розпізнаванні [1]. Є важливі області застосування систем розпізнавання і аналізу зображення. Це, наприклад, робота з медичними зображеннями: створення програмних систем, які можуть покращувати якість зображень, виявляти на них важливі моменти або події або візуалізувати інформацію, отриману з зображень. Інша важлива область - системи технічного контролю, коли по зображеннях об'єктів визначається, чи відповідають об'єкти їх специфікаціям. Третя сфера застосування систем розпізнавання зображень - обробка та інтерпретація фотографій, зроблених із супутника, як у військових цілях (наприклад, може знадобитися програма, що виявляє цікаві, з військової точки зору, події в зазначеному регіоні або визначальна шкоду, завдану в результаті бомбардування), так і в цивільних (який урожай кукурудзи буде в цьому році, скільки залишилося тропічних лісів і т.п.). Четверта область - це оптичне розпізнавання символів (OCR) (наприклад, система розпізнавання номерних знаків автомобілів або система розпізнавання друкованих документів).

Комп'ютерний зір зараз знаходиться в особливій точці свого розвитку. Ця область прикладної науки стала популярною ще в 1960-х, але тільки недавно з'явилася можливість створення корисних комп'ютерних програм, що використовують ідеї комп'ютерного зору, оскільки комп'ютери і програми обробки зображень стали доступні великій кількості користувачів [2]. Не так давно для отримання хорошого кольорового цифрового зображення потрібно було витратити не один десяток тисяч доларів; Зараз для цього потрібно не більше декількох сотень. Не так давно кольоровий принтер можна було знайти тільки в деяких дослідницьких лабораторіях; Зараз їх використовують повсюдно. Таким чином, проводити серйозні дослідження і вирішувати багато повсякденні завдання тепер можна за допомогою методів комп'ютерного зору.

Сьогодні широко використовують штучну нейронну мережу (artificial neural network) при вирішенні задач комп'ютерного зору. Теоретичні основи нейроматематики були закладені на початку 40-х років. У 1943 році У. Маккалох і його учень У. Піттс сформулювали основні положення теорії діяльності головного мозку. Ними були отримані наступні результати [54-57,62]:

- розроблена модель нейрона як найпростішого процесорного елемента, що виконує обчислення перехідної функції від скалярного добутку вектора вхідних сигналів і вектора вагових коефіцієнтів;

- запропонована конструкція мережі таких елементів для виконання логічних і арифметичних операцій;

- зроблено основне припущення про те, що така мережа здатна навчатися, розпізнавати образи, узагальнювати отриману інформацію.

У 1958 р Френк Розенблат придумав нейронну мережу, названу перцептроном, і побудував перший нейрокомп'ютер Марк-1. Перцептрон був призначений для класифікації об'єктів. На етапі навчання «вчитель» повідомляє перцептроном до якого класу належить пред'явлений об'єкт. Навчений перцептрон здатний класифікувати об'єкти, в тому числі не використовувалися при навчанні, роблячи при цьому дуже мало помилок. Новий зліт теорії нейронних мереж почався в 1983-1986 р.р. При цьому важливу роль зіграли роботи групи PDP (Parallel Distributed Processing). У них розглядалися нейронні мережі, названі багатошаровими персептрони, які виявилися досить ефективними для вирішення завдань розпізнавання, управління і передбачення [3].

Метою роботи є аналіз методів машинного навчання при визначенні об’єктів на зображенні.

 Завдання:
· проведення аналізу існуючих алгоритмів розпізнавання зображень за допомогою штучних нейронних мереж;
· вибір алгоритму розпізнавання зображень для реалізації в системі;
· реалізація евристичного методу тренування штучних нейронних мереж;
· коректна робота системи з зашумленими зображеннями.
1 Методи Машинного Навчання

У цьому розділі наведено теоретичні основи методів машинного навчання, необхідні для розуміння практичної реалізації роботи. Обговорюється галузь машинного навчання та описуються методи, що мають відношення до даного дослідження. До таких методів відносяться метод найближчих k сусідів, дерева ухвалення рішень, випадкові ліси, метод опорних векторів та наївний баєсів класифікатор.

1.1 Основи машинного навчання

Швидкий розвиток методів глибинного аналізу даних призвів до того, що машинне навчання сформувало окрему галузь інформатики. Її можна розглядати як підклас галузі штучного інтелекту, де головною ідеєю є здатність системи (комп'ютерної програми, алгоритму і т.д.) вчитися з власних дій. Спочатку вона називалася "полем навчання, що дає комп'ютерам можливість навчатися без явного програмування". Більш офіційне визначення дано Т. Мітчеллом: "Комп'ютерна програма навчається з досвіду E щодо певного класу завдань T та показника продуктивності P, якщо його ефективність при завданнях у T, виміряна P, покращується з досвідом Е " [21].

Основна ідея будь-якого завдання машинного навчання полягає у підготовці моделі, заснованої на деякому алгоритмі, для виконання певного завдання: класифікації, кластеризації, регресії тощо. Тренування проводиться на основі вхідного набору даних, а згодом побудована модель використовується для прогнозування. Вихід такої моделі залежить від початкового завдання та реалізації. Класичним прикладом є проблема передбачення ціни будинку: дані про атрибути будинку, такі як кількість кімнат, розмір, тощо, передбачають ціну невідомого будинку. Іншими прикладами можуть бути: на основі двох наборів даних із медичними зображеннями здорових людей, а також тими, що мають пухлину, класифікувати пул нових зображень; кластерізація зображення тварин до декількох кластерів з несортованого пулу.

Щоб розробити глибше розуміння, варто розглянути загальний робочий процес машинного навчання (рисунок 1.1).
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Рисунок 1.1 – Загальний процес роботи

Як видно, процес складається з 5 етапів:

Data intake - споживання даних. Спочатку набір даних завантажується з файлу і зберігається в пам'яті.

Data transformation - перетворення даних. На цьому етапі дані, завантажені на кроці 1, перетворюються, очищуються та нормалізуються, щоб бути придатними для алгоритму. Дані перетворюються так, щоб вони знаходилися в одному діапазоні, мали такий самий формат тощо. На цьому етапі виконується виділення озник та їх вибор, які обговорюються далі. Крім того, дані розділяються на набори - тренувальний та тестовий. Дані з навчального набору використовуються для побудови моделі, яка потім оцінюється за допомогою тестового набору.

Model training – навчання моделі. На цьому етапі будується модель з використанням обраного алгоритму.

Model testing - тестування моделі. Модель, яка була створена або навчена під час кроку 3, перевіряється з використанням набору тестових даних, а отриманий результат використовується для побудови нової моделі, яка б розглядала попередні моделі, тобто "вивчала" їх.

Model deployment - розгортання моделі. На цьому етапі обирається найкраща модель (або після визначеної кількості ітерації, або як тільки буде досягнутий потрібний результат).

1.1.1 Виділення ознак

У будь-якому з наведених вище прикладів ми повинні мати можливість виділяти атрибути з вхідних даних, щоб до них можна було застосувати алгоритм. Наприклад, для випадку цін на будинки, дані можуть бути представлені як багатовимірна матриця, де кожен стовпець представляє атрибут і рядки представляють числові значення для цих атрибутів. У випадку зображень дані можуть бути представлені як значення RGB кожного пікселя.

Такі атрибути називаються ознаками, а матриця називається вектором ознак. Процес вилучення даних з файлів називається виділеням ознак. Мета виділення ознак полягає в тому, щоб отримати набір інформативних та не-надлишкових даних. Важливо розуміти, що ознаки повинні представляти важливу та релевантну інформацію про наш набір даних, оскільки без цього ми не можемо побудувати точний прогноз. Таким чином виділення ознак часто є невиразним завданням, яке вимагає великої кількості тестування та дослідження. Крім того, виділення ознак є завданням дуже специфічним для домену, тому важко сформулювати загальні методи.

Іншою важливою вимогою для належного набору ознак є відсутність повторень. Наявність надлишкових ознак, тобто ознак, які містять одну й ту ж інформацію, а також атрибути надлишкової інформації, які залежать один від одного, можуть зробити алгоритм упередженим і, таким чином, забезпечити неточний результат.

На додаток до цього, якщо вхідні дані занадто великі для надходження в алгоритм (мають забагато ознак), то він може бути перетворений на вектор, що має меншу кількість ознак.  Процес зменшення векторних розмірів називається вибором ознак. Наприкінці цього процесу ми очікуємо, що вибрані ознаки виділятимуть відповідну інформацію з початкового набору, щоб її можна було використовувати замість вихідних даних без втрати точності.

Інші можливі перетворення:

Нормалізація та Стандартизація - Іноді, навіть при посиланні на порівнянні об'єкти, функції можуть мати різні масштаби. Наприклад, розглянемо приклад ціни на будинки. Тут функція "розмір кімнати" є цілим числом, що, ймовірно, не перевищує 5, а розмір будинку вимірується у квадратних метрах. Хоча обидва значення можна порівняти, додати, помножити тощо, результат буде необгрунтованим до нормалізації. Наступне масштабування часто виконується:

x'i= (xi−µi)/σi, де μi та σi є середнім значенням і стандартним відхиленням ознаки xi над прикладами тренувань [22].

Нелінійні розширення - Хоча в більшості випадків ми хочемо зменшити розмірність даних, в деяких випадках може бути сенс збільшити його. Це може бути корисним для складних проблем, коли взаємодії першого порядку недостатньо для точних результатів. Такі перетворення часто лежать в основі багатьох методів машинного навчання, наприклад у методі опорних векторів.

1.1.2 Навчання з вчителем та без вчителя

Поки що ми обговорювали концепції машинного навчання з точки зору, де ми маємо початкові дані, на яких можна навчити цю модель. Однак це не завжди так. Тепер доцільно представити два підходи до машинного навчання – навчання з учителем та навчання без учителя.

Під навчанням з учителем мається на увазі навчання на маркованих даних. У цьому випадку ми маємо початковий набір даних, де зразки даних прив'язані до правильного результату. Приклад придбання цін на житло є прикладом керованого навчання: тут ми маємо вихідний набір даних з будинками, його атрибутами та його цінами. Модель навчається на цьому наборі даних, де вона "знає" правильні результати. Приклади навчального навчання - це проблеми регресії та класифікації:

Регресія.
Прогнозувати значення на основі попередніх спостережень, тобто значень зразків з набору тренувань. Зазвичай ми можемо сказати, що якщо вихід моделі є дійсним числом/є безперервним, то це проблема регресії.

Класифікація.
Маючи набор позначених даних, де кожен вихідний результат визначає клас, до якого належить вибірка, ми хочемо передбачити клас для раніше невідомих зразків. Набір можливих виходів є кінцевим і, як правило, невеликим. Як правило, можна сказати, що якщо вихід є дискретною / категоричною змінною, то це проблема класифікації.

На відміну від навчання з учителем, в навчанні без учителя немає первинного маркування даних. Мета полягає в тому, щоб знайти певну структуру у наборі несортованих даних, а не прогнозувати деяке значення. Загальний підклас навчання без учителя – це кластеризація:

Кластеризація.
У задачах кластеризації требв знайти приховані шаблони в немаркованих даних і відокремити їх у кластери за подібністю. Прикладом може бути пошук різних груп клієнтів всередині клієнтської бази інтернет-магазину.

1.2 Методи класифікації

З точки зору машинного навчання, виявлення шкідливих програм можна розглядати як проблему класифікації або кластеризації: невідомий тип шкідливих програм повинен бути кластеризований у кілька кластерів, заснованих на певних властивостях, визначених алгоритмом. З іншого боку, навчивши модель на широкому наборі шкідливих та доброякісних файлів, ми можемо скоротити цю проблему до класифікації. Для відомого сімейства зловмисного програмного забезпечення ця проблема може бути звужена лише до класифікації - якщо обмежений набір класів, до одного з яких, безумовно, належить зловмисне програмне забезпечення, то легше ідентифікувати відповідний клас, і результат буде більш точним, ніж з алгоритмами кластеризації. У цьому розділі наведено теоретичні основи всіх методів, використаних у цьому проекті. 

1.2.1 Метод k-найближчих сусідей

Метод k-найближчих сусідей (KNN) - це один з найпростіших, хоч і точних алгоритмів машинного навчання. KNN - це непараметричний алгоритм, що означає, що він не робить жодних припущень щодо структури даних. У реальних проблемах, дані рідко підкоряються загальним теоретичним припущенням, роблячи непараметричні алгоритми хорошим рішенням для таких завдань. Репрезентація моделі KNN настільки ж проста, як сам набір даних – модель не потребує навчання, весь набір тренувань зберігається.

KNN можна використовувати як для класифікації, так і для регресії. В обох випадках прогнозування базується на екземплярах навчального процесу, найближчих до екземпляру вводу. У проблемі класифікації KNN, виходом буде клас, до якого належить екземпляр вводу, передбачений більшістю голосів k найближчих сусідів. У регресійній задачі вихідним буде значення властивості, яке, як правило, є середнім значенням k найближчих сусідів (рисунок 1.2).
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Рисунок 1.2 – Приклад KNN

Для пошуку найближчих сусідів використовуються різні методи вимірювання відстані. Популярні включають відстань Геммінга, Манхеттенську метрику, відстань Мінковського:
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Найбільш використовуваним методом для безперервних змінних є, як правило, Евклідова відстань, яка визначається за формулами нижче:
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Евклідова відстань є доцільною для проблем, яка включає ознак одного типу. Для репрезентації ознак різних типів рекомендується використовувати, наприклад, Манхеттенськю метрику.

Для задач класифікації вихід також може бути представлений як набір імовірностей екземпляра, що належить класу. Наприклад, для двійкових задач вірогідність може бути розрахована як [image: image12.png]P(0) =

No m,



 , де P (0) - це ймовірність членства класу 0, [image: image14.png]
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- числа сусідів, що відносяться до класів 0 і 1, відповідно [23].  Значення k відіграє вирішальну роль у точності прогнозування алгоритму. Проте, вибір значення k є нетривіальною задачею. Менші значення k, швидше за все, призведуть до зниження точності, особливо в наборах даних із великим шумом, оскільки кожен примірник набору тренувань тепер має більшу вагу в процесі прийняття рішення. Більші величини k знижують продуктивність алгоритму. На додаток до цього, якщо значення занадто високе, модель може перенавчитись, що зробить межі класу менш чіткими і знову призводить до зниження точності. Як загальний підхід рекомендується вибрати k, використовуючи формулу нижче:
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Для класифікації завдань з рівною кількістю класів рекомендується вибрати непарну k, оскільки це призведе до виключення можливості встановлення нічиєї під час підрахунку більшості голосів. Недоліком алгоритму KNN є погана продуктивність на нерівномірно розподілених наборі даних. Отже, якщо один клас значно домінує над іншими, то він, швидше за все, матиме більше сусідів цього класу через їх велику кількість і, отже, зробить невірні прогнози.
1.2.2
Метод опорних векторів
Метод опорних векторів (SVM) - це ще один алгоритм машинного навчання, який зазвичай використовується для проблем класифікації. Основна ідея полягає у тому, щоб знайти таку гіперплощину, яка б найкраще відокремила класи. Термін "опорні вектори" означає точки, що лежать найближче до гіперплощини, та що змінять позицію гіперплощини, якщо їх видалити. Відстань між опорним вектором та гіперплощиною називається проміжком або розділенням (анг. margin).

Інтуїтивно ми розуміємо, що чим далі від гіперплощани лежать наші класи, тим більш точні прогнози ми можемо зробити. Ось чому, хоча для кожної проблеми можна знайти декілька гіперплощин, мета алгоритму SVM полягає в тому, щоб знайти таку гіперплоскость, яка могла б призвести до максимального проміжку (рисунок 1.3).
[image: image19.jpg]Margin





Рисунок 1.3 – Приклад методу опорних векторів
Проблема знаходиться в двовимірному просторі, а гіперплощина представлена як лінія. Загалом, гіперплощина може може мати стільки вимірів, скільки нам потрібно.

Алгоритм можна описати так:
· ми визначаємо X та Y як вихідні та вихідні набори відповідно. ([image: image21.png]X1, )1
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) - навчальний набір.
· враховуючи х, ми хочемо спрогнозувати y. Ми можемо послатися на цю проблему як на вивчення класифікатора y = f (x, a), де a - це параметр функції класифікації. 

· F(x, a) можна дізнатись шляхом мінімізації помилки тренування функції, яка вивчається на тренувальних даних. Тут L - функція втрат, і Remp називається емпіричним ризиком.

                  [image: image25.png]Romp () = 312, U(f (x,,@), %) = Training Error



 
(1.6)

· ми прагнемо також мінімізувати загальний ризик. Тут P (x, y) - функція розподілу ймовірностей x та y.
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· ми хочемо звести до мінімуму термін Training Error + Complexity. Отже, ми вибираємо набір гіперплощин так, щоб f (x) = (w⸱x) + b:
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SVM, як правило, здатні досягти гарної точності, особливо на "чистих" наборах даних. Крім того, вони працюють добре для роботи з матричними наборами даних, також коли кількість вимірів вище, ніж кількість зразків. Проте для великих наборів даних із великою кількістю шуму або класами із перетинами, вона може бути більш ефективною. Крім того, з великим набором даних час навчання може бути високим. [1].
1.2.3
Наївний Баєсів класифікатор
Наївний Баєсів класифікатор - алгоритм машинного навчання, який спирається на теорему Байєса. Він може використовуватися як для дво-, так і для багатокласових класифікаційних завдань. Основний принцип спирається на ідею розгляду кожної функції самостійно. Метод наївного Байеса незалежно оцінює вірогідність кожної функції незалежно від кореляції та робить прогноз на основі теореми Байєса. Саме тому цей метод називається "наївним" - у реальних проблемах проблеми часто мають певний рівень співвідношення між собою.

Алгоритм може бути передставлений так:

Вірогідність класу обчислюється просто як кількість зразків у класі, поділених на загальну кількість зразків:
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                               (1.9)

Умовні ймовірності розраховуються як частота кожного значення атрибуту, поділеного на частоту екземплярів цього класу.
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          (1.10)
Враховуючи ймовірності, ми можемо розрахувати ймовірність екземпляра, що належить до класу, і, отже, приймати рішення, використовуючи теорему Байєса: 

                                          [image: image35.png]P(B|A)P(4)
P(A|B) = e



                                      (1.11)

Вірогідності того, що зразок належить до кожного класу порівнюються та класс із найвищою вірогідністю вибирається як результат

Переваги використання цього методу включають його простоту та легкість розуміння. Крім того, він добре працює на наборах даних з невідповідними функціями, оскільки ймовірність їх участі у прогнозуванні є низькою. Тому вони не враховуються при прогнозуванні. Крім того, цей алгоритм, як правило, призводить до хорошої продуктивності з точки зору споживаних ресурсів, оскільки для цього потрібно лише обчислити ймовірності функцій і класів, немає необхідності знаходити коефіцієнти, як у інших алгоритмах. Як вже було сказано, основний його недолік полягає в тому, що кожна функція обробляється самостійно, хоча в більшості випадків це не може бути правдою.
1.2.4
Дерева ухвалення рішень
Як випливає з назви, дерева рішень - це структури даних, які мають структуру дерева. Навчальний набір даних використовується для створення дерева, який згодом використовується для прогнозування даних тесту. У цьому алгоритмі метою є досягнення найбільш точного результату з найменшою кількістю прийнятих рішень. Рішення дерев можна використовувати як для класифікації, так і для регресії. Приклад можна побачити в таблиці 1.1.
Модель була підготовлена на основі набору даних і тепер може класифікувати рішення щодо того, чи варто сьогодні грати у  теніс на «так» або «ні» (рисунок 1.4). Тут дерево складається з вузлів рішення та листових вузлів. Вузли прийняття рішень мають декілька гілок, що ведуть до листових вузлів. Вершини листа представляють рішення або класифікації. Верхній початковий вузол називається кореневим вузлом. 

Таблиця 1.1 – приклад набору даних для дерева рішень
[image: image36.png]Rainy Hot High False No
Rainy Hot High True No
Overcast Hot High False Yes
Sunny Mild High False Yes
Sunny Cool Normal False Yes
Overcast Cool High True No
Rainy Cool High True Yes
Rainy Mild High False No
Sunny Cool Normal False Yes
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Рисунок 1.4 – Приклад дерева рішень
Загальний алгоритм для дерев рішень - ID3 (Iterative Dichotomiser 3). Він спирається на концепції ентропії та отримання інформації. Ентропія тут відноситься до рівня невизначеності у вмісті даних. Наприклад, ентропія броску монети буде невизначеною, оскільки в нас немає можливості бути впевненими у результаті. Навпаки, викидання монети з двома орлами з обох боків призведе до нульової ентропії, оскільки ми можемо передбачити результат з 100% ймовірностю перед кожним кидком [21].

Просто кажучи, алгоритм ID3 може бути описаний наступним чином: починаючи з кореневого вузла, на кожному етапі ми хочемо розділити дані на набір однорідних даних (аналогічних у їх структурі). Більш конкретно, ми хочемо знайти атрибут, який призведе до найбільшого покращення інформації, тобто повернення найбільш однорідних галузей [2]:

· обчисляється ентропія атрибуту

[image: image39.png]E(T,X) = Zcex P()E(C)



                                    (1.12)
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          (1.13)
· набір даних розділяється і розраховується ентропія кожної гілки. Потім обчислюється інформаційний коефіцієнт розподілу, тобто різниця в початковій ентропії та пропорційній сумі ентропій гілок:

                    [image: image43.png]Gain(T,X) = Entropy(T) — Entropy(T, X)



 

(1.14)
· атрибут з найвищим значенням Gain вибирається як вузол вирішення.

· якщо одна з гілок вибраного вузла рішення має ентропію 0, вона стає вузлом листів. Інші галузі потребують подальшого розщеплення.

· алгоритм запускається рекурсивно, доки розділення можливе.

Метод дерева ухвалення рішень досягла своєї популярності через його простоту. Цей метод може добре справлятися з великими наборами даних і добре справлятися з шумом в наборі даних. Ще однією перевагою є те, що на відміну від інших алгоритмів, таких як SVM або KNN, дерева рішень працюють як "біла коробка", що означає, що ми можемо чітко бачити, як було досягнуто результату і які рішення призвели до цього. Ці факти зробили цей метод популярним рішенням для медичної діагностики, фільтрації спаму, перевірки безпеки та інших областей [21].
1.2.5
Випадкові ліси
Випадковий ліс - один з найпопулярніших алгоритмів машинного навчання. Цей метод не вимагає майже ніякої підготовки та моделювання даних, але, як правило, дає точні результати. Випадкові ліси базуються на деревах рішень, описаних у попередньому розділі. Більш конкретно, випадкові ліси - це колекції дерев рішень, які забезпечують кращу точність прогнозування. Ось чому це називається "ліс" – це, просто кажучи, набір дерев рішень.

Основна ідея полягає в тому, щоб розробити декілька дерев рішень на основі незалежних підмножин набору даних. На кожному вузлі виділяються n змінних з набору функцій випадковим чином, і знаходиться найкраще розділення на ці змінні.

Алгоритм можна описати так [26]:

· декілька дерев будуються приблизно на двох третинах навчальних даних (62,3%). Дані обрані випадковим чином.

· кілька змінних предикторів випадково вибираються з усіх змінних предиктора. Тоді найкращий розподіл на ці обрані змінні використовується для розбиття вузла. За замовчуванням кількість вибраних змінних - це квадратний корінь із загальної кількості всіх прогнозувачів для класифікації, і вона є постійною для всіх дерев.

· використовуючи решту даних, розраховується наскільки класифікація була неправильною. 

· кожне треноване дерево дає власний класифікаційний результат, даючи свій "голос". У результаті обраний клас, який отримав найбільше "голосів" (рисунок 1.5).
Як і в деревах рішень, цей алгоритм усуває необхідність вибору ознак для видалення нерелевантних ознак - вони не будуть враховуватися в будь-якому разі. Єдина необхідність у виборі будь-яких ознак з випадковими алгоритмами лісу виникає при необхідності зменшення розмірності. Більш того, частоту помилок, яку було згадано раніше, можна вважати власним методом перехресної перевірки алгоритму [21].
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Рисунок 1.5 – Схема роботи випадкового лісу
Випадкові ліси успадковують багато переваг алгоритмів дерева рішень. Вони можуть бути застосовні як для регресії, так і для класифікації; їх легко обчислити і швидко побудувати. Вони також зазвичай забезпечують високу точність. Проте, на відміну від дерев рішень,  інтерпретація результатів не є легкою. У деревах рішень, розглядаючи отримане дерево, ми можемо отримати цінні відомості про те, які змінні важливі та як вони впливають на результат. Це неможливо з випадковими лісами. Він також може бути описаний як більш стабільний алгоритм, ніж дерева рішень - якщо ми дещо змінюємо дані, дерева рішень зміняться, ймовірно, зменшуючи точність. Це не станеться в випадкових алгоритмах лісу - оскільки це поєднання багатьох дерев рішень, випадковий ліс буде залишатися стабільним [27].
1.3 Перехресна перевірка

Недоліком методів оцінки точності, які присутні в самих методах машинного навчання, є те, що вони не можуть передбачити, як модель буде виконуватись на нових даних. Підхід до подолання цього недоліку покладається на перехресну перевірку. Ідея полягає в розподілі початкового набору даних. Модель навчається на більшій частині набору даних, а потім перевіряється на меншій частині. Існує три класи перехресної перевірки.
Метод Holdout.
Tут набір даних складається з двох частин: навчального та тестового набору. Модель тренується на навчальному комплекті. Потім модель перевіряється на тестовому наборі, який він раніше не бачив. Отримані помилки використовуються для обчислення середньої абсолютної похибки тесту, яка використовується для оцінки моделі. Перевагою цього методу є його висока швидкість. З іншого боку, результат оцінки сильно залежить від того, як було вибрано тестовий набір, оскільки дисперсія зазвичай висока. Тому результат оцінки може суттєво відрізнятися між різними тестовими наборами.
Метод k-fold .
Цей метод може розглядатися як поліпшення у порівнянні з методом Holdout. Тут вибираються k підмножин, та метод holdout повторюється k разів, де кожен раз одна з k підмножин використовується як набір тренувань, а підмножина k-1 використовується як тестовий набір. Потім середня помилка обчислюється за всіма пробігами методу Holdout. Зі збільшенням k дисперсія зменшується, забезпечуючи, що точність не змінюється з різними наборами даних. Недоліком є ​​складність і тривалість роботи, що вище, ніж у методі Holdout.
Метод leave-one-out.
Цей метод - крайній випадок методу k-fold, де k дорівнює величині зразка датасету. На кожному кроці методу Holdout дані проходять навчання на  всіх зразках даних, за винятком одного, і цей зразок згодом використовується для тестування. Відхилення в цьому випадку є настільки малим, наскільки це можливо. Ступінь обчислень, з іншого боку, висока [28].

У цьому розділі викладено основи для машинного навчання, які є важливими для розуміння практичної реалізації проекту, що описана у наступному розділі. Було обговорено поняття виділення ознак, вибору ознак та методів вибору, а також алгоритми машинного навчання, які будуть використовуватися в практичній частині. Вибрані алгоритми – метод k-найближчих сусідей, метод опорних векторів, дерева ухвалення рішень, випадкові ліси та наївний байесів класифікатор. 
2 Штучні нейронні мережі. РОЗПІЗНАВАННЯ ОБ'ЄКТІВ НА ЗОБРАЖЕННЯХ

2.1 Штучний нейрон

Незважаючи на істотні відмінності, окремі типи нейронних мереж володіють декількома загальними рисами. По-перше, основу кожної нейронних мереж складають відносно прості, в більшості випадків - однотипні, елементи (комірки), що імітують роботу нейронів мозку [33]. Далі під нейроном буде матися на увазі штучний нейрон, тобто осередок нейронної мережі. Кожен нейрон характеризується своїм поточним станом за аналогією з нервовими клітинами головного мозку, які можуть бути порушені або загальмовані. Він володіє групою синапсів - односпрямованих вхідних зв'язків, з'єднаних з виходами інших нейронів, а також має аксон - вихідну зв'язок даного нейрона, з якої сигнал (збудження або гальмування) надходить на синапси наступних нейронів. Загальний вигляд нейрона наведено на рисунку 1.1 [8].
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Рисунок 2.1 – Штучний нейрон

Кожен синапс характеризується величиною синаптичного зв'язку або його вагою [image: image47.png]


 який по фізичному змісту еквівалентний електричної провідності.

Поточний стан нейрона визначається, як зважена сума його входів:
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Вихід нейрона є функція його стану:
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Рисунок 2.2 – Типи функцій активації: а) функція одиничного стрибка; б) лінійний поріг (гістерезис); в) сигмоід - гіперболічний тангенс; г) логістична функція

Нелінійна функція f називається активаційної і може мати різний вигляд, як показано на рисунку 2.2 [8]. Однією з найбільш поширених, є нелінійна функція з насиченням, так звана логістична функція або сигмоід (тобто функція S-подібного виду) [8,23]:
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При зменшенні α сигмоід стає більш пологим, в межі при α = 0 вироджуючись в горизонтальну лінію на рівні 0.5, при збільшенні α сигмоід наближається за зовнішнім виглядом до функції одиничного стрибка з порогом Т в точці х = 0. З виразу для сигмоїда очевидно, що вихідне значення нейрона лежить в діапазоні [0,1]. Одне з цінних властивостей сігмоідной функції - простий вислів для її похідної, застосування якого буде розглянуто в подальшому.
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Слід зазначити, що сігмоідна функція диференційована на всій осі абсцис, що використовується в деяких алгоритмах навчання. Крім того, вона має властивість підсилювати слабкі сигнали краще, ніж великі, і запобігає насичення від великих сигналів, так як вони відповідають областям аргументів, де сигмоід має пологий нахил [8,25].

2.2 Застосування нейронних мереж

В останні роки спостерігається підвищений інтерес до нейронних мереж, які знайшли застосування в самих різних областях людської діяльності - бізнесі, медицині, техніці. Нейронні мережі (НС) використовуються при вирішенні завдань прогнозування, класифікація, управління. Такий вражаючий успіх визначається декількома причинами [9].

Широке коло завдань, що вирішується за допомогою нейронних мереж, не дозволяє в даний час створювати універсальні, потужні мережі, змушуючи розробляти спеціалізовані НС, що функціонують за різними алгоритмами. Моделі нейронних мереж можуть бути програмного і апаратного виконання.

Проте, штучні нейронні мережі базуються на досить простий біологічної моделі нервової системи.

Штучні НС знайшли застосування в багатьох областях техніки, де вони використовуються для вирішення численних прикладних задач.
Розпізнавання образів. Завдання полягає у вказівці приналежності вхідного образа (наприклад, мовного сигналу або рукописного символу), представленого вектором ознак, одному або декільком попередньо визначеним класам. До відомих додатків відносяться розпізнавання букв, розпізнавання мови, класифікація сигналу електрокардіограми, класифікація клітин крові.

Кластеризація / категоризація. При вирішенні задачі кластеризації, яка відома також як класифікація образів "без вчителя", відсутня навчальна вибірка з мітками класів. Алгоритм кластеризації заснований на подобі образів і розміщує близькі образи в один кластер. Відомі випадки застосування кластеризації для вилучення знань, стиснення даних і дослідження властивостей даних.

Апроксимація функцій. Припустимо, що є навчальна вибірка ((x_1, y_1), (x_2, y_2) ..., (x_n, y_n)) (пари даних вхід-вихід), яка генерується невідомою функцією (х), спотвореної шумом. Завдання апроксимації полягає в знаходженні оцінки невідомої функції (х). Апроксимація функцій необхідна при вирішенні численних інженерних і наукових задач моделювання.

Передбачення / прогноз. Нехай задані п дискретних відліків {y (t_1), y (t_2) ..., y (t_n)} в послідовні моменти часу t_1, t_2, ... t_n. Завдання полягає в передбаченні значення y (t_ (n + 1)) в деякий майбутній момент часу t_ (n + 1). Передбачення / прогноз мають значний вплив на прийняття рішень в бізнесі, науці і техніці. Передбачення цін на фондовій біржі і прогноз погоди є типовими додатками техніки передбачення / прогнозу.

Оптимізація. Численні проблеми в математиці, статистиці, техніці, науці, медицині та економіці можуть розглядатися як проблеми оптимізації. Завданням алгоритму оптимізації є знаходження такого рішення, яке задовольняє системі обмежень і максимізує або мінімізує цільову функцію. Завдання комівояжера, що відноситься до класу NР-повних, є класичним прикладом задачі оптимізації.

Пам'ять, що адресується за змістом. У моделі обчислень фон Неймана звернення до пам'яті доступно тільки за допомогою адреси, який не залежить від змісту пам'яті. Більш того, якщо допущена помилка в обчисленні адреси, то може бути знайдена зовсім інша інформація. Асоціативна пам'ять, або пам'ять, що адресується за змістом, доступна за вказівкою заданого змісту. Вміст пам'яті може бути викликано навіть по частковому входу або спотвореного змістом. Асоціативна пам'ять надзвичайно бажана при створенні мультимедійних інформаційних баз даних.

Управління. Розглянемо динамічну систему, задану сукупністю {u (t), y (t)}, де u (t) є вхідним керуючим впливом, а y (t) - виходом системи в момент часу t. У системах управління з еталонною моделлю метою управління є розрахунок такого вхідного впливу u (t), при якому система слід по бажаної траєкторії, що диктується еталонною моделлю. Прикладом є оптимальне управління двигуном.

2.3 Архітектури нейронних мереж

Повертаючись до загальних рис, властивим всім нейронних мереж, відзначимо принцип паралельної обробки сигналів, який досягається шляхом об'єднання великого числа нейронів в так звані шари і з'єднання певним чином нейронів різних шарів, а також, в деяких конфігураціях, і нейронів одного шару між собою, причому обробка взаємодії всіх нейронів ведеться пошарово. Нейронною мережею будемо називати структуру, що складається з пов'язаних між собою нейронів. Нейронні мережі можуть мати різні архітектури. Можна виділити три основні типи нейронних мереж:

· повнозв'язні мережі (рисунок 2.3 – а);

- багатошарові мережі (рисунок 2.3 – 6);

- слабозв'язані мережі (нейронні мережі з локальними зв'язками) (рисунок 2.3 – в).

У слабозв'язаних мережах нейрони розташовуються у вузлах прямокутної решітки. Кожен нейрон пов'язаний з чотирма або вісьмома своїми найближчими сусідами.
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Рисунок 2.3 – Архітектури нейронних мереж: а) повнозв'язна мережа, б) багатошарова мережа з послідовними зв'язками, в) слабозв'язана мережа

2.4 Навчання нейронних мереж

Здатність до навчання є фундаментальною властивістю мозку. В контексті штучної нейронної мережі процес навчання може розглядатися як настройка архітектури мережі і ваг зв'язків для ефективного виконання спеціального завдання. Зазвичай нейронна мережа повинна налаштувати ваги зв'язків по наявній навчальній вибірці. Функціонування мережі поліпшується у міру ітеративної настройки вагових коефіцієнтів. Властивість мережі навчатися на прикладах робить їх більш привабливими в порівнянні з системами, які слідують певній системі правил функціонування, сформульованої експертами.

Для конструювання процесу навчання, перш за все, необхідно мати модель зовнішнього середовища, в якому функціонує нейронна мережа - знати доступну для мережі інформацію. Ця модель визначає парадигму навчання. По-друге, необхідно зрозуміти, як модифікувати вагові параметри мережі - які правила навчання управляють процесом налаштування. Алгоритм навчання означає процедуру, в якій використовуються правила навчання для налаштування ваг.

Існують три парадигми навчання: "з учителем", "без вчителя" (самонавчання) і змішана. У першому випадку нейронна мережа має правильними відповідями (виходами мережі) на кожен вхідний приклад. Ваги налаштовуються так, щоб мережа виробляла відповіді як можна більш близькі до відомих правильних відповідей. Посилений варіант навчання з учителем передбачає, що відома тільки критична оцінка правильності виходу нейронної мережі, але не самі правильні значення виходу. Навчання без вчителя не вимагає знання правильних відповідей на кожен приклад навчальної вибірки. В цьому випадку розкривається внутрішня структура даних або кореляції між зразками в системі даних, що дозволяє розподілити зразки по категоріях. При змішаному навчанні частина ваг визначається за допомогою навчання з учителем, в той час як інша виходить за допомогою самонавчання.

Теорія навчання розглядає три фундаментальні властивості, пов'язаних з навчанням за прикладами: ємність, складність зразків і обчислювальна складність. Під ємністю розуміється, скільки зразків може запам'ятати мережа, і які функції і межі прийняття рішень можуть бути на ній сформовані. Складність зразків визначає число навчальних прикладів, необхідних для досягнення здатності мережі до узагальнення. Занадто мала кількість прикладів може викликати "перенавчання" мережі, коли вона добре дає собі раду на прикладах навчальної вибірки, але погано - на тестових прикладах, підлеглих того ж статистичному розподілу.

Відомі 4 основних типи правил навчання: корекція помилково, машина Больцмана, правило Хебба і навчання методом змагання.

2.4.1 Правило корекції помилково

 При навчанні з учителем для кожного вхідного прикладу заданий бажаний вихід d. Реальний вихід мережі y може не збігатися з бажаним. Принцип корекції помилково при навчанні полягає у використанні сигналу (d-y) для модифікації ваг, що забезпечує поступове зменшення помилки. Навчання має місце тільки в разі, коли персептрон помиляється.

2.4.2 Навчання Больцмана

 Являє собою стохастичне правило навчання, яке випливає з інформаційних теоретичних і термодинамічних принципів. Метою навчання Больцмана є така настройка вагових коефіцієнтів, при якій стану видимих нейронів задовольняють бажаного розподілу ймовірностей. Навчання Больцмана може розглядатися як спеціальний випадок корекції помилково, в якому під помилкою розуміється розбіжність кореляцій станів в двох режимах.

2.4.3 Правило Хебба

Найстарішим навчальним правилом є постулат навчання Хебба. Хебб спирався на наступні нейрофізіологічні спостереження: якщо нейрони з обох сторін синапсу активізуються одночасно і регулярно, то сила синаптичного зв'язку зростає. Важливою особливістю цього правила є те, що зміна синаптического ваги залежить тільки від активності нейронів, які пов'язані з даними синапсом.

2.4.4 Навчання методом змагання

 На відміну від навчання Хебба, в якому безліч вихідних нейронів можуть збуджуватися одночасно, при змагальному навчанні вихідні нейрони змагаються між собою за активізацію. Це явище відоме як правило "переможець бере все». Подібне навчання має місце в біологічних нейронних мережах. Навчання за допомогою змагання дозволяє кластеризувати вхідні дані: подібні приклади групуються мережею відповідно до корреляціями і представляються одним елементом.

2.5 Нейронні мережі Хопфілда і Хеммінга

Серед різних конфігурацій штучних нейронних мереж (НС) зустрічаються такі, при класифікації яких за принципом навчання, строго кажучи, не підходять ні навчання з учителем, ні навчання без учителя. У таких мережах вагові коефіцієнти синапсів розраховуються тільки один раз перед початком функціонування мережі на основі інформації про оброблюваних даних, і все навчання мережі зводиться саме до цього розрахунку. З одного боку, пред'явлення апріорної інформації можна розцінювати, як допомога вчителя, але з іншого - мережа фактично просто запам'ятовує зразки до того, як на її вхід надходять реальні дані, і не може змінювати свою поведінку, тому говорити про ланці зворотного зв'язку з «миром »(вчителем) не доводиться. З мереж з подібною логікою роботи найбільш відомі мережа Хопфілда і мережу Хеммінга, які зазвичай використовуються для організації асоціативної пам'яті [8].

2.5.1 Архітектура мережі Хопфілда

Структурна схема мережі Хопфілда приведена на рисунку 1.4. Вона складається з єдиного шару нейронів, число яких є одночасно числом входів і виходів мережі. Кожен нейрон пов'язаний синапсами з усіма іншими нейронами, а також має один вхідний синапс, через який здійснюється введення сигналу. Вихідні сигнали, як зазвичай, утворюються на аксонах.
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Рисунок 2.4 – Структурна схема мережі Хопфілда

Завдання, яке вирішується даною мережею в якості асоціативної пам'яті, як правило, формулюється в такий спосіб. Відомий деякий набір двійкових сигналів (зображень, звукових оцифровок, інших даних, що описують якісь об'єкти або характеристики процесів), які вважаються зразковими. Мережа повинна вміти з довільного неідеального сигналу, поданого на її вхід, виділити ( «згадати» по частковому інформації) відповідний зразок (якщо такий є) або «дати висновок» про те, що вхідні дані не відповідають жодному із зразків. У загальному випадку, будь-який сигнал може бути описаний вектором X = {x_i: i = 0 ... n-1}, n - число нейронів в мережі і розмірність вхідних і вихідних векторів. Кожен елемент x_i дорівнює або +1, або -1. Позначимо вектор, що описує k-ий зразок, через X ^ k, а його компоненти, відповідно, -x_i ^ k, k = 0 ... m-1, m - число зразків. Коли мережа розпізнає (або «згадає») будь-який зразок на основі пред'явлених їй даних, її виходи будуть містити саме його, тобто Y = X ^ k, де Y - вектор вихідних значень мережі: Y = {y_i: i = 0 , ... n-1}. В іншому випадку, вихідний вектор не співпаде з одним зразковим.

Якщо, наприклад, сигнали являють собою якісь зображення, то, відобразивши в графічному вигляді дані з виходу мережі, можна буде побачити картинку, повністю збігається з однією зі зразкових (у разі успіху) або ж «вільну імпровізацію" мережі (у випадку невдачі).

На стадії ініціалізації мережі вагові коефіцієнти синапсів встановлюються таким чином [23] [32]:
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де i та j – індекси, відповідно, предсинаптичного і постсинаптичного нейронів; [image: image57.png]


 - i-й і j-й елементи вектора k-ого зразка.

2.5.2 Алгоритм мережі Хопфілда

Алгоритм функціонування мережі Хопфілда наступний (р - номер ітерації):

· на входи мережі подається невідомий сигнал. Фактично його введення здійснюється безпосередньою установкою значень аксонів:
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· тому позначення на схемі мережі вхідних синапсів в явному вигляді носить чисто умовний характер. Нуль в дужках праворуч від y_i, означає нульову ітерацію в циклі роботи мережі.

· розраховується новий стан нейронів
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· і нові значення аксонів
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· перевірка, чи змінилися вихідні значення аксонів за останню ітерацію. Якщо так - перехід до пункту 2, інакше (якщо виходи застабілізовано) - кінець. При цьому вихідний вектор являє собою зразок, найкращим чином поєднується з вхідними даними.

Як говорилося вище, іноді мережа не може провести розпізнавання і видає на виході неіснуючий образ. Це пов'язано з проблемою обмеженості можливостей мережі. Для мережі Хопфілда число образів, що запам'ятовуються m не повинно перевищувати величини, приблизно рівної 0.15 • n. Крім того, якщо два образи А і Б сильно схожі, вони, можливо, будуть викликати у мережі перехресні асоціації, тобто пред'явлення на входи мережі вектора А призведе до появи на її виходах вектори Б и навпаки.

2.5.3 Архітектура мережі Хеммінга

Коли немає необхідності, щоб мережа в явному вигляді видавала зразок, тобто досить, скажімо, отримувати номер зразка, асоціативну пам'ять успішно реалізує мережу Хеммінга. Дана мережа характеризується, в порівнянні з мережею Хопфілда, меншими витратами на пам'ять і обсягом обчислень, що стає очевидним з її структури (рисунок 1.5).
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Рисунок 2.5 – Структурна схема Хемминга
Мережа складається з двох шарів. Перший і другий шари мають по m нейронів, де m - число зразків. Нейрони першого шару мають по n синапсів, з'єднаних з входами мережі (утворюють фіктивний нульовий шар). Нейрони другого шару пов'язані між собою інгібіторної (негативними зворотними) синаптичними зв'язками. Єдиний синапс з позитивним зворотним зв'язком для кожного нейрона з'єднаний з його ж аксоном.

Ідея роботи мережі полягає в знаходженні відстані Хеммінга від тестованого образу до всіх зразків. Відстанню Хеммінга називається число відрізняються бітів в двох бінарних векторах. Мережа повинна вибрати зразок з мінімальною відстанню Хеммінга до невідомого вхідного сигналу, в результаті чого буде активізований тільки один вихід мережі, що відповідає цьому зразку.

На стадії ініціалізації ваговим коефіцієнтам першого шару і порогу активаційної функції привласнюються наступні значення:
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де [image: image64.png]


- i-ий елемент k-ого зразка.

Вагові коефіцієнти гальмуючих синапсів у другому шарі беруть рівними деякій величині 0 <ε <1 / m. Синапс нейрона, пов'язаний з його ж аксоном має вагу +1.

1.5.4 Алгоритм мережі Хеммінга

Алгоритм функціонування мережі Хеммінга наступний:

· на входи мережі подається невідомий вектор X = {x_i: i = 0 ... n-1}, виходячи з якого розраховуються стани нейронів першого шару (верхній індекс у дужках вказує номер шару):
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· після цього отриманими значеннями ініціалізуються значення аксонів другого шару:
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· обчислити нові стани нейронів другого шару:
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· і значення їх аксонів:
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Активаційна функція f має вигляд порога, причому величина F повинна бути досить великою, щоб будь-які можливі значення аргументу не призводили до насичення.

· перевірити, чи змінилися виходи нейронів другого шару за останню ітерацію. Якщо так - перейди до кроку 2. Інакше - кінець.

· з оцінки алгоритму видно, що роль першого шару досить умовна: скориставшись один раз на кроці 1 значеннями його вагових коефіцієнтів, мережа більше не звертається до нього, тому перший шар може бути взагалі виключений з мережі (замінений на матрицю вагових коефіцієнтів).

2.6 ADALINE – Adaptive Linear Neuron (Адаптивний Лінійний Нейрон)

Adaline зазвичай використовує біполярні (-1 або 1) значення в якості вхідних сигналів. Входи на рисунок 1.6 [8] позначені як х (x_i, i = l ... n). Значення ваг входів задаються (w_j). Adaline також має спеціальний вхід, значення якого завжди дорівнює 1, а значення його ваги задає зсув. Зазвичай робота з Adaline починається з навчання його на деякій навчальній множині, що складається з декількох елементів (р). Для кожного елемента задані значення входів (р) і значення мети (t). Значення входів і цілі можуть бути задані в бінарній (1 або 0) або біполярної (1 або -1) формі.

2.7 Багатошарові нейронні мережі без зворотного зв'язку

У цьому розділі ми зосередимося на побудові дискримінантних функцій в задачах розпізнавання образів з декількох класів. Ці функції не залежать від того, розділимо класи чи ні, і засновані на архітектурі, що складаються з шарів обчислювальних елементів типу персептрона.

Рисунок 2.7 демонструє архітектуру даної моделі нейронної мережі [29, 31]. Вона складається з шарів, в яких знаходяться ідентичні за структурою обчислювальні вузли (нейрони), організовані таким чином, що вихід кожного нейрона одного шару з'єднується з входом кожного нейрона наступного шару. Число нейронів в першому шарі, званому шаром А, так само NА; воно часто вибирається рівним розмірності вхідних векторів-образів: NА = n. Число нейронів вихідного шару, званого шаром Q позначається NQ. Це число NQ одно W, числу класів, образи яких дана нейронна мережа навчена розпізнавати [24]. Мережа розпізнає об'єкт з вектором ознак x як належить класу ωi, якщо на i-му виході мережі присутній «високий» рівень, а на інших виходах - «низький», що пояснюється в подальшому.
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Рисунок 2.7 – Модель багатошарової нейронної мережі без зворотного зв'язку (у збільшеному фрагменті показана базова структура, яку має кожен елементарний нейрон мережі)
2.7.1 Складність розподілених поверхонь

Одношаровий персептрон будує поверхню в формі гіперплощини. Виникає природне запитання: а яку форму має розподілена поверхня, що реалізується багатошаровою нейронною мережею, подібної моделі на рисунку 2.7. У літературі описано, що тришарова мережа здатна будувати скільки завгодно складні розділяють поверхні, утворені пересічними гіперплощинами [5, 30-34]. На рисунку 1.8. показані види областей в просторі рішень, які можуть бути сфор-мировалось за допомогою одно- або багатошарових нейронних мереж без зворотного зв'язку при одному або двох прихованих шарах і двох входах [4,5,11].

[image: image70.jpg]CrpyKkypa
mepesi

Buay onacteit
pileHHs

PilueHHa npo6nemu
CBUKNOHAOHOrO
ABO»

OnropisHesa

Hanienpoctip

&)

Knacu 3

«3aLNNIOIYUMI
vacTuHamm»

Po3pinbHi nosepxHi
3aranbHoi opmn

BigkpuTa
[lsopisHesa BuNyKna

vacTuHa
TpupisHesa [losinbHa

0
D





Рисунок 2.8 – Види областей в просторі рішень, які можуть бути сформовані за допомогою одно- або багатошарових нейронних мереж без зворотного зв'язку при одному або двох прихованих шарів та двох входів

Одна з переваг нейронних мереж (а також недолік при реалізації їх на послідовній архітектурі) це те, що всі елементи можуть функціонувати паралельно, тим самим істотно підвищуючи ефективність вирішення завдання, особливо в обробці зображень. Крім того, що нейронні мережі дозволяють ефективно вирішувати багато завдань, вони надають потужні гнучкі і універсальні механізми навчання, що є їх головною перевагою перед іншими методами (імовірнісні методи, лінійні роздільники, вирішальні дерева і т.п.) [32-34]. Навчання позбавляє від необхідності вибирати ключові ознаки, їх значимість і відносини між ознаками. Але, тим не менше, вибір вихідного представлення вхідних даних істотно впливає на якість рішення і є окремою темою. Нейронні мережі мають гарну узагальнюючої здатністю, тобто можуть успішно поширювати досвід, отриманий на кінцевому навчальному наборі, на ввесь люд образів. У даній роботі розглядається застосування нейронних мереж для вирішення задачі розпізнавання зображення.

3 МЕТОДИ РОЗПІЗНАВАННЯ ОБ'ЄКТІВ НА ЗОБРАЖЕННІ

3.1 Існуючі автоматизовані системи розпізнавання

Застосування системи розпізнавання номерних знаків автомобілів зростає в усьому світі в багатьох країнах. Рішення завдання розпізнавання номерних знаків здійснюється в чотири етапи:

· виділення областей номерних знаків на зображенні;

· видалення помилкових кандидатів областей номерних знаків;

· виділення букв і чисел з номерного знака автомобіля;

· розпізнавання чисел і букв номерного знака.

Розпізнавання номерних знаків автомобілів може використовуватися в різних технічних системах для транспорту (автомобільний, залізничний, судноплавний і т.п.). Одна з переваг розпізнавання номерних знаків - то, що всі транспортні засоби вже мають або принаймні повинні мати унікальний номерний знак, який використовується, щоб ідентифікувати кожне індивідуальне транспортний засіб. Це означає, що транспортні засоби не повинні мати спеціальні передавачі, встановлені для автоматичного розпізнавання. Інша перевага полягає в тому, що фотографія транспортного засобу, отримана в реальному часі може бути збережена як свідоцтво або доказ у випадках ситуації спору або злочину.

Система автоматичного розпізнавання номерних знаків може мати зображення транспортного засобу, придбаного багатьма різними способами, типу використання звичайної аналогової камери і сканера, використовуючи відео камеру і механізм захоплення кадру, або цифровій камері. Коли система розпізнавання номерних знаків отримує зображення транспортного засобу, це визначить місцезнаходження положення номерного знака, який належить транспортному засобу. Ідентифікований номерний знак буде тоді витягнутий з зображення. Кожен з букв на номерному знаку буде витягнутий з номерного знака в індивідуальні зображення, щоб зробити стадію розпізнавання букв і чисел. Індивідуальні зображення букв будуть тоді ідентифіковані, і результат повернувся до користувача.

Систему автоматичного розпізнавання номерних знаків автомобілів використовують при вхідному допуск стоянки, для того щоб автоматично дозволяти зареєстрованим користувачам доступ, а також використовують для нарахування плати шляхом фіксації часів входу і виходу.

Контрольний пост. Систему автоматичного розпізнавання номерних знаків використовують, щоб обчислити плату подорожі по платній дорозі.

Вкрадені автомобілі. Якщо автомобіль вкрадений, це могло б бути зазначено в системі автоматичного розпізнавання номерних знаків автомобілів. Якщо вкрадений автомобіль проходить повз камери на узбіччі, яка належить системі розпізнавання номерних знаків автомобілів, система автоматично оголошує тривогу. Таку систему використовують в даний час, наприклад, в Італії, Німеччині, Кореї, Великобританії.

Контроль кордону. Автоматична система розпізнавання номерних знаків може використовуватися для контролю кордону між двома країнами. При перетину кордону транспортним засобом воно автоматично реєструється системою.

Регулювання вуличного руху. Автоматично розпізнає номерні знаки можна розробити систему управління руху в місті, наприклад, як це зроблено в місті Дублін: там машини з непарним номером можуть виїжджати на вулиці міста в одні дні, а машини з парним номером - в інші дні.

Маркетинговий засіб. Номерні знаки машин можуть використовуватися, щоб збирати статистику відвідування автомобілями різних районів, або будувати профілі руху за часом.

Контроль допуску. Автоматична система розпізнавання номерних знаків може використовуватися, щоб автоматично відкривати ворота або бар'єр в захищену область для дозволених членів. Така система допомагає охоронцям в воротах або бар'єри. Інформація про транспортний засіб може бути автоматично зареєстрована і може бути використана в разі інцидентів.

3.2 Передобробка зображень при розпізнаванні 

Передобробка виконується на зображенні для поліпшення якості зображення так, щоб розпізнавання на зображенні здійснювалося ефективніше. У цьому розділі наведені різні алгоритми обробки зображень, які використовуються при дослідженні розпізнавання номерних знаків.

Фільтр Гаусса - оператор згортки на основі других похідних, який використовується щоб видалити шум з вихідного зображення. Ступінь згладжування, що досягається фільтром Гаусса, визначається стандартною девіацій Гаусса. Вихід фільтра Гаусса є середньо зважене значення околиці кожного пікселя [45].

Середньоарифметичний фільтр. Процедура фільтрації передбачає обчислення середнього арифметичного значення спотвореного зображення g (х, у) по околиці Sxy. Значення відновленого зображення f в довільній точці (х, у) є середнє арифметичне значення в точках, що належать околиці Sxy. Середньоарифметичний фільтр ідеальний для видалення пікселів в області, які є нетиповими для її середовища. Середньоарифметичний фільтр може бути реалізований у вигляді згортки з маскою.
Медіанний фільтр. Фільтри, засновані на порядкових статистиках, відносяться до класу нелінійних просторових фільтрів. Відгук такого фільтра визначається попередніми упорядкуванням (ранжування) значень пікселів, що покриваються маскою фільтра, і подальшим вибором значення, що знаходиться на певній позиції впорядкованої послідовності (тобто має певний ранг).
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Рисунок 3.1 – 3x3 і 5x5 маски згортки для середньоарифметичного фільтра

Власне фільтрація зводиться до заміщення вихідного значення пікселя (в центрі маски) на отримане значення відгуку фільтра. Найбільш відомий медіанний фільтр, який, як випливає з назви, замінює значення пікселя, на значення медіани розподілу яркостей всіх пікселів в околиці (включаючи і вихідний). Медіанні фільтри вельми популярні тому, що для певних типів випадкових шумів вони демонструють відмінні можливості придушення шуму при значно меншому ефект расфокусировки, ніж у лінійних згладжуючих фільтрів з аналогічними розмірами. Зокрема, медіанний фільтри ефективні при фільтрації імпульсних шумів, іноді званих шумами «сіль і перець», які виглядають як накладення на зображення випадкових чорних і білих точок.

Еквалізація гістограми - функція, яка використовується, щоб поліпшити контраст зображення. Під еквалізацією гістограми будемо розуміти приведення гістограми інтенсивностей зображення до рівномірного закону розподілу. Це забезпечує більш рівномірний розподіл яркостей, в ідеалі приводячи його до рівного числу пікселів для різних рівнів яскравості. На рисунку 2 -а) показані типова гістограма зображення і його бажана гістограма. Функція розподілу зображення показана на рисунку 2 -б).
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Рисунок 3.2 – а) Гістограма зображення; б) Функція розподілу яскравості

Еквалізація гістограми може виконуватися з використанням такої формули:
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(3.1)

де ĝ – нове значення яскравості пікселя; 

gmin, gmax – мінімум і максимум значення яскравості;

C (g (i, j)) – значення функції розподілу.

Порогова обробка перетворює кольорове або сіре зображення в чорно-біле зображення. Порогові перетворення займають центральне місце в прикладних задачах сегментації зображень завдяки інтуїтивно зрозумілим властивостям і простоті реалізації. Для кожного пікселя в зображенні, його рівень інтенсивності досліджений, якщо це - вище деякого порогового рівня, це перетворено до білого. Якщо це - нижче порога набору, це встановлено в чорний. Граничний рівень буде між 0 і 255.

Потоншення - морфологічний дію, яке використовується, щоб зменшити товщину кордону в чорно-білому зображенні до товщини одного пікселя. Потоншення має виконуватися при збереженні таких властивостей:

· витончення не видаляти кінцеві точки;

· витончення чи не порушує зв'язність;

· витончення не повинно призводити до ерозії областей.

[image: image74.jpg]



Рисунок 2.3 – Результат відношення чорно-білого зображення

3.3 Виділення об’єкта в зображенні

Перший етап системи розпізнавання номерних знаків полягає в тому, щоб виділити номерний знак в зображенні. У цьому розділі наведені методи виділення можливого кандидата області зображення, в якому номерний знак може міститися.

3.3.1 Виділення об’єкта з виділенням меж

Кордон - це область в зображенні, яка має сильний контраст яскравості (тобто гостре відмінність в інтенсивності між декількома сусідніми пікселями). Ці гострі зміни на контрасті зазвичай трапляються на кордонах об'єкта. Різні методи виділення кордонів використовуються в поєднанні з іншими методами обробки зображення (наприклад: еквалізація гістограми і порогова обробка) для виділення номерного знака транспортного засобу. На рисунку 2.4 показана схема методики виділення номерного знака за допомогою виділення кордонів [40].
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Рисунок 3.4 – Загальна класифікація методів розпізнавання зображень
Після еквалізациі гістограми і порогової обробки, виконується виділення кордонів, з використанням відповідного алгоритму виділення кордонів, таких як Собел, Каани, Робінсон, і т.п. Алгоритм виділення кордонів повинен виконуватися за два проходи: по горизонталі і по вертикалі. В області номерного знака вихідного зображення повинно бути виявлено велику кількість кордонів, тому що в цій області знаходяться символи. Це - головна особливість на якій будується методика виділення номерного знака.

Вікно, що має приблизний розмір номерного знака використовується щоб виділяти область-кандидат для номерного знака. Створене вікно використовується, щоб вважати, скільки кордонів в ньому. Це вікно сканує зображення. Якщо підрахована кількість кордонів потрапляє в призначений діапазон, то ця область буде відзначена як можливий кандидат номерного знака. Діапазон вибирається експериментально. Результат цього процесу дає список можливих кандидатів номерного знака.

При застосуванні цього методу виникає проблема знаходження оптимального значення глобального порога в процесі порогової обробки. Ще недоліком є великий час виділення кордонів і велике число кандидатів.

3.3.2 Алгоритм «Hough»

Проведено багато досліджень, в яких використаний алгоритм «Hough» для розпізнавання номерного знака. Алгоритм «Hough» виділяє різні форми, типу кіл, еліпсів, прямих і т.д. на зображенні. У розпізнаванні номерного знака використовується алгоритм «Hough» для того, щоб виділяти прямі лінії (межі номерного знака).

Після еквалізациі гістограми і порогової обробки, виконується виділення кордонів. Отримане бінарне зображення є вхідним для алгоритму «Hough» і перетворюється їм в список-кандидатів прямих ліній. Алгоритм «Hough» реалізується в такий спосіб.

Крок 1. Вибрати початковий піксель S (х, у).

Крок 2. Вибрати кінцевий піксель Е (х, у).

Крок 3. Виконати алгоритм простеження лінії від S до пікселя Е і виконати підрахунок кількості пікселів на ній.

Крок 4. Якщо підрахована кількість пікселів більше, ніж порогове значення А, то лінія SE залишається в бінарному зображенні, в іншому випадку вона з нього віддаляється.

Крок 5. Повернення на крок 1 і вибір інших початкового і кінцевого пікселів, до тих пір поки все зображення не буде обробленого.

Після того як список прямих ліній сформований необхідно знайти пари-кандидати прямих ліній, які задають межі номерного знака. Ці лінії повинні відповідати таким критеріям:

· обидві лінії починаються і закінчуються в приблизно тому ж самому положенні на осі X.

· відношення між довжиною і відстанню обох ліній має бути приблизно відношенню символів в номерному знаку автомобіля.

Цей алгоритм виконується і для горизонтальних і для вертикальних ліній. Що виходять пари-кандидати зі списку горизонтальних і вертикальних ліній порівнюються попарно один з одним і перевіряється їх відповідність області номерного знака. Залишаються області - заключні області-кандидати, які можуть містити номерний знак. На рисунку 2.5 показана схема алгоритму виділення об’єкта на зображенні з використанням алгоритму «Hough» [41].
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Рисунок 3.5 – Схема методики виділення номерного знака з використанням алгоритму «Hough»

Перевага алгоритму «Hough» - то, що він є відносно незалежним від яскравості і кольору зображення в тих випадках коли, область номерного знака яскравіша, ніж фон всього зображення.

Недоліком алгоритму «Hough» є те, що при його реалізації можуть виникнути труднощі при виділенні вертикальних ліній. Причина цього те, що вертикальні лінії в номерному знаку коротше, ніж горизонтальні лінії і, отже, є більш чутливими до шуму. Іншим недоліком методу розпізнавання номерного знака є те, що він може виявляти більше однієї області номерного знака. Всі прямокутні області з тими ж самими розмірами як у номерного знака ідентифікуються однаково, тому областей-кандидатів може бути кілька. Ще одним недоліком алгоритму «Hough» є те, що для його реалізації необхідно досить велика кількість пам'яті і обчислювальний час.

3.3.3 Виділення об’єкта методом порівняння з шаблоном

У методі порівняння з шаблоном виконується порівняння кожної частини зображення з шаблоном. Область зображення, яке найбільш схоже на зображення шаблону, буде визначатися як область-кандидат номерного знака.
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Рисунок 3.6 – Можливий шаблон для розпізнавання об’єкта
Шаблон, який використовується у виділенні номерного знака, повинен містити всі особливості номерного знака. Шаблон будується за допомогою ієрархічних чисел і букв. Взаємна кореляція використовується, щоб порівняти шаблон з зображенням. Взаємна кореляція може бути обчислена на основі наступного виразу:



[image: image78.wmf](

)

(

)

(

)

11

00

,,,

nm

ij

T*Ixy Tij*Ixiyj 

--

==

=++

åå

,
(3.2)

де Т (п, т) – шаблон і 1 (х, у) - зображення.

Метод порівняння з шаблоном - сильний підхід для того, щоб знайти єдину міру подібності між двома зображеннями. Недоліком методу порівняння з шаблоном є те, що цей алгоритм є повільним. Іншим недоліком є те, що якщо зображення деформований, то можливо не буде виявлено подібності жодному з шаблонів.

3.3.4 Виділення об’єкта методом нарощування областей

Основна ідея методу нарощування областей - застосування особливостей області номерного знака (наприклад: колір або яскравість номерного знака). Спочатку виконується порогова бінаризація. Це дозволяє виконувати розпізнавання номерного знака більш ефективно, оскільки номерний знак - зазвичай один з найяскравіших об'єктів на зображенні. Кожен піксель в зображенні перевіряється за особливостями номерного знака. Якщо піксель ідентифікований як містить особливості пікселя номерного знака, тоді необхідно перевірити всі сусідні пікселі, щоб вирішити, чи містять вони особливості пікселя номерного знака. Якщо сусідній піксель містить правильні особливо тоді, ми говоримо, що обидва пікселя належать тій же самій області. Цей процес виконується рекурсивно, поки кожен піксель зображення використовує буде досліджений. Таким чином відбувається формування списку областей-кандидатів.
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Рисунок 3.7 – Блок-схема методу нарощування областей

Метод нарощування областей не гарантує, що ідентифіковані області відповідатимуть критеріям області номерного знака. Ця проблема може бути подолана двома різними шляхами. Або область може бути приєднана до найбільшого існуючого прямокутника в його області, або область може бути приєднана до найбільшого прямокутника, заснованому на максимальних і мінімальних ординатах безлічі пікселів, які перелічено всі і для осі X і для осі У. Перший метод сприйнятливий до шуму, тому другий метод - зазвичай потребує менше часу.

Метод нарощування областей - швидкий метод, так як кожен піксель обробляється тільки один раз. Недолік методу нарощування областей - то, що, так як це - рекурсивний метод, він вимагає великого обсягу пам'яті.

3.4 Усунення некоректних об’єктів 

Після ідентифікації можливих областей-кандидатів, в яких номерний об’єкт може розташовуватися, потрібно усунути області-кандидати, які не містять об’єкт (тобто усунути неправильних кандидатів).

3.4.1 Метод усунення некоректних областей

Некоректні області-кандидати можна усунути зі списку можливих кандидатів номерного знака з використанням деяких евристик. Щоб використовувати евристику, кандидати повинні бути в бінарному форматі. Якщо кандидат містить наступні особливості, вони усуваються зі списку областей-кандидатів:

- велика кількість чорних пікселів на лівому або на правому кінцях;

- велика кількість білих пікселів на лівому або на правому кінцях.

Кандидати з цими особливостями необхідно усунути, тому що номерні знаки складаються з білого фону з чорними буквами з зазвичай першою літерою, що знаходиться розумно близько до лівої сторони номерного знака. А остання буква, знаходиться розумно близько до правого боку [41].

Кандидати, які мають ту саму яскравість перетину по області номерного знака, усуваються зі списку областей-кандидатів номерного знака. Цей метод перевіряє область-кандидат для раптових переходів між світлими і чорними областями пікселів (рисунок 2.9). Число переходів підраховується і якщо загальна кількість їх нижче певної величини, тоді ця область усувається від списку з областей-кандидатів. Така перевірка виконується по горизонтальних перетинах області- кандидата номерного знака.

Якщо область-кандидат номерного знака не відповідає відношенню ширини і висоти стандартного номерного знака, тоді вона усувається.

3.5 Виділення букв і чисел з зображення
Щоб спростити стадію розпізнавання букв і чисел, спочатку необхідно витягти їх з номерного знака в індивідуальні зображення. Є кілька підходів, які можуть витягувати букви і числа (символи), деякі з яких описані в цьому розділі.

3.5.1 Метод поділу областей

Метод поділу областей використовується для поділу області номерного знака на області містять області окремих символів. Метод поділу областей визначає піки в гістограмі монохромного зображення і потім шукає між піками порогові значення. Області визначаються як області містять безліч пікселів з рівнями яскравості укладеної між порогомі. Цей метод заснований на побудові повної гістограми і дає хороші результати в разі обробки щодо помітних областей.

3.5.2 Метод нарощування областей

Цей метод використовує функції морфології, щоб шукати пов'язаний компонент (тобто символи). Спочатку в області номерного знака знаходиться довільний чорний піксель. Коли чорний піксель знайдений, то передбачається, що це - частина символу. Тоді здійснюється повторюваний процес, з використанням наступного рівняння
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де X_k – представляє витягнутий компонент;

A - вихідне зображення;

B – елемент структурування розміру 3x3; 

Х0 - перший чорний піксель [41].

Цей повторюваний алгоритм створює нове зображення X_0, яке містить перший чорний піксель (рисунок 3.8). X0 який розширено таким чином, що містить всі його сусідні пікселі, які також є чорними. Далі цей процес повторюється для всіх нових чорних пікселів включених в область. Цей процес триває до тих пір, поки не буде виконана умова [image: image82.png]Xie = Xieos
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Рисунок 3.8 – Процес виділення пов'язаних компонентів

Коли пов'язаний компонент знайдений, цей компонент перевірений відповідно до вимоги (наприклад: розмір). Цей процес виконується до тих пір, поки всі символи в номерному знакові не будуть витягнуті.

Метод виділення пов'язаних компонентів дуже точний, але вимагає хорошої якості зображення і гарного перетворення від оригінального зображення в бінарне зображення, для того щоб дві літери не виділялися як одна область.

3.5.3 Метод підрахунку пікселів

Горизонтальне проектування бінарного зображення номерного знака може використовуватися, щоб показати точне положення букви в номерному знаку. Число чорних пікселів в колонці показує розташування символів. Для цього методу, спочатку необхідно видалити кордону номерного знака.
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Рисунок 3.9 – Горизонтальні проекції зображення номерного знака

Перевага цього методу полягає в тому, що він стійко працює незалежно від положення кожної букви в номерному знаку. Недолік методу підрахунку пікселів то, що цей метод сильно залежить від якості зображення номерного знака.

3.5.4 Статичні кордону

Якби кожен номерний знак мав ту ж саму кількість символів і кожен символ мав незмінне місце на кожному номерному знаку, то символи могли б бути виділені з використанням статистичної інформації про положення символів. Перевага цього методу полягає в тому, що його дуже просто здійснити. Недолік методу статичних кордонів те, що він має дуже високий ризик вибору неправильних кордонів, якщо якість зображення номерного знака погане.

3.6 Розпізнавання букв і чисел

Розпізнавання букв і чисел - ідентифікація символів, які містяться в зображенні номерного знака. У цьому процесі використовуються зображення, які були виділені від стадії вилучення символів як вхідні зображення. У цьому розділі розглядаються різні методи, які можна використовувати для розпізнавання символів (букв і чисел).

3.6.1 Метод порівняння з шаблоном

Метод порівняння з шаблоном - загальний і простий метод розпізнавання букв і чисел. У цьому методі невідомі (вхідні) зображення порівнюються, з бібліотекою зображень шаблонів.

Кожен піксель в зображенні символу з номерного знака порівнюється з відповідним шаблонним зображенням. Обчислення буде проводитися у відповідність з розміром шаблону. Для кожного пікселя зображення номерного знака, який є тим же самим, що і його відповідний піксель в шаблоні, до критерієм відповідності додається одиниця. Вхідний символ відноситься до класу шаблону з найвищим критерієм відповідності [41].

3.6.2 Метод розпізнавання по вектору-образу

Метод розпізнавання образів використовує вектор-образ, з яким порівнюється кожен з витягнутих символів з номерного знака. Тому на етапі навчання створюються бібліотека векторів-образів всіх букв і цифр, які будуть використовуватися при розпізнаванні вхідних символів.

Розпізнавання за допомогою вектора-образу передбачає, що кожен з витягнутих символів переміщається в матрицю фіксованого розміру (наприклад 28x12 матриця). Створюється вектор-образ шляхом накладення на зображення сітки 4x4, як показано на рисунку 2.10. Потім підраховується число темних пікселів в кожному квадраті і воно нормується на загальну кількість пікселів в квадраті. Вектор-образ буде тепер складатиметься з 16 значень, що відповідають кожному елементу в сітці. Добутий вектор порівнюється з бібліотекою векторів-образів всіх букв і чисел.
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Рисунок 3.10 – а) Зображення букви А; б) Вектор-образ зображення літери А

Використовувана міра близькості для порівняння вектор-образу невідомого символу яка обчислюється на основі запропонованого і описаного вище методу має важливу для практики властивістю. Вектори-образи в бібліотеці можна сортувати за значеннями в різних квадратах (наприклад: літери, вершина яких, містить порожній квадрат можуть бути поміщені на початку списку в бібліотеці, а ті вектор-образи у яких вершина заповнена може бути розміщена в кінці списку в бібліотеці або навпаки). Це властивість може використовуватися, щоб прискорити процес порівняння. Якщо відповідний вектор-образ швидко знайдений, то немає ніякої необхідності в перегляді всієї бібліотеки символів.

Мірою близькості, яка використовується в бібліотеці, щоб оцінити відстань між виділеними літерами і вектором-чином з бібліотеки, може бути просто сума відмінностей у відсотках для кожної літери з бібліотеки.

3.6.3 Метод характерних точок

Цей метод використовує важливі особливості в контурі символів, які відрізняють його від всіх інших. Ці особливості зосереджені в характерних точках символів. Прикладами характерних точок можуть бути кут, або перетин між двома лініями, або точка (рисунок 2.11).
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Рисунок 3.11 – Характерні точки; а) літери I; б) літери О; в) букви S

Одних тільки характерних точок недостатньо, щоб ідентифікувати символи. Ідентифікація вимагає побудови зумовленої бази даних символів і їх характерних точок так, щоб невідомі символи можна було порівнювати з символами з бази даних. Зумовлені характерні точки повинні містити деталі усереднені на вибірці для кожного символу. Ідентифікація символів виконується на основі формування заходи близькості між характерними точками для символу з номерного знака і характерними точками з бази даних. Це завдання може виконуватися, використовуючи алгоритм, типу Евклідовому алгоритму відстані. Символ, який буде визначатися як правильний, буде той символ з бази даних, який буде знаходитися в межах визначеного граничного відстані.

3.6.4 Розпізнавання символів за допомогою нейронної мережі

Нейронні мережі можуть використовуватися для розпізнавання букв і чисел. Популярна нейронна мережа для розпізнавання букв - нейронна мережа з послідовними зв'язками зворотного поширення [2, 4, 45]. Нейронна мережа з послідовними зв'язками зворотного поширення являє собою багатошарову модель персептрона з шаром входу, один або більше прихованими шарами, і вихідним шаром (рисунок 2.12). Вузли в нейронної мережі пов'язані через вагові коефіцієнти з кожним вузлом, зазвичай з'єднує з наступним шаром аж до вихідного шару, який забезпечує результат мережі.
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Рисунок 3.12 – Схема нейронної мережі з послідовними зв'язками

В алгоритмі зворотного поширення нейронна мережа навчається з учителем. Після навчання нейронна мережа може розпізнавати всі різні зразки символів, в тому числі і символів з шумами. Нейронна мережа може розпізнавати сильно пошкоджені шумами символи.

4 ЕВРИСТИЧНИЙ АЛГОРИТМ ТРЕНУВАННЯ ШТУЧНОЇ НЕЙРОННОЇ МЕРЕЖІ

Евристичним називають метод розв‘язання задачі оптимізації, який знаходить приблизне рішення, часто основуючись на випадкових процесах, але робить це шидше ніж відомі точні алгоритми. Часто швидкість досягається за рахунок програшу в оптимальності, повноцінності чи точності.  

Основна ціль евристичного алгоритму – знайти розв‘язок задачі оптимізації за прийнятний час. Цей розв‘язок може бути не найкращим, чи він може просто апроксимувати більш точний розв‘язок. Але такий розв‘язок залишається цінним, оскільки на його пошуки витрачається значно менше часу. Результати дослідження NP-складних задач в теоритичних компютерних науках роблять евристичні алгоритми єдиною можливою опцією для розвязання деяких задач оптимізації, які потрібно вирішувати швидко, або навіть в реальному часі. Евристичні алгоритми також знаходять використання у області штучного інтелекту, чи комп‘ютерних симуляціях мислення, а також в галузях, де не існує відомих точних алгоритмів.

Незважаючи на те, що традиційні методи тренування ШНМ (наприклад, метод зворотного поширення помилки чи класичний градієнтний спуск) широко використовуються у багатьох областях, вони мають певні недоліки. Ці недоліки стали основним вузьким місцем, яке обмежує їх подальший розвиток. У більшості випадків метод градієнтного спуску, що використовується в нейронних мережах прямого поширення, має такі основні недоліки:  

а) повільне тренування. Для остаточного визначення вагових коефіцієнтів може бути потрібно багато ітерацій в методі градієнтного спуску, особливо якщо функція помилки спадає повільно та має схожість з функцією Розенброка.  

б) глобальний мінімум може бути не знайдено, оскільки класичний алгоритм градієнтного спуску легко потрапляє до локального мінімуму. 
 в) дуже чутливий до початкових значень коефіцієнтів. 
Якщо вибір коефіцієнтів некоректний, конвергентна швидкість алгоритму буде дуже малою, і процес тренування займе багато часу. Тому, щоб підвищити ефективність тренування ШНМ, потрібно позбутися наведених проблем, що і стало предметом даного дослідження. Задача тренування ШНМ зазвичай складна та має високу розмірність. Багато дослідників вважають за краще використовувати алгоритми, аналогічні алгоритму зворотного розповсюдження помилки для тренування ШНМ. МЗПП працюють, розраховуючи  вихідну похибку та градієнт цієї похибки відносно кооєфіцієнів ШНМ. Після цього відбувається корекція вагових коефіцієнтів і коефіцієнтів зміщення ШНМ в напрямку, протилежному градієнту. Ці градієнтні методи оцінюють помилку в результуючому векторі, що згенерелувала  мережа, в порівнянні з учителем і розповсюджують похибку на коефіцієнти по всій мережі. Таким чином, одна з основних перешкод пов'язана з тим, що пошук оптимальних коефіцієнтів сильно залежить від початкових коефіцієнтів. Якщо вони розташовані біля локального мінімуму, алгоритм буде може зійтися до неоптимального розв‘язку.  Отже, звичайний метод пошуку градієнта схильний до конвергенції в локальних екстремумах. Запропоновані численні рішення, запропоновані нейромережевими дослідниками для подолання повільної швидкості конвергенції та потрапляння в місцевий мінімум. Існує кілька потужних алгоритмів оптимізації, які базуються на алгоритмі простого градієнтного спуску. Наприклад: кон'югатний градієнтний спуск, масштабований градієнтний спуск, Квазі-Ньютоновські методи. Вони дозволяють підвищити швидкість конвергенції. Оскільки евристичні алгоритми не використовують градієнтну інформацію, це вигідно для проблем, коли така інформація недоступна або якщо її дуже важко отримати. Ці переваги роблять їх більш надійними та привабливими, ніж багато інших алгоритмів пошуку [15]. МРЧ як евристичний алгоритм, простий в реалізації та добре працює над багатьма проблемами оптимізації. Як і інші евристичні методики, МРЧ також може бути використаний у навчанні нейронних мереж. 
4.1 Метод рою часток 
Метод рою часток, МРЧ (англ. Particle Swarm Optimization, PSO) — метод чисельної оптимізації,  для використання якого не потрібно знати точного градієнта оптимізованої функції. МРЧ був доведений Кеннеді, Еберхартом і Ші [2] і спочатку призначався для імітації соціальної поведінки. Алгоритм був спрощений, і було зауважено, що він придатний для виконання оптимізації. Книга Кеннеді й Еберхарта описує багато філософських аспектів МРЧ і так званого ройового інтелекту. Велике дослідження застосувань МРЧ зроблене Полі. МРЧ оптимізує функцію, підтримуючи популяцію можливих розв'язків, називаних частками, і переміщаючи ці частки в просторі розв'язків згідно із простою формулою. Переміщення підпорядковуються принципу найкращого знайденого в цьому просторі положення, що постійно змінюється при знаходженні частками вигідніших положень [4]. Колекти вний інтеле кт (англ. Swarm intelligence) описує комплексну колективну поведінку децентралізованої системи, що самоорганізується. Розглядається в теорії штучного інтелекту як метод оптимізації. Термін був уведений Херардо Бені й Ван Цзином в 1989 році, у контексті системи клітинних роботів. Інколи колективний інтелект ще називають ройовим інтелектом. Із точки зору інформатики, колективний інтелект — це частина комп'ютерних наук, яка проектує та вивчає ефективні числові методи розв‘язання проблем у спосіб, схожий з поведінкою «колективу» живих організмів. Досягнення в цій галузі, а це власне розроблені алгоритми, застосовуються перш за все в задачах комбінаторної оптимізації та для розв'язування задачі комівояжера. Системи колективного інтелекту, як правило, складаються із множини агентів (багатоагентна система), що локально взаємодіють між собою й із навколишнім середовищем. Самі агенти зазвичай досить прості, але всі разом, локально взаємодіючи, створюють так званий колективний інтелект. Прикладом у природі може служити колонія мурах, рій бджіл, зграя птахів, косяк риб.  Методи колективного руху агентів у колонії використовуються при проектуванні систем координованої роботи роботів. Розподілена взаємодія між агентами спонукала до створення декількох кластерних алгоритмів та алгоритмів упорядкування. Моделі розподілу праці між агентами колонії були використані для регулювання спільної роботи робототехніки. Дизайнери використовують технології рою як засіб створення складних інтерактивних систем і моделювання натовпу. «Розбиваючи лід» — був перший фільм, що використовував технології колективного інтелекту для візуалізації, реалістичного зображення руху груп риб і птахів із використанням Boids системи. Тім Бертон створив фільм «Бетмен повертається» також з використанням технології колективного інтелекту для демонстрації руху груп кажанів. У фільмі «Володар Кілець» використовували подібну технологію, відому як технологія масивів, під час батальних сцен. Такі технології є особливо привабливими, тому що використання колективного інтелекту — це дешевий, надійний і простий спосіб. Авіакомпанії використовують теорію колективного інтелекту під час моделювання пасажирів перед посадкою в літак. Дослідник Дуглас Лоусон використовував мурах на основі комп'ютерного моделювання та визначив існування лише шести правил взаємодії пасажирів та спромігся оцінити час посадки з використанням різних методів посадки[8]. Колективний інтелект може бути використаний у цілому ряді програм. Збройні сили США використовують методи колективного інтелекту для управління безпілотними транспортними засобами. Європейське космічне агентство думає про «орбітальний рій» для самостійної збірки і інтерферометрії. NASA досліджує використання технології колективного інтелекту для створення планетарних карт. У 1992 році робота М. Anthony Lewis and George A. Bekey довела можливість використання розвідки роєм, за допомогою колективного інтелекту для контролю нанороботів у тілі з метою знищення ракових пухлин. Також колективний інтелект застосовується для інтелектуального аналізу даних. Використання колективного інтелекту в телекомунікаційних мережах також досліджували, у вигляді основ мурашиної маршрутизації. Це було вперше відкрито Dorigo та Hewlett Packard в середині 1990-х років із низкою змін з тих пір. В основному це використання імовірнісних таблиць маршрутизації з використанням «нагородження» — зміцнення успішно пройденого маршруту кожної «мурашки» (невеликий пакет управління), який проходить у мережі. Посилення маршруту вперед, у зворотному напрямку, і обидва одночасно були досліджені. У зворотному напрямку зміцнення вимагає симетричної мережі і пар в обох напрямках разом. Мобільні засоби   масової інформації і нові технології можуть змінити поріг для колективних дій у зв'язку з ростом інтелекту систем. Авіакомпанії використовували мурашину маршрутизацію в призначенні воріт для літака, що прибуває в аеропорт. В авіакомпанії Southwest програма використовує колективний інтелект, тобто теорію, що колонія мурашок працює краще, ніж поодинці. Кожен пілот працює як мураха в пошуках найкращих воріт в аеропорт. «Пілот вчиться на власному досвіді, що найкраще для нього, і виявляється, що це найкраще рішення для авіакомпанії» пояснює Дуглас Лоусон. У результаті роботи колонії, кожен пілот завжди прямує до вільних воріт.
4.2 Модифікації методу рою частинок
 В оригінальному методі рою частинок, швидкість кожної частинки залежить лише від глобального кращого розв‘язку та  історично збереженого кращого розв‘язку конкретної частинки. Таким чином, якщо глобальний карщий розв‘язок виявиться одним з локальних мінімумів, алгориму буває складно вийти з такої ситуації та знайти глобальний мінімум. Щоб вирішити таку проблему в цьому розділі запропоновано три стратегії вдосконалення.

4.2.1 Модифікація МРЧ з вибором кращого сусіднього розв’язку
Припускається, що на швидкість збіжності рою може впливати не тільки краща позіція частинки, та глобальний кращий розв‘язок рою але і краща позиція сусідньої частинки. Імовірно, що в деяких випадках така  позиція може позитивніше вплинути на наступну позицію частинки, ніж pi.

Для визначення підходящих частинок-сусідів можна використати різні підходи. У даній роботі використано перервірку середньої Евклідової відстані між частинками. 
Нехай  – Евклідова відстань між i-тою та  j-тою частинками та mdi – середня Евклідова відстань для і-тої частинки. Тоді: 
                                                
                                                                   
                                                                              [image: image88.png]


                                                      (4.1)
Якщо                                        [image: image90.png]d(i,j)
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;                                           (4.2)

то j-та частинка може бути прийнятою за сусідню до і-тої. Такий підхід можна узагальнити додавши фактор радіусу пошуку сусідніх частинок r. Тоді (3.2) може бути замінено на [image: image94.png]d(i,j)



 ≤ r *[image: image96.png]md,



 . Якщо r = 0, то алгоритм працюватиме як звичайний МРЧ, без модифікації. Після вибору сусідньої частинки, у випадку якщо f(pNibest) < f(pi), то pNibest використовується замість pi у формулі (3.2), тобто
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    (4.3)

інакше використовується формула (3.2). При використанні даної модифікації, на кожній ітерації алгоритму, перед визначенням швидкості частинки відбуається вибір найкращого сусіда, та у випадку, якщо його позиція краще ніж pi, вона використовується для визначенні нової швидкості (3.3).                                                   

4.2.2 Модифікація МРЧ з заміною непривабливих розв’язків
Щоб уникнути передчасної сходимості до локального мінімуму можна запропонувати модифікацію алгоритму, яка заключається у видаленні  імовірно поганих розв‘язків, та заміні їх на випадково згенеровані. Нехай L деяке число, що визначає швидкість видалення старих розв‘язків. На початку роботи алгоритму, для кожної частинки ініціалізуємо li(t) = 0 (i = 1, …, S, t = 0). На кожній ітерації алгоритму, якщо позиція xi не може бути змінена в кращу сторону, то модифікуємо:

                                                  li(t+1) = li(t) + 1                                       (4.4)
інакше зкинемо значення до нуля: li(t+1) = 0.

Якщо розв‘язок  не може бути покращено  разів, тобто якщо li(t) = L, то позиція xi буде видалена, та замінена на xnew:
xnew = xt + sEt
де  взято з нормального розподілу з нульовим середнім і єдиним стандартним відхиленням для випадкових блукань, або взяті зі стійкого озподілу для польоту Lévy. Тут розмір кроку s визначає, наскільки далеко ходок може піти за фіксоване число ітерацій. В генерації Леві визначення розміру кроку складне, тому також часто використовують алгоритм Мантени [14]. Якщо s дуже велике, то новий згенерований розв'язок буде занадто далеко від старого (або може навіть не належати до допустимих розв‘язків). Тоді такий крок не буде прийнято. Якщо s занадто мале, зміни занадто малі, щоб бути значними, і, отже, такий пошук не є ефективним. Таким чином, для найбільшої ефективності пошуку розмір кроку має дуже велике значення. Також розмір кроку значно залежить від області визначення функції та обмежень, накладених на неї для пошуку. 

[image: image98.png]



Рисунок 4.1 – Приклад розв’язків, згенерованих розподіленням Lévy у двовимірному просторі
4.2.3 Модифікація МРЧ з додаванням хаотичного оператору пошуку
Щоб покращити глобальну конвергентну швидкість алгоритму ММРЧ, було додано хаотичний оператор пошуку. Для генерації хаотичної складової використано залежність:

                           chi+1 = 4* chi * (1 - chi), 1 ≤ i ≤ k                                    (4.5)

де  К –довжина хаотичної  послідовності, та  ch0 – випадкова величина.

Таким чином, новий розв‘язок може бути згенеровано за формулою:

                                xnew = (1 – λ) * g + λ * ch,                                        (4.6)

де λ – фактор розміру кола пошуку. Розмір кола пошуку будемо лінійно 

зменшувати, залежно від номеру ітерації алгоритму:
                                            
                                                             [image: image99.png]j - maxcycle —t+1
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                                                            (4.7)
Таким чином, з плином ітерації алгоритму, хаотична складова буде все менше впливати на новий розв‘язок. Це дозволяє залишити здібність алгоритму знаходити більш точний розв‘язок при наближенні до останньої ітерації, але додасть можливість знайти нові розв‘язки на початкових ітераціях. В свою чергу, така можливість виявляється корисною для запобігання потрапляння алгоритму до локального мінімуму.

Тоді модифікований метод рою частинок (ММРЧ) буде виглядати так:
а) Для кожної частки i = 1, …, S зробити: 
а.1) Згенерувати початкове положення частки за допомогою випадкового вектора [image: image100.png]


, що має багатовимірний рівномірний розподіл.[image: image102.png]




 QUOTE [image: image103.png]Diower: bupper
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 –нижня й верхня границі простору розв‘язків відповідно.
а.2) Присвоїти найкращому відомому положенню частки його початкове значення: pi ← xi.
а.3) Якщо (f(pi) < f(g)), то оновити найкращий відомий стан рою: g ← pi.
а.4) Присвоїти значення швидкості частки:
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б) Поки не виконаний критерій зупинки (наприклад, досягнення заданого числа ітерацій або необхідного значення цільової функції), повторювати для кожної частки i = 1, …, S:
б.1) Згенерувати коефіцієнт інерції  та згенерувати випадкові вектори.
5 тестування програмних засобів

Було проведено серію тестових експериментів для порівняння модифікованого методу рою частинок та методу без модифікацій.

Таблиця 5.1 – Список цільових функцій для тестування

	Цільова функція
	Розмірність
	Область визначення
	Глобальний мінімум
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	30
	[-100; 100]
	0
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	30
	[-10; 10]
	0
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	30
	[-30; 30]
	0
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	30
	[-5.12; -5.12]
	0
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	30


	[-600; 600]
	0
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	30
	[-10; 10]
	0
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	30
	[-32; 32]
	0
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	30
	[-600; 600]
	0
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	30
	[-100; 100]
	0
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	30
	[-100; 100]
	0


Тестові експерименти були проведені на ноутбуці з процесором Inter® Core(TM) i5-3230M 2.60 GHz. Він має можливість виконувати паралельно тільки чотири потоки.   

У якості цільових функцій було використоно десять функцій, наведених в таблиці 5.1. Ці функції відібрано з рекомендованого списку функцій для тестування алгоритмів оптимізації. Деякі з них мають склдну структуру та багато локальних мінімумів. Знаходження мінімуму цих функцій складає певну складність для будь якого алгоритму оптимізації.  Наприклад на рисунку 5.2 зображено тривимірний графік однієї з цільових функцій (f7). На рисунку можна побачити, що функція має дуже багато локальних мінімумів, що значно ускладнює збіжність алгоритму. 
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Рисунок 5.1 – Тривимірний графік функції Аклі (Ackley's function)
Спільні парамерти обох алгоритмів: 

Розмірність n= 30, кількість частинок S = 30, кількість ітерацій maxcycle = 2000. Параметри, що були підібрані експериментальним шляхом для ММРЧ wmin  = 0.4, wmax = 0.9, L = 5, r = 0.01. Кожен експкримент було повторено 10 разів незележно один від одного.
Таблиця 5.2 – Порівняння результатів роботи МРЧ та ММР

	Цільова функція
	Алгоритм
	Середнє
	SD
	Мінімальне

	f1
	МРЧ
	5.07e-03 
	1.25e-03 
	4.11e-03

	
	ММРЧ
	5.67e-15
	7.34e-16
	6.23e-16

	f2
	МРЧ
	1.81e-01
	4.32e-01
	8.45e-02

	
	ММРЧ
	7.23e-13
	9.28e-14
	6.67e-16

	f3
	МРЧ
	2.21e+01
	3.24e-01
	1.30e+01

	
	ММРЧ
	2.22e-05
	4.93e-05
	9.38e-13

	f4
	МРЧ
	2.90e-01
	0
	2.90e-01

	
	ММРЧ
	0
	0
	0

	f5
	МРЧ
	5.32e-10
	3.24e-10
	1.30e-10

	
	ММРЧ
	8.32e-15
	8.23e-15
	9.76e-16

	f6
	МРЧ
	4.97e-04
	4.65e-04
	1.91e-04

	
	ММРЧ
	0
	0
	0

	f7
	МРЧ
	2.03e+01
	1.22e-02
	2.02e+01

	
	ММРЧ
	3.29e-07
	3.76e-10
	1.75e-08

	f8
	МРЧ
	1.05e+02
	9.24e-02
	1.04e+02

	
	ММРЧ
	3.68e-09
	6.27e-09
	6.00-12

	f9
	МРЧ
	2.32e-04
	2.03e-05
	2.30e-04

	
	ММРЧ
	6.30e-12
	1.04e-11
	1.29e-14

	f10
	МРЧ
	7.42e-06
	1.03e-06
	6.23e-06

	
	ММРЧ
	1.43e-10
	2.32e-10
	4.65e-12


З проведених експериментів видно, що модифікації алгориму покращують загальну сходимість на різних функціях. Модифікований алгорим знаходить глобальний мінмум функції значно точніше, ніж алгоритм без модифікацій. Різницю в похибці алгоритмів яскраво видно на графіку нижче: 
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Рисунок 5.3 – Середнє значення похибки

Бачимо, що у випадку  f4 та f6  алгоритму ММРЧ вдалось знайти мінімум абсолютно точно. Це може бути зв‘язано з відносною простотою функцій, та з меншою областю визначення ніж у інших функцій. В цілому алгоритм ММРЧ показує значно кращі та стабільніші результати, ніж алгоритм без модифікацій, за незмінної кількості ітерацій. 

6 ПРОГРАМНІ ЗАСОБИ. АРХІТЕКТУРА ШНМ

Було розроблене тестове програмне забезпечення на мові програмування С++. Програмне забезпечення включає реалізацію двох алгоритмів тренування ШНМ. У процесі розробки, для імпортування архітектури ШНМ було підключено бібліотеку tinyDNN, оскільки вона є зручною у використанні та підтримує популярні формати зберігання нейромереж. Для розбиття та нормалізації вхідних данних було розроблено кілька допоміжних консольних додатків на мові програмування Python. Алгоритм ММРЧ було використано для мінімізації цільової функції середньоквадратичної помилки змодельованої нейронної мережі. Для порівняння результатів, було розроблено стандартний алгоритм зворотнього розповсюдження помилки (МЗПП). Кожна частинка алгоритму ММРЧ містить розв‘язок нейронної мережі, тобто набір синаптичних коєфіцієнтів, необхідних для класифікації вхідного зразка. Кожна міні-вибірка має розмір 40  зображень, та  підбирається випадково, але так, щоб гарно представляти весь набір данних.
Як приклад ШНМ розглянемо багатошаровий перцептрон, оскільки така модель є одною з найпоширеніших та широко використовується для розв‘язування найрізноманітніших задач. Багатошаровий перцептрон — це перцептрон з додатковими шарами штучних нейронів, розташованими між вхідним та вихідним шаром [1]. Виходи нейронів кожного шару з‘єднані з входами всіх нейронів наступного шару. Таким чином, вхідний сигнал поширюється в одному напрямку, утворюючи нейронну мережу прямого спрямування. Кількість нейронів вхідного та вихідного шарів визначається з умов задачі, для розв‘язування якої будується ШНМ. Кількість вхідних нейронів залежить від розмірності задачі, а вихідних від кількості  ознак чи кількості класів об'єктів. Кількість додаткових (прихованих) шарів та число нейронів у кожному шарі залежить від складності класифікації та часто підбирається для кожної задачі окремо.  Основна задача в процесі тренування ШНМ — це підбір коректних вагових коефіцієнтів для кожного зв‘язку між нейронами, що будуть забезпечувати максимальний відсоток бажаних значень на виході мережі.
6.1 Розробка архітектури ШНМ  для розв’язання задачі розпізнавання рукописних чисел

Проблему класифікації рукописних чисел можна розділити на дві підпроблеми. По-перше необхідно розбити зображення рукописного числа на складові зображення цифр. По-друге необхідно класифікувати кожне зображення цифри в один з десяти класів.
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Рисунок 6.1 – Приклади рукописних цифр для розпізнавання

У данному дослідженні увагу було сфокусовано на другій частині проблеми, а саме на класифікації конкретних цифр. Оскільки якщо знайдено надійний спосіб класифікації зображень конкретних цифр, то задачу розділення зображення числа на цифри розв‘язати стає набагато простіше. Один із способів – розділити цільове зображення на велику кількість зображень різних розмірів, та спробувати класифіувати ці зображення. Надалі відсіяти завеликі та замалі зображення цифр, які будуть мати низьку точність класифікації. Основна ідея такого методу заключається в тому, що якщо класифікатор має багато проблем у визначенні цифри на якомусь із розбитихзображень, то імовірно, на ньому тільки частина цифри, більше одної цифри, або взагалі немає цифри. Такий чи інший підхід, з деякими модифікаціями, може бути використано для розбиття цілевого зображення на складові цифри. Тож сконцентруємо увагу на ШНМ для розпізнавання однієї цифри.

Кожен нейрон вхідного шару отримує сигнал, що залежить від інтенсивності відповідного пікселя в тестовому зображенні. Всі зображення в тестовому наборі данних попередньо було приведено до монохромного вигляду. Перед подачею до вхідного шару значення відповідного пікселю нормалізується до проміжку [0, 1]. Всі тестові зображення мають розширення 28х28 пікселів, отже вхідний шар мусить містити 784 нейрона. Вихідний шар містить десять нейронів, отже, якщо значення сигналу відповідного нейрону вихідного шару наближається до одиниці, то можна говорити про те, що мережа класифікує вхідне зображення як відповідну цифру під номером цього нейрона. Наприклад, якщо значення сигналу приблизно дорівнює одиниці на четверому нейроні, то мережа класифікує вхідне зображення як зображення цифри чотири і т.д.  Прихований шар містить тільки 15 нейронів. Його розмір було підібрано експериментальним шлхом. Збільшення кількості нейронів прихованого шару може призводити до незначного збільшення точності класифікації, але значно ускладнює тренування ШНМ. Оскільки кожен новий нейрон в прихованому шарі додає ще 784 + 10 вагових коефіцієнтів, що необхідно підібрати в процесі тренування. Оскільки це збільшує розмірність задачі, збільшується і час тренування, незалежно від вибраного методу тренування ШНМ. Тим не менш, деяка кількість нейронів в прихованому шарі все ж необхідна. Без прихованого шару нейронна мережа не буде знаходити спільні аспекти в данних для тренування, а буде просто запам‘ятовувати данні. Таким чином вона може добре справлятись із зображеннями, на яких проводилось тренування, але показувати погані результати на нових зображеннях.
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Рисунок 6.2 – Архітектура ШНМ

6.2 Тестування розроблених програмних засобів
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Рисунок 6.3 – Графік залежності середньоквадратичної помилки від епохи тренування
Аналізуючи графік залежності помилки від епохи тренування, можна зробити висновок, що ММРЧ навчається швидше. Вже на 50-тій епосі ММРЧ показує результат, який звичайний МЗРП здобуває тільки на сотій епосі тренування. На кожній епосі тренування було виділено спеціальну тестову вибірку, на якій не продилось тренування, а проводилась тільки перевірка середньоквадратичної помилки. Графіки з тестових вибірок зображені пунктирною лінією.
Таблиця 6.1 – Цільова функція
	Цільова функція
	Алгоритм
	Середнє
	SD
	Мінімальне

	f1
	МРЧ
	5.07e-03 
	1.25e-03 
	4.11e-03

	
	ММРЧ
	5.67e-15
	7.34e-16
	6.23e-16

	f2
	МРЧ
	1.81e-01
	4.32e-01
	8.45e-02

	
	ММРЧ
	7.23e-13
	9.28e-14
	6.67e-16

	f3
	МРЧ
	2.21e+01
	3.24e-01
	1.30e+01

	
	ММРЧ
	2.22e-05
	4.93e-05
	9.38e-13

	f4
	МРЧ
	2.90e-01
	0
	2.90e-01

	
	ММРЧ
	0
	0
	0

	f5
	МРЧ
	5.32e-10
	3.24e-10
	1.30e-10

	
	ММРЧ
	8.32e-15
	8.23e-15
	9.76e-16

	f6
	МРЧ
	4.97e-04
	4.65e-04
	1.91e-04

	
	ММРЧ
	0
	0
	0

	f7
	МРЧ
	2.03e+01
	1.22e-02
	2.02e+01

	
	ММРЧ
	3.29e-07
	3.76e-10
	1.75e-08

	f8
	МРЧ
	1.05e+02
	9.24e-02
	1.04e+02

	
	ММРЧ
	3.68e-09
	6.27e-09
	6.00-12

	f9
	МРЧ
	2.32e-04
	2.03e-05
	2.30e-04

	
	ММРЧ
	6.30e-12
	1.04e-11
	1.29e-14

	f10
	МРЧ
	7.42e-06
	1.03e-06
	6.23e-06

	
	ММРЧ
	1.43e-10
	2.32e-10
	4.65e-12


Таблиця 6.2 – Результати тренування мережі

	Тренування мережі
	Середньоквадратична помилка
	Точність розпізнавання
	Час роботи

	ММРЧ
	0.10576
	91.6 %
	118 хв.

	МЗРП тренування
	0.22198
	89.3 %
	87 хв.

	ММРЧ перевірка
	0.27425
	87.8 %
	-

	МЗРП перевірка
	0.50953
	85.2 %
	-


Таблиця 6.2 – Результати тренування мережі

	Тренування мережі
	Епоха
	Середньоквадратична помилка
	Час роботи

	ММРЧ
	50
	0.15121
	59 хв.

	МЗРП тренування
	100
	0.22198
	87 хв.

	ММРЧ перевірка
	50
	0.45027
	-

	МЗРП перевірка
	100
	0.50953
	-
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Рисунок 6.4 – Інтерфейс розробленого ПЗ
Висновки
Розроблені програмні засоби ідентифікації даних на зображенні з використанням нейромережевих технологій. Розроблена тестова архітектура нейронної мережі для розпізнавання рукописних цифр та підібрано дані для тренування мережі. Проведено експериментальні дослідження, які показали, що реалізований алгоритм є конкурентним та може давати прийнятні результати при тренуванні нейронних мереж.  


 Реалізований модифікований евристичний алгоритм гарно себе проявляє в тренуванні штучних нейронних мереж. Він здатен працювати швидше, та давати більш надійні результати, ніж загальноприйнятий алгоритм зворотнього розповсюдження помилки. Штучна нейронна мережа, що була тренована з допомогою модифікованого алгоритму здатна правильно розпізнати 87.8% картинок рукописних цифр, що є кращим результатом, ніж тренування за допомогою алгоритму зворотнього розповсюдження помилки. 
Одним з недоліків алгоритму ММРЧ виявився час роботи. 100 епох алгоритму пройшло за 118 хв., на відміну від алгоритму МЗРП, який спрацював за 87 хв. Але, якщо розглянути отримані данні більш детально, то можна побачити, що порівнювати одну епоху різних алгоритмів не зовсім коректно. Оскільки ММРЧ за одну епоху встигає обробити більше варіантів синаптичних вагових коефіцієнтів, тому витрачає більше часу на одну епоху.
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ДОДАТОК Б 
Програмний код
Б.1 Лістинг коду програми для тренування мережі
Import argparse 

2 from pathlib import Path 

3 from time import time 

4 

5 import torch 

6 import torch.backends.cudnn as cudnn 

7 import torchvision.transforms as transforms 

8 import yaml 

9 from torch import nn 

10 from torch.nn.utils import clip_grad_norm_ 

11 from torch.optim import Adam, lr_scheduler 

12 from torch.utils.data import DataLoader 

13 from torchvision.datasets import ImageFolder 

14 

15 from .networks import (ball_classifier, half_field_line_detector, 

16 line_detector, person_classifier, team_classifier) 

17 from .utils import to_bgr_transform, polynomial_lr 

18 from .scale_and_split_ball_dataset import scale_and_split 

19 

20 

21 def get_transform(model_name, data_type_dir): 

22 default_transform ~ [ 

23 

24 

25 

transf arms. ToTensor (), 

transforms.Lambda(to_bgr_transform) 

26 mode_transform ~ [] 

27 if 11 test 11 in data_type_dir: 

28 pass 

29 elif 11 line 11 in model_name and 11 train 11 in data_type_dir: 

30 

31 

32 

33 

34 

mode_transform += [ 

transforms.ColorJitter(brightness~0.1) 

transforms.RandomHorizontalFlip(), 

transforms.RandomRotation(30) 

35 else: 

36 mode_transform +~ [ 

37 transforms. RandomHorizontalFlip (), 

38 transforms. RandomRotation (7), 

39 

40 

transforms.RandomAffine(O, translate~(0.1, 0.1)) 

41 return transforms.Compose(mode_transform + default_transform) 

42 

43 

44 def get_data_loader(img_path, data_type_dir, model_name, ••kwargs): 

45 transform= get_transform(model_name, data_type_dir) 

46 dataset~ ImageFolder(img_path I data_type_dir, transform~transform) 

47 return DataLoader(dataset, **kwargs) 

48 

49 

50 def parse_arguments (): 

60

Б.2 Лістинг коду архітектури ШНМ
from torch import nn 

3 from .base import BaseNet, same_padding, valid_padding 

4 from .layers import CoordConv, Flatten 

5 from .losses import LargeMarginCosineLoss 

8 class Net (BaseNet): 

9 def __ init __ (self, in_channels, out_channels, margin): 

self .margin= margin 

self .out_channels = out channels 

super() . __ init __ (in_channels) 

14 def arch (self) : 

kernel_size ~ (1, 1) 

same = same_padding(kernel_size) 

valid ~ valid_padding(kernel_size) 

self .conv_block1 ~ nn.Sequential( 

CoordConv(self. in_channels, 16, radius_channel=True, kernel_size=kernel_size, padding= same), 

nn. PReLU () , 

nn.BatchNorm2d(16, affine~False)) 

self .conv_block2 ~ nn.Sequential( 

CoordConv(16, 16, radius_channel=True, kernel_size=kernel_size, padding=valid), 

nn. PReLU () , 

nn.BatchNorm2d(16, affine~False), 

nn. MaxPool2d ( (2, 2), stride~2)) 

self .conv_block3 ~ nn.Sequential( 

CoordConv(16, 32, radius_channel=True, kernel_size=kernel_size, padding=same), 

nn. PReLU () , 

nn.BatchNorm2d(32, affine~False)) 

self .conv_block4 ~ nn.Sequential( 

CoordConv(32, 32, radius_channel=True, kernel_size=kernel_size, padding=valid), 

nn. PReLU () , 

nn.BatchNorm2d(32, affine~False), 

nn. MaxPool2d ( (2, 2), stride~2)) 

self .dense block 

Flatten(), 

#32•10•6 

# 

nn.Sequential( 

out_conv_4 • ((in_height k_size_l) I max_poo!_l k_size_l) I max_poo!_2 • 

• ((in_width - k_size_l) I max_poo!_l - k_size_l) I max_poo!_2 

nn.Linear(32 * 10 * 6, 64), 

nn.BatchNorm1d(64, affine~False)) 

self .margin LSoftmaxLinear(in_channels=64, out_channels=self. out_channels, m=4) 

50 def forward(self, x, y~None): 

69 

51 out self .conv_blocki(x) 

52 out self .conv_block2(out) 

53 out self .conv_block3(out) 

54 out self .conv_block4(out) 

55 out self .dense_block(out) 

56 logit ~ self. margin (out, y) 

57 return logi t, out
Б.3 Лістинг коду з додатковими функціями для тренування ШНМ
import os 

2 import random 

3 import shutil 

4 from pathlib import Path 

6 import cv2 

8 from config import random_seed 

IMG EXTENSIONS (".jpg", ".jpeg", ".png", ".ppm", ".bmp", ".pgm", ".tif") 

13 def _sort_by_splitted_dirs (data_root, labeled_images, data_root_split_subdir): 

14 for image_class, image_name in labeled_images: 

_move_image(data_root, image_class, image_name, data_root_split_subdir) 

18 def _move_image(data_root, image_class, image_name, data_root_split_subdir): 

19 original_image_path = data_root I image_class I image_name 

20 new_path_to_image ~ data_root I data_root_split_subdir I image_class 

21 new_path_to_image.mkdir(parents=True, exist_ok=True) 

22 shutil.move(original_image_path, new_path_to_image I image_name) 

25 def get_images (data_root): 

27 Get the List of images from a!! subdirs (classes) in image dir 

29 all_images ~ [] 

30 classes ~ set() 

31 for directory,_, img_names in os.walk(data_root): 

32 directory_name ~ Path(directory).name 

33 for img_name in img_names: 

34 if not img_name.lower().endswith(IMG_EXTENSIONS): 

35 continue 

36 classes.add(directory_name) 

37 all_image s. append ( (directory _name , img_name)) 

38 print(''INFDuuuluNumberuofuClasses: 11 , len(classes)) 

39 return all_images, classes 

42 def train_test_split_dir(data_root, test_ratio, train_dir, test_dir, image_shape): 

44 A generic data sampler where the samples are arranged in this way: 

49 

train 

I ... 

data_ root 

test 

I ... 

cLass1 cLassN cLass1 cLassN 

52 Each subdir in 'data_root' represents class (Label) for classification problem; 

53 'test_ratio' represents test set to train set ratio (or split ratio); 

'train_dir' and 'test_dir' represent output dir names. 

56 if 11 splitted 11 in str(data_root): 

57 return data_root 

58 print(''STATUSuluSplittingudatauintoutrainuandutestusetsu ... 11

) 

60 if (data_root I train_dir). exists() or (data_root I test_dir). exists(): 

61 raise OSError( 

62 f''{train_dir}uoru{test_dir}udirsuexist.uCheckutheucorrectnessu'' 

63 11 ofuspecifiedudataurootudiruoruchangeuclassunames 11 ) 

64 if not 0 < test_ratio < 1: 

65 raise ValueError( 11 TesturatioushouldubeuinurangeufromuOutoul'1 ) 

66 

67 new_data_root - Path(str(data_root) + "_splitted") 

68 if new_data_root.exists(): 

print( 11 INFDuuuluContinueuwithupreprocesseduandustoredudatauin 11 , new_data_root) 

return new_data_root 

72 shutil.copytree(data_root, new_data_root) 

73 all_images, all_classes = get_images (new_data_root) 

74 

75 print(''STATUSuluCheckingudataushapeumatchinguwithuimageushapeu ... 11

) 

76 remove_counter = [ 

77 all_images .remove((img_class, img_name)) 

78 

79 

for img_class, img_name in all_images 

if cv2.imread(str(data_root I img_class I img_name)). shape !- image_shape] 

80 print( 11 INFDuuuluFilesuremoved: 11 , len(remove_counter)) 

81 

82 print("STATUSuluSplittingudatau···") 

83 random.seed(random_seed) 

84 random.shuffle(all_images) 85 split_index - int(len(all_images) * (1 - test_ratio)) 

86 print( 11 INFDuuuluTestusplituratio: 11 , test_ratio) 

87 assert(split_index > 0) # Otherwise, test_ratio is too small 

88 train_imgs - all_images[:split_index] 

89 print( 11 INFDuuuluTrainingusetusize: 11 , len(train_imgs)) 

90 test_imgs - all_images[split_index:] 

91 print ( 11 INFDuuu I uTestu setu size: 11 , len (test_imgs)) 

92 

93 # Nove images to sp!it subdirs 

94 _sort_by_splitted_dirs (new_data_root, train_imgs, train_dir) 

95 _sort_by_splitted_dirs (new_data_root, test_imgs, test_dir) 

96 

97 # Removes dirs with inappropriate data 

98 for directory in all_classes: 

99 shutil.rmtree(new_data_root I directory) 

101 return new_data_root 

104 def to_bgr_transform(tensor): 

return tensor [ [2, 1, OJ , :] 

108 def polynomial_lr(default_lr, epoch, max_epoch~100, power~0.9): 109 return default_lr * ((1 - float(epoch) I max_epoch) ** power)
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