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SVM, WORD2VEC, КЛАСИФІКАЦІЯ, НОВИННА СТРІЧКА, ЧАСТОТА 

СЛОВА. 

Метою роботи є аналіз існуючих методів обробки текстів, їх класифікації на 

визначені категорії та аналізу. 

Методи розробки базуються на технології C# та .NET Framework. 

У результаті роботи було розглянуто є SVM і Word2Vec у поєднанні з 

розрахунком TF-IDF для слів. Також було розглянуто роботу фреймворку ML.NET 

для класифікації текстів. Алгоритми було порівняно та визначено найкраще 

поєднання для класифікації текстової інформації. 

 

 

SVM, WORD2VEC, CLASSIFICATION, NEWS FEED, TERM FREQUENCY. 

The aim is to analyze existing methods of text processing, classification into 

categories and text mining. 

The developing methods technology are based on C# and .NET Framework and 

integrated development environment Microsoft Visual Studio 2017. 

In the result, SVM and Word2Vec algorithms were used to analyze texts. TF-IDF 

was used for calculated word importance. Besides, ML.NET framework was used as 

another approach to classify texts. The algorithms were compared and the most efficient 

was chosen. 
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ВСТУП 

 

 

Соціальними медіа називаються додатки, що доступні в Інтернеті та у 

мобільних пристроях, та дозволяють створювати, отримувати доступ та 

обмінюватися контентом, створеним користувачем, який є доступним всюди. 

Окрім соціальних мереж (наприклад, Twitter і Facebook), термін «соціальні медіа» 

охоплює ще і такі прості канали розповсюдження інформації, як RSS (RDF Site 

Summary), блоги, сторінки на Wikipedia та новини, які зазвичай дають 

неструктурований текст і доступні через мережу. Соціальні медіа особливо важливі 

для досліджень в обчислювальній соціальній науці, яка досліджує питання, 

використовуючи кількісні методи (наприклад, обчислювальну статистику, 

машинне навчання та складність) і так звані великі дані для інтелектуального та 

імітаційного моделювання. 

Це призвело до численних сервісів даних, інструментів і аналітичних 

платформ. Однак ця легка доступність даних соціальних медіа для академічних 

досліджень може суттєво змінитися через комерційний тиск. Крім того, 

інструменти, доступні дослідникам, далекі від ідеалу. Вони або надають 

поверхневий доступ до необроблених даних, або (для не поверхневого доступу) 

вимагають від дослідників програмувати додаткову аналітику. 

Дані соціальних медіа явно є найбільшою, найбагатшою та 

найдинамічнішою доказовою базою людської поведінки, що дає нові можливості 

для розуміння людей, груп і суспільства. Інноваційні вчені та фахівці галузі все 

частіше знаходять нові способи автоматичного збору, об'єднання та аналізу цього 

багатства даних. Найбільш поширено ці дані використовуються в таких сферах як 

бізнес, біологічні науки та соціальні науки. 

Раніше користувачами бізнес-аналітики з соціальних засобів масової 

інформації зазвичай були компанії у сфері роздрібної торгівлі та фінансів. 

Роздрібні компанії використовують соціальні медіа, щоб засвоїти свою обізнаність 

з брендом, поліпшення обслуговування продуктів та клієнтів, рекламні і 
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маркетингові стратегії, аналіз структури мережі, поширення новин і навіть 

виявлення шахрайства. У сфері фінансів соціальні медіа використовуються для 

вимірювання ринкових настроїв, а для торгівлі використовуються дані новин. У 

2011 було виміряно настрої випадкової вибірки даних з публікацій користувачів у 

соціальній мережі Twitter. У дослідженні було виявлено, що ціни Dow Jones 

Industrial Average (DJIA) співвідносяться з настроєм Twitter на 2-3 дні раніше з 

точністю до 87,6% [1]. Також дані Twitter було використано для підготовки моделі 

для прогнозування цін окремих запасів американського позабіржевого ринку 

NASDAQ, виявивши значну користь для прогнозування цін на 15 хвилин у 

майбутнє. 

У біологічних науках соціальні медіа використовуються для збору даних 

про великі когорти для ініціатив зміни поведінки та моніторингу впливу, таких як 

боротьба з курінням та ожирінням або моніторинг захворювань. Прикладом 

можуть служити біологи Пеннського державного університету, які розробили 

інноваційні системи та методи для відстеження поширення інфекційних 

захворювань за допомогою веб-сайтів новин, блогів і соціальних медіа. 

Таким чином актуальною є тема аналізу новинних стрічок на їхній зміст, так 

як це може дозволити використовувати отримані дані у багатьох сферах: від 

політики до науки. 

Метою роботи є аналіз існуючих методів обробки текстів та обрання 

найкращого для реалізації аналізу новинних стрічок. 
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1 АНАЛІЗ ПРЕДМЕТНОЇ ОБЛАСТІ 

1.1 Доступні ресурси для отримання даних 

 

 

Аналіз тексту у соціальній сфері використовуються у наступних сферах: 

моніторинг громадських відповідей на оголошення, виступи та події, особливо 

політичні коментарі та ініціативи; розуміння поведінки громади; опитування в 

соціальних мережах груп людей; завчасне виявлення важливих подій, наприклад у 

соціальній мережі Twitter. Учені використовують обчислювальну лінгвістику для 

автоматичного прогнозування впливу новин на суспільне сприйняття політичних 

кандидатів [2]. Єсенов та Місайлович використовують  огляди та коментарі до 

фільмів для вивчення ефекту різних підходів у вилученні текстових ознак на 

точність чотирьох методів машинного навчання, таких як наївний Байес, дерево 

рішень, максимальна ентропія та кластеризація методом k-середніх. 

Інфомація з соціальних мереж може бути отримана у різних форматах з 

різних джерел таких як соціальні мережі, вікіпедія, блоги, RSS-канали та новини 

тощо. Формати можуть бути різними в залежності від ресурсу. Одними з 

популярних є XML і JSON. Це можуть бути величезні набори даних і важливі дані, 

що оновлюються у реальному часі, наприклад фінансові дані, дані про транзакції 

клієнтів, телекомунікаційні та просторові дані. 

Програмний доступ до соціальних медіа це самі послуги та інструменти для 

пошуку та вилучення текстових даних з соціальних мереж, вікі, RSS-каналів, новин 

тощо. Можна виділити наступні джерела даних, різноманітні служби та 

інструменти, наприклад, Google Trends, SocialMention, SocialPointer та SocialSeek. 

Вони захищають необроблені дані від неправомірного доступу і надають лише 

просту аналітику. 

 Ще одним каналом є API. Даний інтерфейс дає доступ до набору даних і 

каналів через програмовані API на основі HTTP і повертають розмічені дані у 

форматі XML або JSON. Прикладами є всесвітньо відомі сервіси Wikipedia, Twitter 

і Facebook. 
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Інструментами аналізу тексту виступають окремі інструменти або бібліотеки 

для аналізу даних соціальних медіа після того, як вони були зібрані і очищені. Це в 

основному засоби обробки, аналізу та класифікації природних мов, які буде 

розглянуто далі. Інструменти трансформації можуть перетворити текстові вхідні 

дані в таблиці, карти, діаграми і графіки, часову шкалу або навіть анімацію за 

часовою шкалою, такі як Google Fusion Tables, Zoho Reports, Tableau Public або 

Many Eyes від компанії IBM. Інструменти аналізу є більш просунутими 

аналітичними інструментами для аналізу соціальних даних, ідентифікації 

відношень і побудови мереж, таких як Gephi (з відкритим вихідним кодом) або 

плагін Excel NodeXL. 

Платформи соціальних медіа це середовища, які надають комплексні дані 

соціальних медіа та бібліотеки інструментів для аналітики. Приклади: Thomson 

Reuters Машиночитані новини, Radian 6 і Lexalytics. Це можуть бути або медіа-

платформи соціальних мереж, що забезпечують інтелектуальний аналіз даних і 

аналітику в Twitter, Facebook і в широкому спектрі інших соціальних мереж. А 

також новинні платформи, як Thomson Reuters, що надають комерційні архіви 

новин та пов'язану з ними аналітику. 

Дві основні перешкоди для використання соціальних медіа для академічних 

досліджень це, по-перше, доступ до комплексних наборів даних і, по-друге, 

інструментів, що дозволяють «глибокий» аналіз даних без необхідності мати 

можливість програмувати на такій мові як Java. Більшість соціальних медіа 

ресурсів є комерційними, і компанії, природно, намагаються монетизувати свої 

дані.  

Важливо, щоб дослідники мали доступ до відкритих «великих» наборів даних 

та можливостей для експериментів. У іншому випадку дослідження соціальних 

медіа могли б стати виключною сферою діяльності великих компаній, урядових 

установ і привілейованого набору наукових дослідників, які керують приватними 

даними, з яких вони випускають документи, які не можна критикувати або 

відтворювати. Twitter і Gnip запускають нову програму для доступу до даних з 

п’яти грантів для доступу до даних для всіх заявників. 
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Соціальні медіа та аналітика забезпечують велике джерело академічних 

проблем дослідження для соціологів, комп'ютерних вчених та фінансуючих 

органів. Ця інформація може служити для декількох завдань. 

Перше завдання це збір онлайнових даних з соціальних медіа та інших веб-

сайтів у вигляді неструктурованого текст. Хоча дані про соціальні медіа доступні 

через API, через комерційну цінність даних, більшість основних джерел, таких як 

Facebook і Google, ускладнюють для академіків отримання всебічного доступу до 

своїх «необроблених» даних; дуже мало джерел соціальних даних надають 

доступні дані для академічних кіл і дослідників. Служби новин, такі як Thomson 

Reuters і Bloomberg, зазвичай вимагають преміум ліцензію для доступу до своїх 

даних.  

Компанія Twitter, навпаки, оголосила про програму Twitter Data Grants, де 

дослідники можуть подати заяву на отримання доступу до публічних твітів і 

історичних даних Twitter, об’єм яких неймовірний, враховуючи те, що Twitter має 

більше 500 мільйонів твітів на день. 

Зібрані дані необхідно нормалізувати, структурувати текстові дані. Це може 

бути корисним у випадку з високочастотними потоковими даними у реальному 

часі. Дане завдання все ще представляє численні проблеми та проблеми 

дослідження. 

Наступною проблемою є цілісні джерела даних. Дослідники все частіше 

об'єднують та поєднують нові джерела даних: дані соціальних медіа, дані про ринок 

і клієнтів у реальному часі та геопросторові дані для аналізу. 

Після створення ресурсу «великих даних» необхідно захистити дані, 

вирішити питання власності та інтелектуальної власності, питання доступу 

користувачів та їх прав, щоб уникнути несанкційонованого доступу (наприклад, 

зберігання таких даних є порушенням більшості умов надання послуг сервісів). 

Проблема з якою можна стикнутися при аналітика даних це складний аналіз 

даних соціальних медіа для отримання тональності тексту (аналіз настроїв). Це все 

ще викликає безліч проблем через іноземні мови, іноземні слова, сленг, сарказм, 

орфографічні помилки і природний розвиток мови. 
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1.2 Методи аналізу текстової інформації 

 

 

Одним із варіантів використання інформіції і великої кількості тексту, 

створеного користувачем, та вмісту новин в Інтернеті є сентимент-аналіз. Однією 

з основних характеристик таких даних з Інтернету є його невпорядкованність і 

велике розмаїття. Для розпізнавання та вилучення суб'єктивної інформації з такого 

вихідного тексту використовується обробка природної мови (natural language 

processing), обчислювальна лінгвістика та аналітика тексту. Загальна мета полягає 

в тому, щоб визначити ставлення письменника (або спікера) до певної теми або 

загальної контекстної полярності документа.  

Автоматизований сентимент-аналіз цифрових текстів використовує елементи 

машинного навчання, такі як латентний семантичний аналіз, метод опорних 

векторів (support-vector machines), модель мішок слів (bag-of-words) і семантична 

орієнтація. 

Усі методи можна розділити на три широкі області: 

– обчислювальна статистика – відноситься до обчислювальних інтенсивних 

статистичних методів, включаючи методи повторної вибірки, методів Монте-

Карло для ланцюгів Маркова, локальної регресії, ядрова оцінка густини розподілу 

і метод головних компонент; 

– машинне навчання – це система, здатна автономно отримувати та 

інтегрувати знання, отримані з досвіду, аналітичного спостереження тощо. 

Машинне навчання зазвичай використовується в таких областях, як розпізнавання 

образів (мова, зображення), фінансові алгоритми. Ці системи далі підрозділяються 

на: 

– контрольоване навчання або навчання з учителем, що потребує на вхід 

певну кількість даних для навчання у формі «стимул-реакція», такими методами є 

дерева регресії, дискримінантний аналіз, метод опорних векторів; 

– навчання без вчителя, при якому система навчається виконувати поставлене 

завдання, без втручання з боку експериментатора. Як правило, це підходить тільки 
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для задач, в яких відомий опис множини об'єктів (навчальна вибірка), і необхідно 

виявити внутрішні взаємозв'язки, залежності, закономірності, що існують між 

об'єктами. Такими методами є самоорганізаційна карта кохонена, метод K-

середніх; 

– комплексність - комплексні імітаційні моделі складних для прогнозування 

систем, отриманих зі статистичної фізики, теорії інформації та нелінійної динаміки. 

Використовується у сфера фізиків і математиків. 

Ці методи використовуються зазвичай двома способами: 

– інтелектуальний аналіз даних - виявлення знань, що витягує приховані 

шаблони з величезних кількостей даних, використовуючи складні диференціальні 

рівняння, евристики, статистичні дискримінатори (наприклад, приховані 

марковські моделі) і методи штучного інтелекту машинного навчання (наприклад, 

нейронні мережі, генетичні алгоритми і опорні вектори); 

– імітаційне моделювання - моделювання на основі аналізу, що перевіряє 

гіпотези. Моделювання використовується для спроб прогнозувати динаміку 

систем, щоб перевірити достовірність базового припущення. 

Задача сентимент аналізу поділяється на окремі підзадачі: 

– контекст аналізу, що заключається у визначенні «контексту» тексту, який 

може суттєво відрізнятися від порталів з професійними оглядами товарів до 

загальних форумів с відгуками, де думки можуть охоплювати широкий спектр тем; 

– рівень аналізу - аналітика тексту може бути проведена на рівні документа, 

пропозиції або атрибута; 

– суб'єктивність аналізу – визначення чи текст висловлює думку чи факт 

(тобто без висловлення позитивної чи негативної думки); 

– аналіз полярності – визначення того, чи є позиція в тексті позитивною, 

нейтральною або негативною; 

– сила полярності – визначення «сили» думки в тексті: слабка, м'яка або 

сильна. 

Можливо, найскладніший аналіз – це виявлення полярності і сили 

позитивних, нейтральних і негативних через сленг. Звичайними словами, що 
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виражають позитивну полярність є «чудовий», «дивовижний», «красивий». 

Нейтральними є слова: «звичайний», «добрий», «нормальний». А негативними є 

наступні слова: «жахливий», «бідний», «огидний». 

Популярний підхід полягає у призначенні орієнтаційних / полярних балів 

(+1, 0, -1) до всіх слів: позитивна думка (+1), нейтральна думка (0) і негативна  

думка (-1). Загальна оцінка полярності тексту - це сума орієнтаційних очок всіх 

знайдених слів. Однак у цьому спрощеному підході існують різні потенційні 

проблеми, такі як заперечення (наприклад, у цьому продукті нічого не ненавиджу). 

Одним із методів оцінки полярності настроїв тексту є поточкова взаємна 

інформація (PMI) – це міра пов’язаності, що використовується в теорії інформації 

та статистиці. Вона стосується усереднення всіх можливих подій. 

Нижче перелічено ряд популярних методів машинного навчання, що 

використовуються для аналізу настроїв і будуть детально розглянуті далі [3]. 

Наївний баєсів класифікатор – ймовірнісний класифікатор, що засновано на 

теоремі Баєса для визначення ймовірності приналежності елемента вибірки до 

одного з класів при припущенні (наївному) незалежності змінних. 

Принцип максимума ентропії – розподіл ймовірностей, який найкраще 

відображає поточний стан знань, є найбільшою інформаційно-теоретичною 

ентропією. Ентропія це відхилення у поводженні значної частини елементів. 

Метод опорних векторів - це метод аналізу даних для класифікації та 

регресійного аналізу за допомогою моделей з керованим навчанням з пов'язаними 

алгоритмами навчання. 

Модель логістичної регресії – це тип регресійного аналізу, який 

використовується для прогнозування результату категорійною змінної (змінної, яка 

може приймати обмежену кількість категорій) на основі однієї або декількох 

предикторних змінних. 

Латентно-семантичний аналіз - метод індексації та пошуку, який 

використовує математичну техніку, що називається сингулярний розклад матриці 

(singular-value decomposition), для виявлення закономірностей у відносинах між 

термінами та поняттями, що містяться в неструктурованому збірнику тексту. 
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Модель «мішок слів» (bag-of-words) – це спрощене подання, що часто 

використовується в обробці природної мови, де речення або документ 

представляються у вигляді невпорядкованого набору слів, що не враховує 

граматику і навіть порядок слів. Ця модель традиційно застосовується в сентимент-

аналізі завдяки своїй простоті [4]. 

Як приклад сентимент-аналізу ми коротко опишемо наївний баєсів 

класифікатор. Цей класифікатор є загально-вживаним, простим у використанні і 

добре працює для ряду задач. Він класифікує дані в два етапи: 

– крок навчання - за допомогою навчальних вибірок метод оцінює параметри 

розподілу ймовірностей, припускаючи, що ознаки умовно незалежні з урахуванням 

класу. 

– етап аналізу або тестування - для будь-якого нового тестового зразка метод 

обчислює апостеріорну ймовірність цієї вибірки, що належить кожному класу. 

Метод потім класифікує досліджуваний зразок згідно з найбільшою апостеріорною 

ймовірністю. 

Використовуючи наївний баєсів класифікатор, можна обчислити ймовірність 

належності тексту до кожної з певних категорій [5]. Перемагає категорія з 

найбільшою ймовірністю для даного тексту. 

 

𝑃(𝑤1, 𝑤2, … 𝑤𝑛) = 𝑎𝑟𝑔с 𝑚𝑎𝑥 𝑃(с) ∙  ∏ 𝑃(𝑤𝑖|𝑐)𝑛
𝑖=1 , (1.1) 

де P – класифікатор, 𝑤1, 𝑤2, … 𝑤𝑛 – набір слів, c – певна категорія. 

 

 

1.3 Постановка задачі 

 

 

У даній роботі необхідно дослідити роботу таких алгоритмів як Support 

Vector Machines (SVM) у якості алгоритму для навчання системи класифікувати 

тексти. Також дослідити можливості використання TF-IDF у поєднанні з SVM та 
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перетворенням слів у вектори за допомогою Word2Vec, що дозволяє розглядати 

слова залежно від контексту, а не окремо. 

У зв'язку з тим, що офіційно була представлена версія бібліотеки Microsoft 

ML.NET для машинного навчання на мовах .NET, дослідити можливості її 

використання для поставленої задачі класифікації текстів. 

Розробити програмний продукт, веб-сайт, що дозволить користувачеві 

завантажити файли з документами з навчальними даними, щоб покращити точність 

результатів роботи, та скористатися класифікатором текстів на основі розроблених 

алгоритмів та класифікувати і відфільтрувати по категоріях власну новинну стрічку 

у соціальній мережі Facebook. 
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 2 МЕТОДИ КЛАСИФІКАЦІЇ ТЕКСТІВ  

2.1 Токенізація 

 

 

Метою класифікації є розбиття документів на фіксовану кількість завчасно 

відомих категорій. Кожен документ (текст) може належати до однієї або декількох 

категорій, або до жодної. Використовуючи машинне навчання, можна навчити 

програму категоризувати набір текстів автоматично. Для цього програма повинна 

пройти навчання на певному наборі даних, і завдяки певним спільним рисам текстів 

у категорії, навчитися розподіляти вже нові тексти. 

Але існують певні проблеми з текстом, такі як різні форми одного і того ж 

слова, або слова, які не мають смислового значення для тексту. Вони можуть 

знизити ефективність аналізу тексту. Тому першим великим кроком до аналізу 

тексту є підготовка. 

Першим етапом попередньої обробки даних є токенізація [6]. Токен 

представляє собою найменшу одиницю тексту – слово. Першою думкою є 

розділення речення по не буквенним символам. Наприклад, наступний текст «Мені 

тринадцятий минало. Я пас ягнята за селом.» буде складатися із токенів: «Мені», 

«тринадцятий» , «минало», «Я», «пас», «ягнята», «за», «селом». Проте даний підхід 

налічує безліч недоліків. У даному випадку ми не зберігаємо точки, тобто ми не 

знаємо який токен це назва іменованої сутності і тому написана з великої, а який 

токен це початок речення. Тому краще зберегти роздільні знаки як окремі токени. 

То того ж, треба розділяти не по всім знакам, тому что у разі слова «Д'Артаньян», 

може вийти два токени «Д» і «Артаньян», або «будь-який» може бути розкладений 

на «будь» і «який», хоча це одне слово. 

Інший варіант розділяти по пробілам. Цей варіант є досить поширеним, але 

має певні проблеми у таких мовах як китайська, японська, тайська, і більш ретельне 

вивчення дасть зрозуміти, що тільки пробіл недостатній навіть для англійської 

мови. 
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Токенізація, як правило, розглядається як досить легка відносно інших 

завдань в NLP, і одна з найбільш нецікавих завдань (для англійської та інших 

сегментованих мов). Проте помилки, зроблені на цій фазі, будуть впливати на 

наступні фази і викликають проблеми. Щоб вирішити цю проблему, було 

розроблено ряд методів, які стосуються специфічних проблем, пов'язаних з 

маркуванням. 

Розрізняють токенізацію високого рівня і низького рівня. 

Першим кроком у більшості програм для обробки тексту є сегментація тексту 

в слова. У всіх сучасних мовах, які використовують латинську, кириллицю або 

грецьку систему написання, наприклад англійську та інші європейські мови, слова 

розмежовані пробілом. Таким чином, для таких мов, які називаються 

сегментованими мовами, ідентифікація межі токена є дещо тривіальною задачею.  

Більшість існуючих токенерів сигналізують кордони маркерів білими 

просторами. Таким чином, якщо такий токенізатор знаходить два лексеми, 

безпосередньо примикають один до одного, як, наприклад, коли за словом слідує 

кома, між ними вставляється пробіл. 

В англійській та інших індоєвропейських мовах, хоча точка завжди слідує за 

попереднім словом, зазвичай це окремий токен, який сигналізує про кінець 

речення. Однак, коли точка слідує за абревіатурою, він є невід'ємною частиною цієї 

абревіатури і його слід маркувати як один разом з нею. 

Найбільш поширеним підходом до розпізнавання абревіатур є складання 

переліку найвідоміших скорочень. Таким чином, під час токенізації слово з точкою 

в кінці можна знайти в такому списку і, якщо воно знайдене там, воно маркується 

як один токен, інакше період виділяється як окремий маркер. Звичайно, точність 

цього підходу залежить від того, наскільки добре перелік скорочень пристосований 

до оброблюваного тексту. Майже напевно у тексті будуть скорочення, які не 

включені до списку. Крім того, абревіатури у списку можуть збігатися з загальними 

словами і викликати помилкове маркування. Найчастіше вживані абревіатури і 

скорочення: «т.д.», «с.», «США», «ВР», «ЦВК» і т.д. 

Ще одною проблемою, що з'являється, є дефіси.  
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Дефіси можуть мати роль переводу на новий рядок. У цьому випадку їх треба 

прибирати, тому що вони не несуть ніякого значення. Дефіси можуть бути 

частиною слова (наприклад, «пів-Києва», «будь-який», «жовто-блакитний»), їх не 

потрібно видаляти. 

 

 

2.2 Нормалізація тексту 

 

 

У граматиці будь-якої мови є правила зміни слів для вираження різних 

граматичних категорій, таких як напруженість, час, особа, кількість, стать і настрій. 

Модифікації слова можуть бути виражені кількома граматичними категоріями: 

префіксом, суфіксом або інфіксом, або іншою внутрішнією модифікацією, такою 

як зміна голосних. 

При обробці природної мови може виникнути момент, коли необхідно, щоб 

програма визнала, що слова «запитав» і «питаю» – це просто різні часи одного і 

того ж дієслова. Вирішенням такої проблеми може бути скорочення різних форм 

слова до основного кореня. Слова, що походять один від одного, можуть бути 

перетворені на головне слово, особливо якщо вони мають одне й те саме значення. 

Існує кілька варіантів нормалізації тексту, тобто перетворення всіх похідних 

слів в основне. Такими є стемінг та лемматизація. Головною ідеєю обох є 

зменшення слів до кореня або до базового слова. Однак між ними є різниця і 

використовуються вони для різних цілей. Стемінг і лемматизація широко 

використовуються в системах маркування, індексації, SEO, веб-пошуку та 

отриманні інформації. Наприклад, пошук в Google слова «риба» також призведе до 

пошуку схожих слів: «риб», «риболовля», «рибалка», так як частка «риб» є коренем 

всіх перелічених слів. 

Стемінг є найпростішим варіантом з двох підходів. Це процес зменшення 

словозміни в словах до їхніх кореневих форм, таких як проектування групи слів на 

один і той же корінь, навіть якщо у мовному словнику цей корінь відсутній. За 
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допомогою стемінгу слова зводяться до їхніх стемів. Стем слова не повинен бути 

таким же як і їхній морфологічний корінь згідно словнику, він просто є або рівною, 

або зменшеною формою слова. 

Стемінг форма (корінь) це частина слова, яка піддається словозміні, тобто 

додаванню афіксів, такі як «-ий», «-ив», «-ила» і т.д. Таким чином, стемінг слова 

або речення може перетворити його на набір слів, які не є фактичними словами. 

Корені створюються шляхом видалення суфіксів або префіксів, що 

використовуються  

словом [7]. 

Алгоритми стемінгу зазвичай засновані на правилах. Ви можете переглядати 

їх як евристичний процес, який сортує кінці слів. Слово розглядається і 

виконується через ряд умов, які визначають, як його вирізати. 

Також у процесі нормалізації важливо видалити стоп-слова. Це такі слова, які 

не містять важливого смислового значення. Тобто якщо їх прибрати, зміст не 

зміниться Зазвичай ці слова фільтруються у пошукових запитів, оскільки вони 

повертають величезну кількість непотрібної інформації. Список стоп-слів 

індивідуальний для кожної мови. Для української мови в такий список можна 

внести прийменники, займенники, сполучники, наприклад: «так», «як», «вони», 

«є», «і» і т.д.  

Однак, оскільки стемінг зазвичай базується на евристиці, він далеко не 

досконалий. Насправді, він, як правило, страждає від двох проблем, зокрема: 

надмірного стемінгу та недостачі стемінгу. 

Надмірний стемінг відбувається тоді, коли відсікається надто велика частина 

слова. Це може призвести до коренів, що не мають за собою значення, і значення 

всього тексту буде втрачено або заплутано. Або це може призвести до того, що 

зовсім різні слова будуть зменшені до одних і тих самих коренів. 

Недостача у свою чергу відбувається тоді, коли є кілька слів, які насправді є 

формами один одного, але у результаті стемінгу вони зводяться до різних коренів.  

Найвідомішими алгоритмами для стемінгу є стемінг Портера і NLTK 

Snowball. 
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Стемер Портера існує з 1980-х років, і його головною задачею є усунення 

спільних закінчень слів, щоб вони могли бути перетворені до спільної форми. Це 

не надто складна задача, і цей алгоритм вже не розвивається далі. Як правило, це 

хороший початковий базовий стример, але не рекомендується використовувати 

його для будь-яких виробничих складних програм. 

Алгоритм Snowball, також відомий як алгоритм Porter2, визнаний кращим, 

ніж стемер Портера. Він створений на основі проблем, що були виявлені при роботі 

з першим алгоритмом. 

Ланкастер стемер є найбільш агресивним. При використанні його в NLTK, є 

можливість додати свої власні правила до цього алгоритму. Недоліком цього 

алгоритму є його надмірна агресивність. У результаті його роботи можуть 

утворитися незрозумілі корені. 

Лемматизація, на відміну від стемінгу, зменшує слова належним чином, 

гарантуючи, що кореневе слово є правильним і є у словниках відповідної мові. У 

лемматизації кореневе слово називається лемою. Це є канонічною формою або 

словниковою формою слова [8]. 

Наприклад, «біжить», «біжу», «бігун» це форми слова «біг», тому «біг» це 

лема всіх цих слів. Оскільки лематизація повертає фактичне слово мови, вона 

використовується там, де необхідно отримати правильні слова. 

Лемматизація містить більше нюансів аніж стемінг, тому і вимагає більше 

роботи. Для лемматизації, щоб привести слово до його леми, необхідно знати 

частину мови. Це вимагає додаткової обчислювальної лінгвістичної потужності, 

наприклад, мовного тега. 

Інша річ, про яку слід зауважити про лемматизацію, полягає в тому, що для 

створення лемматизатора для нової мови часто буває важче, ніж створення стемера. 

Оскільки лематизатори вимагають набагато більше знань про структуру мови, це 

набагато більш інтенсивний процес, ніж просто спроба створити евристичний 

алгоритм стемінгу. 
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Стемінг та лемматизація генерують кореневу форму слів, що піддається 

словозміні. Різниця полягає в тому, що стем не може бути реальним словом, тоді 

як лемма це фактичне слово. 

Стемінг слідує алгоритму з певним набором кроків, що робить його більш 

швидким. У той час як у лемматизації використовується певна база даних, 

наприклад, корпус WordNet і корпус зі стоп-словами для отримання леми, що 

робить її набагато повільнішою. Також необхідно визначити частину мови. 

Для лемматизації текстів українською мовою необхідно створити корпус з 

українськими словами. Для цього було використано великий електронний словник 

української мови (ВЕСУМ), що створено для генерації POS тегів (Part of Speech) 

[9]. 

Мета цього словника – практичне застосування в галузі NLP для української 

мови, тому він відрізняється від академічних словників деякими моментами. Цей 

словник має певні обмеження: 

– не містить надто рідкісних, застарілих, діалектних або вузько-

спеціалізованих слів, особливо тих, що вносять омонімію з сучасними значеннями 

(напр., відстунє діалектне слово «весь» у значенні «село»); 

– не містить інформації про наголоси (але має окремі леми з різними 

наголосами, якщо відрізняються парадигми); 

– не розрізняє леми, що не мають відмінностей в парадигмах (за винятком 

окремих випадків, наприклад, є або немає порівняльної форми: приладний (від 

«прилад»)/приладний (улесливий)); 

– містить інформацію про омонімію між дієприкметниками і прикметниками; 

– трактує займенники, як відповідні іменники, прикметники або прислівники; 

– для дієприкметників вказано категорію доконаності/недоконаності (за 

відповідним дієсловом), а не категорію часу, бо на відміну від дієслів 

дієприкметники не виражають стосунку до моменту мовлення; 

– не надає тегів для безсособових форм дієслів (оскільки всі безособові 

форми можуть бути предикативами). 
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Отже, цей словник необхідно зберегти для подальшого використання у базу 

даних, що має наступні поля: 

– слово; 

– його лема; 

– список тегів для слова (частина мови, відмінок, час і т.д.). 

Тобто кожен текст проходить конвертацію зі звичайних слів в леми для 

подальшого аналізу. 

 

 

2.3 Метод опорних векторів для класифікації текстів 

 

 

Подання надзвичайно сильно впливає на точність системи класифікаціі. 

Документи, які, як правило, є просто рядками символів, повинні бути перетворені 

у подання, придатне для алгоритму навчання та завдання класифікації. 

Дослідження свідчать, що стеми добре працюють як одиниці подання і їх порядок 

не надто важливий для багатьох завдань. 

Отже, у результаті стемінгу або лематизації з'являється список індексованих 

слів, з які потім будуть оброблюватися. Даний масив слів перетворюється на 

словник, що колекцію ключ-значення, де ключ це лема, а значення це частота 

з'являння слова у тексті. 

Частота слова (Term Frequency) це відношення числа входжень обраного 

слова до загальної кількості слів документа [10]. Обчислення TF представлене  

у формулі 2.1. 

 

𝑇𝐹(𝑤) =
𝑛(𝑤)

𝑛(𝑑)
,, (2.1) 

де TF –  це кількість появ слова 𝑤 у документі, 𝑤 – конкретне слово, n(w) – 

кількість появ даного слова у документі, n(d) – кількість усіх слів у документі. 
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На рисунку 2.1 зображено приклад того, як текст може бути розкладений у 

вигляді вектору. 

 

 

Рисунок 2.1 – Відображення тексту у вигляді вектора 

 

При індексації тексту має сенс відібрати лише ті слова, які зустрічаються 

найчастіше. Тобто для тексту з 100 слів, можна відібрати лише ті слова, що 

зустрічаються мінімум 3 рази. Інші слова будуть створювати лише шум і скоріше 

за все не матимуть значення для смислу документу. Також сполучники такі як «і», 

«й», «але», «бо» і т.д. не будуть нести за собою користі і можуть бути 

проігноровані. 

При аналізі багатьох документів використовується IDF (inverse document 

frequency). IDF це обернена частота документа, що є інверсією частоти, з якою 

слово зустрічається в документах колекції. IDF допомагає зменшити вагу 

широковживаних слів. Тобто якщо слово «випадок» зустрічається у 70 документах 

із 100, то велика вірогідність того, що воно ніяк не впливає на смисл документу і 

не відноситься до жодної категорії. Чим більше документів містить конкретне 

слово, тим нижче буде IDF. 

Для оцінки важливості слова використовуються обидва показники і 

формують показник TF-IDF. При використанні цього показника більшу вагу 

отримають слова, які з'являються найчастіше в межах документа та найрідше в 

межах всіх документів. 
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Обчислення IDF представлене у формулі 2.2. 

 

𝐼𝐷𝐹(𝑤) = 𝑙𝑜𝑔
𝑛

𝐷𝐹(𝑤)
, (2.2) 

де IDF(w) – кількість документів у яких з'являється слово 𝑤, 𝑤 – конкретне 

слово, n – кількість документів, що проходять аналіз. 

 

Обчислення TF-IDF представлене у формулі 2.3. 

 

𝑇𝐹𝐼𝐷𝐹(𝑤) = 𝑇𝐹(𝑤) ∙ 𝐼𝐷𝐹(𝑤). (2.3) 

 

Розглянемо підхід, який називається «Метод опорних векторів» для навчання 

та класифікації. Проблема відноситься до питання складних вихідних даних, 

включаючи декілька залежних вихідних змінних і структурованих вихідних 

просторів. Запропонований спосіб полягає у виконанні багаторівневої класифікації 

з використанням структурованих SVM. Метод підходить до проблеми шляхом 

узагальнення роздільних методів до більш широкої проблеми вивчення 

структурованих відповідей. Цей підхід визначає дискримінантні функції, які 

використовують структуру та залежності в структурованих вихідних просторах. 

Алгоритм максимального розділення, запропонований у структурованому SVM, 

має переваги з точки зору точності та стійкості до конкретних функцій втрат. 

Структурований SVM є алгоритмом навчання опорно-векторними машинами 

(ОВМ) для прогнозування багатовимірних або структурованих виходів. Він 

здійснює контрольоване навчання шляхом апроксимації відображення h: 𝑋 → 𝑌, 

використовуючи позначені зразки для навчання (x1, y1),... (хn, yn). На відміну від 

звичайних SVM, які розглядають тільки одновимірні прогнози, як у класифікації та 

регресії, SSVM може передбачати складні об'єкти, такі як дерева, послідовності або 

множини. Прикладами проблем зі складними виходами є розбір природних мов і 

марковські моделі для позначення частин мови (POS – Parts Of Speech). Алгоритм 

може також використовуватися для лінійно-часової підготовки бінарних і 
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багатокласових SVM при лінійному ядрі. Алгоритм використовує квадратичне 

програмування і на кілька порядків швидше, ніж попередні методи [11]. 

У моделі SSVM встановлюються параметри початкової моделі навчання, а 

пари міток шаблонів читаються з певними функціями. Визначені користувачем 

спеціальні обмеження потім ініціалізуються, а потім ініціюється модель навчання. 

Після цього створюється кеш об'єднаних векторів ознак, після чого починається 

процес навчання. Процес навчання багаторазово повторює всі приклади. Для 

кожного прикладу знайдено мітку, асоційовану з найбільш порушеним 

обмеженням для шаблону. Потім обчислюється вектор ознак, що описує зв'язок між 

шаблоном і міткою, і втрата також обчислюється з функцією втрат. Програма 

визначає з вектора ознак і втрати, чи обмеження порушується достатньо, щоб 

додати його до моделі. Програма переходить до наступного прикладу. У різний час 

(що залежить від набору варіантів) програма перенавчається, після чого 

відображаються результати ітерації. У випадку, якщо в ітерації не було додано 

жодних обмежень, алгоритм або знижує його толерантність, або, якщо досягнуто 

мінімальну толерантність, закінчує процес навчання. Як тільки навчання 

закінчиться, статистичні дані, пов'язані з навчанням, можуть бути роздруковані, а 

модель записана у файл і програма закінчує виконання. 

Після процесу навчання створюється модель і записується в файл для 

класифікації. Для етапу тестування вивчена модель зчитується, а пари прикладів 

тестування зразка-мітки завантажуються. Потім він перебирає всі приклади 

тестування, класифікує кожен приклад, записує мітку до файлу, знаходить втрату 

цього прикладу, а потім може оцінювати прогноз і накопичувати статистику. Як 

тільки кожен приклад обробляється, статистичні дані щодо класифікації 

роздруковуються, а програма виходить. Модуль навчання і класифікації структури 

SVM-моделі представлений наступним чином: Структуровані вихідні SVM 

розширюють SVM для обробки довільних вихідних просторів, зокрема з 

нетривіальною структурою (наприклад, текстові переклади, фрази в граматиці 

тощо). Навчання структурованому SVM вимагає вирішення проблеми оптимізації, 

вибираючи найвищий результат для кожного входу 
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Ідею методу можна проілюструвати на наступному прикладі: дані точки на 

площині, розбиті на два класи (рис. 2.2). Проведемо лінію, що розділяє ці два класи. 

Далі, всі нові точки (не з навчальної вибірки) автоматично класифікуються 

наступним чином: точка вище прямої потрапляє в клас A, точка нижче прямої – в 

клас B. 

 

 

Рисунок 2.2 – Приклад класифікації точок на два класи 

 

Така пряма є роздільною прямою. Однак, в просторі високих розмірностей 

пряма вже не буде розділяти наші класи, так як поняття «нижче прямої» або «вище 

прямої» втрачає будь-який сенс. Тому замість прямих необхідно розглядати 

гіперплощини – простір, розмірність якого на одиницю менше, ніж розмірність 

початкового простору. В R3 наприклад, гіперплощина – це звичайна двовимірна 

площина. У даному прикладі існує кілька прямих, які поділяють два класи (рис. 

2.3): 

З точки зору точності класифікації найкраще вибрати пряму, відстань від якої 

до кожного класу максимально. Іншими словами, виберемо ту пряму, яка розділяє 

класи найкращим чином (сіра пряма на рис. 2.3). Така пряма, а в загальному 

випадку – гіперплощина, називається оптимальною розділяє гіперплощиною. 
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Вектора, що лежать ближче всіх до роздільної гіперплощини, називаються 

опорними векторами (support vectors). На рисунку 2.4 вони обведені сірим 

кольором. 

Нехай є навчальна вибірка: (𝑥1, 𝑦1), … (𝑥𝑚, 𝑦𝑚), 𝑥1 ∈ 𝑅𝑛, 𝑦𝑖 ∈ {−1,1}. 

Метод опорних векторів будує функцію-класифікатор F у вигляді 𝐹(𝑥) =

𝑠𝑖𝑔𝑛(〈𝑤, 𝑥〉 + 𝑏), де 〈, 〉 - скалярний добуток, w – нормальний вектор до роздільної 

гіперплощини, b – допоміжний параметр. Ті об'єкти, для яких 𝐹(𝑥) = 1 

потрапляють в один клас, а об'єкти з 𝐹(𝑥) = −1 – в інший. Вибір саме такої функції 

не випадковий: будь-яка гіперплощина може бути задана у вигляді 〈𝑤, 𝑥〉 + 𝑏 =

0 для деяких w і b. 

Далі, треба вибрати такі w і b які максимізують відстань до кожного класу. 

Можна підрахувати, що дана відстань дорівнює 
1

||𝑤||
. Проблема знаходження 

максимуму 
1

||𝑤||
. еквівалентна проблемі знаходження мінімуму ||𝑤||2. Запишемо 

все це у вигляді завдання оптимізації, яка є стандартною задачею квадратичного 

програмування і вирішується за допомогою множників Лагранжа: 

 

{
arg min

𝑤,𝑏
||𝑤||2,

𝑦𝑖(〈𝑤, 𝑥𝑖〉 + 𝑏) ≥ 1, 𝑖 = 1, … , 𝑚.
. (2.4) 

 

На практиці випадки, коли дані можна розділити гіперплощиною, або 

лінійно, досить рідкісні. Приклад лінійної нероздільності можна бачити на 

рисунку 2.4. 

У цьому випадку всі елементи навчальної вибірки вкладаються в простір X 

більш високої розмірності з допомогою спеціального відображення 𝜑 ∶  𝑅𝑛 → 𝑋. 

При цьому відображення вибирається так, щоб в новому просторі X вибірка була 

лінійно роздільна. 

Функція-класифікатор F приймає вигляд 𝐹(𝑥) = 𝑠𝑖𝑔𝑛(〈𝑤, 𝜑(𝑥)〉 + 𝑏). Вираз 

𝑘(𝑥, 𝑥′) = 〈𝜑(𝑥), 𝜑(𝑥′)〉 називається ядром класифікатора. З математичної точки 

зору ядром може служити будь-яка позитивно визначена симетрична функція двох 
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змінних. Позитивна визначеність необхідна для того, щоб відповідна функція 

Лагранжа в задачі оптимізації була обмежена знизу, тобто задача оптимізації була 

б коректно визначена. 

 

 

Рисунок 2.3 – Приклад класифікації точок на два класи 

 

Приклад обробки тексту наведено далі: 

var trainingSet = await _fileReader.GetFileContentAsync(path); 

var tokens =  

await _tokenizer.TokenizeDocumentsAsync(trainingSet); 

var frequencies =  

await _frequencyCalculator.CalculateTFIDFAsync(tokens); 

var vectors =  

await _svm.ConvertToVectorsAsync(tokens, frequencies); 

var model = _svm.TrainModelAsync(vectors); 

var testSet =  

await _fileReader.GetFileContentAsync(path); 

var testTokens =  

await _tokenizer.TokenizeDocumentsAsync(testSet); 

var testFrequencies =  

await 

_frequencyCalculator.CalculateTFIDFAsync(testTokens); 
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var testVectors =  

await _svm.ConvertToVectorsAsync(tokens, testFrequencies); 

var result = await _svm.ClassifyAsync(testVectors); 

Даний алгоритм необхідно навчити спочатку. Тобто на вхід програмі треба 

надати список документів для навчання, і список, що повинен в результаті 

повернутися. Після цього на створеній моделі буде можливість класифікувати нові 

тексти. 

У наш час є досить багато добрих реалізацій популярних алгоритмів, у тому 

числі і SVM на мові C#. Однією з них є реалізація support vector machine під назвою 

Accord.NET Machine Learning. Перші рядки коду були додані до Accord.NET 

Framework у 2012 році. Цей проект має відносно велику команду. За останній рік 

біля 9 розробників внесли зміни у кодову базу. Протягом всієї історії проекту 

внесли в нього свій вклад 81 розробник. Також код добре прокоментовано. 

 

 

Рисунок 2.4 – Приклад нелінійной роздільності 

 

Ця бібліотека має реалізації для різних алгоритмів: 

– лінійний алгоритм, для класифікаціі на два класи; 

– ядровий метод, щоб працювати у високовимірному, неявному просторі 

функцій, без обчислення координат даних у цьому просторі; 

– багатокласовий алгоритм; 
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– з багатьма мітками, що є схожим на багатокласовий, але замість того, щоб 

кожен вхідний вектор мав лише один клас виводу, він може мати декілька класів. 

 

 

2.4 Слово як вектор і документ як вектор 

 

 

Одним із шляхів вирішення проблеми класифікації є використання Word2Vec 

для обробки неструктурованих текстових даних. Word2Vec (W2V) – це алгоритм, 

який приймає кожне слово у словнику – тобто текст, який класифікується, – і 

перетворює його на унікальний вектор, який можна додавати, віднімати та 

маніпулювати іншими способами так само, як вектор у просторі [12]. 

На високому рівні вбудовування W2V словника у векторний простір є 

своєрідним «побічним ефектом» побудови певних алгоритмів нейронної мережі, 

призначених для виконання таких завдань, як автозавершення або виявлення 

ймовірних суміжних слів у документі. Оскільки нейронна мережа «читає» 

документ за документом, дізнаючись, як представити словник у форматі, який він 

може обробляти у своєму «прихованому шарі», щоб спрогнозувати найбільш 

імовірні слова, алгоритм дізнається щось про відносини, які кожен з термінів у 

словнику має відносно один одного, виходячи з частот, з якими вони збираються. 

Ці моделі в кінцевому підсумку кодуються в матрицю, яка через деякий час здатна 

зіставити будь-яке слово у словнику до вектора в набагато меншому мірному 

векторному просторі. 

Після створення словника ці слова-вектори показують дуже цікаві 

відношення між собою. Оскільки вектори можуть бути додані і відняті, можна 

поставити запитання, створюючи рівняння векторних слів, наприклад, чому буде 

дорівнювати результат, якщо ми додамо і віднімемо вектори слова для «король», 

«чоловік», «жінка»: «король» + («жінка» - «чоловік»). Коли до вектора для 

«король» і додається вектор різниці вектора «жінка» і «чоловік», отриманий вектор 

виявляється близьким до вектора, що відповідає терміну «королева» (рис. 2.5). 
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Це спрацьовує тому, що спосіб, яким нейронна мережа закінчила навчання 

про пов'язані частоти термінів, закінчився тим, що кодувався в матрицю W2V. 

Аналогічні відносини, подібні відмінностям у відносних випадках «людини» і 

«жінки», в кінцевому підсумку збігаються відносні випадки «короля» і «королеви» 

певними способами, які захоплює W2V.  

 

 

Рисунок 2.5 – Відношення між векторами 

 

Сама мережа дуже дрібна, як ви можете бачити на зображенні.Doc2Vec це 

програма Word2Vec, яка приймає інструмент і розширює його для використання на 

цілому документі, наприклад, статті. У найпростішій формі, «наївний» Doc2Vec 

приймає вектори Word2Vec кожного слова у вашому тексті і об'єднує їх разом, 

приймаючи нормовані суми або середнє арифметичне термінів. Коли ви знову і 

знову додаєте свої вектори, більшість термінів показуватиметься лише як шум і 

скасовуватимуть один одного. Але в той же час, об’єднавши сукупний напрямок 

векторів тексту, можна отримати загальний напрямок теми документу. 

Наприклад: ми можемо уявити собі усереднення всіх слів у книзі «Повість 

про два міста». Якщо перетворити весь текст на вектори Word2Vec, напрямок 

результуючого єдиного сукупного вектора буде відхилятися до вбудованих 

концепцій, таких як «класова боротьба», що представляє основну тему книги. 
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Таким чином Doc2Vec дозволяє дослідникам даних представляти цілі 

документи як єдині вектори, зберігаючи при цьому багато семантичної інформації 

про королів, королев і т.д., які в іншому випадку могли б лише кодуватись у словах 

частотних зображень своїх документів. 

Використовуючи навіть наївні методи Doc2Vec, є можливість класифікації 

тексту для безлічі текстових зразків, що дозволяє їй класифікувати дешево і 

ефективно що завгодно від статей блогу, до повідомлень у соціальних мережах, до 

описів додатків тощо. 

В основному існують два підходи для Word2Vec: Skip-gram (SG) або 

«безперервний мішок слів (Continuous Bag of Words – CBOW). Обидва створюють 

векторні уявлення, але з різними підходами. Основна ідея для моделювання skip-

gram, дається слово wi, передбачити контекст wi-2, wi-1, wi+1, wi+2 цього слова. В той 

час як для CBOW, цей процес змінюється на протилежний, з урахуванням 

контексту wi-2, wi-1, wi+1, wi+2, прогнозують слово wi. 

Архітектура моделі CBOW намагається передбачити поточне цільове слово 

(центральне слово) на основі слів контекстного джерела (навколишні слова). 

Враховуючи просте речення «садок вишневий коло хати, хрущі піж вишнею 

гудуть», це можуть бути пари (контекст, цільове слово), де, якщо розглядати 

контекстне вікно розміру 2, маємо такі приклади: ([садок, коло], вишневий), 

([вишневий, хати], коло) і так далі. Таким чином, модель намагається 

спрогнозувати цільове слово на основі контекстного вікна. 

Хоча сімейство моделей Word2Vec не контрольоване, це означає, що можна 

просто дати йому корпус без додаткових міток або інформації, і він може 

побудувати щільне вбудоване слово з корпусу. Але все одно доведеться 

використовувати методологію класифікації під наглядом, як тільки ви маєте цей 

корпус, щоб дістатися до цих вкладень.  

Програма Skip-gram змінює використання цільових і контекстних слів. У 

цьому випадку цільове слово подається на вхід, прихований шар залишається тим 

же, і вихідний шар нейронної мережі реплікується кілька разів для розміщення 

вибраного числа контекстних слів. Як можна побачити на рис. 2.6, w (t) є цільовим 
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словом або введеним даним. Існує один прихований шар, який виконує точковий 

продукт між матрицею ваги і вхідним вектором w(t). Функція активації не 

використовується в прихованому шарі. Тепер результат точкового продукту на 

прихованому шарі передається на вихідний шар. Вихідний рівень обчислює 

точковий продукт між вихідним вектором прихованого шару і ваговою матрицею 

вихідного шару. Потім застосовується функція активації softmax для обчислення 

ймовірності слів, що з'являються в контексті w(t) в даному контексті. 

Для класифікації готових текстів краще підходить Skip-gram, у якого 

складність тренування 𝑄 = 𝐶 ∙ (𝐷 + 𝐷 ∙ log2(𝑉)), де C це максимальна відстань до 

слів, D це представлення слів, V це розмірність. Що значить, що для кожного слова, 

випадково буде вибрано число R у ряді [1…C] і використовуватиме R слів з історії 

і R слів з майбутніх обраних слів як правильні маркери. Це потребує зробити дві R 

класифікації для обраного слова на вхід і R+R слів на вихід. Використовуючи 

бінарне дерево як представлення словника, число вихідних даних, що мають 

пройти оцінку може дорівнювати log2(𝑉). Нехай існує словник 𝑣𝑜𝑐𝑎𝑏 = {𝑡𝑖  |𝑖 ∈

1 … 𝑁}, де N це розмір вектору, документи 𝑑𝑖 =< 𝑤𝑖 … 𝑤𝑗 >, а w2v(ti) означає 

репрезентаційий вектор.  

Тоді першим кроком є сума всіх векторних репрезентацій використовуючи 

Word2Vec: 𝑅(𝑑𝑖) = ∑ 𝑤2𝑣(𝑡)𝑡 , де 𝑡 ∈ 𝑑𝑖 ... 

Далі необхідно обчислити та зважити w2v використовуючи вагу TF-IDF: 

𝑤𝑅(𝑑𝑖) = ∑ 𝑤𝑡 𝑤2𝑣(𝑡) , де 𝑤𝑡 = 𝑡𝑓𝑖𝑑𝑓 для слова 𝑡𝑡 . 

Далі додали TF-IDF до зваженого Word2Vec: 𝐶(𝑑𝑖) =

𝑐𝑜𝑛𝑐𝑎𝑡𝑒𝑛𝑎𝑡𝑒(𝑡𝑓𝑖𝑑𝑓(𝑑𝑖), 𝑤_𝑅(𝑑𝑖)). Конкатенація зливає вектори, тобто якщо розмір 

TF-IDF 100, а w_R 50, то в результаті буде 150. 

Даний метод приносить додаткові семантичні функції до Word2Vec, що 

допомагають в класифікації тексту. Більшість робіт, що містять Word2Vec, не 

передбачають використання TF-IDF. Додавання ваги до кожного слова в документі, 

базуючись на частоті появи слова і нормалізації тексту, з’являються більш зважені 

суми векторів слів. Така реалізація має свої недоліки. Це час на виконання. У 
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таблиці 2.1 надано статистика точності різних технік, що використовують 

Word2Vec та TF-IDF. 

 

 

Рисунок 2.6 – Схеми методів Word2Vec 

 

Важливо відзначити, що категорії також грають величезну роль в оцінках. 

Такі категорії, як спорт і сільське господарство, мають більше шансів на більш 

високі бали, тому що вони наврядчи матимуть подібні ключові терміни, на відміну 

від сільського господарства та харчування. Іншим важливим фактором є набір 

документів, що використовуються для навчання моделі. Різні набори документів, 

що використовуються для навчання моделі, можуть значно змінювати значення в 

залежності від вибраних тем. 

Таблиця 2.1 – Порівняння результатів точності методів аналізу 

Метод Результат 

Word2Vec без нормалізації 0,854178 

TF-IDF без нормалізації 0,892579 

Word2Vec у поєднанні з TF-IDF з нормалізацією 0,892457 

TF-IDF з нормалізацією 0,884011 

Word2Vec у поєднанні з TF-IDF доданий до TF-IDF з 

нормалізацією 

0,898507 
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Використовуючи Word2Vec, перший підхід полягав у підсумовуванні 

векторів у конкретному документі і використанням лінійного алгоритму SVM, щоб 

допомогти класифікувати їх. Наступний підхід схожий але без стоп-слів і з TF-IDF. 

Використавши Word2Vec, зважений за допомогою TF-IDF та з доданими векторами 

TF-IDF з нормалізацією, було отримано кращий результат, ніж TF-IDF. Але у 

підсумку кількох тестів, простий TF-IDF без стоп-слів інколи був незначно кращий 

за Word2Vec разом з TF-IDF. Однак у тих випадках, коли TF-IDF перевершив 

комбінацію, різниця була майже незначною, тому можна сказати, що результати 

комбінації є надійними для використання. 
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3 РЕАЛІЗАЦІЯ МЕТОДІВ КЛАСИФІКАЦІХ ТЕКСТІВ НОВИННОЇ 

СТРІЧКИ 

3.1 Етапи програмної розробки 

 

 

Завданням реалізації даної роботи є створення системи, що дозволила б 

розмітити тексти новинних стрічок на категорії та зробити їх сентимент-аналіз. 

Загальними етапами, які необхідно виконати для реалізації даного завдання 

зображені на рисунку 3.1. 

 

 

Рисунок 3.1 – Етапи реалізації програмної системи 

 

Розглянемо етапи детальніше. Перший етап це знаходження даних для 

створення моделі і розділення цих даних на тренувальні та тестові. Тренувальні 

дані будуть використані для створення самої моделі, що в подальшому буде 

тестуватися на якість за допомогою тестових даних.  

Наступним етапом є визначення категорії (тегів) для класифікації. Необхідно 

або знайти вже готовий набір даних, або самостійно розмітити тестові та 

тренувальні дані на обрані категорії. Наступним етапом є обрання та реалізація 
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алгоритму класифікації та сентимент-аналізу. Цей етап буде розглянуто детальніше 

в наступних підрозділах.  

Далі відбувається тренування системи. За допомогою обраного алгоритму, на 

вхід якому надаються тренувальні дані, створюється модель, що буде 

використовуватися в подальшому аналізі. На жаль, не часто обраний алгоритм для 

аналізу є найкращим рішенням для конкретної проблеми аналізу текстової 

інформації. Тому наступним етапом є валідація моделі. 

Одним із методів оцінки продуктивності класифікатора тексту є перехресна 

перевірка (cross-validation) (рис. 3.2). Вона полягає в розбитті навчального набору 

випадковим чином на набори рівної довжини (наприклад, 4 набори по 25% даних). 

 

 

Рисунок 3.2 – Схема перехресної перевірки 

 

 Для кожного набору класифікатор тексту тренується з рештою зразків 

(наприклад, 75% зразків). Далі, класифікатори роблять прогнози щодо своїх 

відповідних наборів, і результати порівнюються з тегами, позначеними людиною. 

Це дозволяє визначити, коли прогноз був правильним і коли він зробив помилку. 

Важливо обрати правильну кількість блоків даних. Якщо їх обрати мало, то 

тестова модель буде більш точною, тому що вхідних даних було більше. Однак 
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загальна оцінка точності алгоритму буде трохи зміщена за рахунок того, що 

кількості перевірок класифікатора було менше. Зазвичай обирається 3, 5 або 10 

блоків. Чим більше даних, тим зазвичай достатня менша кількість блоків. Тож чим 

більша кількість блоків, тим більше треба навчати класифікатор. 

За допомогою цих результатів можна створити показники ефективності, які 

корисні для швидкої оцінки ефективності класифікатора. Можна визначити 

влучність і точність класифікатора. Тобто відсоток текстів, які були помічені 

правильним тегом. 

Розглянемо етапи роботи класифікатора (рис. 3.3).  

 

 

Рисунок 3.3 – Тренування (а) і використання (б) моделі класифікації 

 

Першим кроком підготовки класифікатора до машинного навчання є 

вилучення ознак: метод використовується для перетворення кожного тексту в 

числове представлення у вигляді вектора. Далі на вхід алгоритму надаються пари 

зі створених векторів та набору тегів. На виході утворюється моделі класифікації. 

Після навчання з достатньою кількістю навчальних зразків, модель 

машинного навчання може починати робити точні прогнози. Цей же векторизатор 

використовується для перетворення нових текстів на набори векторів, які можна 

подавати до моделі класифікації для отримання прогнозів. Тобто на вхід отриманій 
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моделі надається набір векторів, а на вихід повертається спрогнозовані теги. 

 

 

3.2 Використані технології для реалізації додатку 

 

 

Для реалізації програмного продукту було вирішено обрати платформу .NET 

та мову програмування C#. Тому що дана мова має такі переваги: це об'єктно-

орієнтована мова, що дозволяє створювати програмний код, що реалізує принципи 

SOLID, KISS, DRY та інші. Також відбувається автоматичне збирання сміття, 

присутнього в системі. C# не створює безлад у системі, і система не зависає під час 

виконання. Такою перевагою є велика кількість розробників по світу і велика база 

знань і існуючих рішень, що дозволяє прискорити розробку. 

Для реалізації веб-сайту було обрано фреймворку ASP.NET Core 2.0. Цей 

фреймворк має велику підтримку від Microsoft. А також дозволяє не бути залежним 

від платформи, на якій буде розгортатися сервіс. Додаток може бути розгорнуто і 

на Windows, і на Linux, і в контейнерах. Завдяки впровадженню ASP.NET Core веб-

сервера Kestrel, ASP.NET рекламується як один з найшвидших доступних веб-

додатків. Новий веб-сервер Kestrel був перероблений з нуля, щоб скористатися 

асинхронними моделями програмування, бути набагато легшим і швидким. 

Однією з причин, завдяки яким ASP.NET Core є більш швидким, є широке 

використання асинхронних шаблонів у рамках нових MVC та Kestrel каркасів. 

Відмінністю від попередніх версій фреймворку є те, що за допомогою ASP.NET 

Core, MVC і Web API були об'єднані разом [13].  

У якості хостингу було обрано Azure App Service. Це один з продуктів Azure, 

що є Platform as a Service (PaaS), яка надає всі інструменти та послуги, необхідні 

для створення надійних і масштабованих критично важливих веб-додатків, 

мобільних додатків, API у одному екземплярі сервісу. Одна з його складових, Azure 

Web Apps, є повністю керованим сервісом, який допомагає розробляти та 

розгортати готові веб-додатки. Вона забезпечує потужні можливості, такі як 
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вбудовані операції розробки, безперервна інтеграція з Azure DevOps і GitHub, 

підтримка постановки та виробництва, а також автоматичне виправлення для 

розробників Azure для швидкого створення веб-додатків. Вона також забезпечує 

інтеграцію з локальними або іншими хмарними системами. Високозахищені 

розробки веб-додатків: веб-додатки Azure допомагають надавати SLA на рівні 

підприємства, надаючи стандарти безпеки PCI, стандарти обліку SOC2 та 

стандарти інформаційної безпеки ISO. Служба Web App надає унікальну підтримку 

ASP.NET, Node.js, Java, PHP і Python. Сценарії або виконувані файли на службі App 

також можна запускати на віртуальних машинах. 

 

 

3.3 Опис програмної реалізації додатку 

 

 

Було розроблено веб-сайт, що дозволяє самостійно навчити систему 

класифікувати, та потім класифікувати новинну стрічку з соціальної мережі  

Facebook (рис. 3.4). Розглянемо функції програмного продукту по черзі.  

Користувач має можливість авторизуватися у додатку за допомогою 

соціальної мережі Facebook використовуючи oAuth [14].  

OAuth – це специфікація, яка дозволяє користувачам делегувати доступ до 

своїх даних, не надаючи їм свого імені та пароля. OAuth 2.0 є стандартним 

протоколом для авторизації і замінює роботу, виконану за оригінальним 

протоколом OAuth, створеному в 2006 році. OAuth 2.0 зосереджується на простоті 

розробників клієнту, надаючи певні методи авторизації для веб-додатків, 

настільних програм, мобільних телефонів і пристроїв. Ця специфікація та її 

розширення розробляються в рамках робочої групи IETF OAuth. 

Основними ролі на прикладі даного програмного продукту є: 

– клієнт (розроблюваний програмний продукт) – програма, яка намагається 

отримати доступ до облікового запису користувача. Потрібно отримати дозвіл від 

користувача, перш ніж він зможе це зробити; 
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– сервер ресурсів (сервер Facebook) – сервер API, який використовується для 

доступу до інформації користувача. 

– сервер авторизації (сервер Facebook) – сервер, який представляє інтерфейс, 

де користувач схвалює або відхиляє запит. У менших реалізаціях це може бути той 

самий сервер, що й сервер API, але розгортання більшого масштабу часто 

будуватиме це як окремий компонент. 

– власник ресурсу (користувач сайту) – особа, яка надає доступ до певної 

частини свого облікового запису. 

 

 

Рисунок 3.4 – Головна сторінка продукту 

 

Отже, дякуючи специфікації oAuth, користувач, натискаючи на кнопку 

Ввійти, бачить офіційне вікно авторизації Facebook і вводить свої логін і пароль на 

тій сторінці, тим самим не передаючи свої логін і пароль іншим сервісам. Такий 

підхід є безпечним для користувача. Також дозволяє не реєструватися окремо на 

різних сервісах. Програмний продукт, що зробив запит на авторизацію, за умови 

успішної аутентифікації та отримання всіх необхідних дозволів, отримує токен, що 

містить базову інформацію про користувача. Таку як електронна пошта, ім’я і 

прізвище, ідентифікатор, тощо. 

Facebook пропонує розробникам скористатися API для доступу до інформації 

користувача за допомогою токена отриманого при авторизації (рис. 3.5).  
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Graph API є основним способом отримання даних на платформі Facebook. Це 

API, заснований на HTTP, який програми можуть використовувати для 

програмного запиту даних, публікації нових історій, керування оголошеннями, 

завантаження фотографій і виконання багатьох інших завдань. Graph API 

називається так через ідею «соціального графа» – своєрідного представлення 

інформації на Facebook [15]. 

Коли хтось приєднується до додатку за допомогою Facebook Login і схвалює 

запит на дозвіл, додаток отримує токен для доступу (access token), який надає 

тимчасовий, безпечний доступ до API Facebook. 

Access token – це рядок, який унікально ідентифікує користувача, додаток або 

сторінку, і може використовуватися програмою для створення викликів Graph API. 

Токени доступу отримуються за допомогою декількох методів. Токен містить 

інформацію про те, коли закінчується термін дії, і для якого програмного продукту 

цей токен був згенерований. Через перевірку конфіденційності більшість викликів 

API на Facebook має включати токен. Існують різні типи маркерів доступу для 

підтримки різних випадків використання.  

 

 

Рисунок 3.5 – Приклад запиту до Facebook Graph API 

 

У додатку використовується токен користувача, що використовується, коли 

програма робить запит до API для читання, модифікації або запису даних Facebook 

певної особи від свого імені. Токени доступу користувача, як правило, 
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отримуються через діалогове вікно входу в систему і вимагають, щоб людина 

дозволила вашому додатку отримати його.  

Загалом Graph API складається з вузлів або node (в основному окремі об'єкти, 

такі як користувач, фото, сторінка або коментар), edges (з'єднання між колекцією 

об'єктів і одним об'єктом), fields (дані про об'єкт, наприклад, день народження 

користувача або назва сторінки). 

Для доступу до API необхідно зареєструвати додаток на порталі для 

розробників. Далі є можливість протестувати API онлайн в Graph API Explorer. 

Наприклад, ресурс, що використовується у програмному продукті, дозволяє 

переглянути сторінки, на які підписаний користувач (рис. 3.5). Для цього необхідно 

знати його ідентифікатор у соціальній мережі, а також отримати дозвіл від нього 

під час реєстрації на доступ до «user_likes».  

На головній сторінці у меню для неавторизованого користувача є лише два 

пункти: Stop Words (рис. 3.6), Classify Data (рис. 3.7).  

Що означають можливості лише переглянути стоп-слова та класифікувати 

текст. Список стоп-слів відображає слова, які будуть ігноруватися для англійської, 

української і російської мови. 

 

 

Рисунок 3.6 – Сторінка перегляду і редагування стоп-слів 

 

На сторінці Classify Data користувач має можливість завантажити файл з 

даними. Можливі формати даних обмежені до .csv або .tsv. Це зроблено для того, 

щоб зменшити розмір завантаженого файлу та тим самим зменшити навантаження 
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на систему. Також у користувача є обмеження на класифікацію. Неавторизований 

користувач має право завантажувати лише один файл на день. У разі, якщо він 

завантажить ще один файл, він отримає повідомлення про помилку. 

Завантажені тексти можуть бути класифіковані на одну з наступних 

категорій: 

– злочини; 

– розваги; 

– новини; 

– політика; 

– спорт; 

– подорожі; 

– освіта та інші. 

 

 

Рисунок 3.7 – Сторінка завантаження документу для класифікації 

 

На сторінці перегляду стоп-слів користувач має право переглянути слова, що 

будуть видалені з вхідного тексту. Програмний продукт має вже заздалегідь 

підготовлений набір стоп-слів який може бути відредагований авторизованим 

користувачем. Зазвичай стоп-слова це ті слова, що використовуються дуже часто 

незалежно від контексту і теми.  
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Авторизований користувач має змогу видалити або додати нове слово до 

цього списку. Воно буде збережено окремо тільки для даного користувача. 

Збережений список буде впливати на результат окремо для конкретного 

авторизованого користувача. А для неавторизованого – буде використовуватися 

базовий список слів. 

Також користувач має змогу переглянути свою новинну стрічку та 

протестувати функціонал сайту. За допомогою Facebook Graph API, за умови, що 

користувач дав всі необхідні дозволи при авторизації, додаток завантажить записи 

зі сторінок, які вподобав користувач. Усі завантажені записи можуть бути 

класифіковані таким самим чином як і при завантаженні файлу. 

 

 

3.4 Опис вирішення проблеми класифікації за допомогою SVM алгоритму 

 

 

Першим етапом написання програмного продукту є реалізація навчання 

алгоритму. Дані для навчання були знайдені на сайті Kaggle [16]. Цей набір містить 

близько 200 тис. новин від 2012 до 2018 р., отриманих від HuffPost. Дані уже 

промарковані темами і мають наступну інформацію: 

– категорія; 

– заголовок новини; 

– текст; 

– посилання на новину. 

Для аналізу були взяті заголовок і текст з кожного запису разом з категорією. 

Для реалізації векторизації слів було обрано уже готову модель Word2Vec 

[17]. Вона містить кілька варіантів словників для різної розмірності векторів. Чим 

більша розмірність векторів, тим більше різниця між словами залежить від 

контексту, у якому слова були вжиті.  

Для токенізації було написано токенізатор, що правильно розглядає такі 

структури як посилання, абревіатури, числа, слова написані через дефіс. 
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Наприклад, якщо цифри написані через точку, базовий токенізатор мав би їх 

розділити, що не є вірним. Або якщо слово, наприклад, «жовто-гарячий», написано 

через дефіс, це все одно є одне слово і не має бути розділеним.  

Також, враховуючи те, що класифікатор направлений на класифікацію 

текстів в новинних стрічках соціальних мереж, там є свої правила. Наприклад, у 

соціальних мережах є сполучення символу «@» та слова або символу «#» та слова, 

що повинно вважатися нерозлучним виразом. Тому що у першому випадку це 

посилання (згадування) на сторінку іншого користувача і не несе у собі особливого 

змісту, а в другому випадку це своєрідна мітка повідомлення, що дає змогу 

групувати подібні повідомлення, таким чином є можливість знайти даний хештег і 

отримати список повідомлень, що його містять. 

Наступним етапом обробки тексту є його нормалізація. У даному випадку 

була використана лематизація, що є більш ефективною для обробки тексту, тому 

що вона виключає можливість сприйняття стемів сформованих від різних слів як 

одне слово тим, що використовує словник словоформ.  

Для лематизації англійських слів було використано вже написаний 

лематизатор, чий код є у публічному доступі, під назвою Lemma Generator [18]. 

Щодо української мови, на жаль, такого великого вибору немає. Тому для 

лематизації українських слів було завантажено електронний словник української 

мови, що вільно розповсюджується і доступний на сайті GitHub. Саме за 

допомогою нього можливо було знайти початкову форму слова. Аби зекономити 

час на обробці і не визначати мову тексту, вирішено було спростити алгоритм 

визначення мови.  

Відбувалася перевірка перших декількох слів на наявність у словнику 

англійської мови, якщо більша кількість слів була знайдена, то мова визначалась як 

англійська, інакше відбувалася лематизація за допомогою українського словника. 

Наступним етапом є обчислення вектору тексту. Для цього відбувалося 

обчислення векторної форми для лем за допомогою бібліотеки Word2Vec. На вхід 

цій бібліотеці необхідно було надати словник векторів. Для кожного слова у 

документі було знайдено його репрезентацію. Далі всі вектори було просумовано, 
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щоб отримати вектор документу. Також цей вектор було додано до вектору TFIDF. 

Для знаходження вектору TFIDF було використано TfidfDotNet бібліотеку [19]. 

Останнім етапом є написання алгоритму класифікації. У даній реалізації було 

використано бібліотеку Accord.Net Framework та її реалізацію Multiclass Support 

Vector Machine у парі з методом лінійного дуального координатного спуску. 

Accord.NET – це основа для наукових обчислень у .NET. Вихідний код проекту 

доступний на умовах ліцензії Gnu Lesser Public License версії 2.1. 

Фреймворк містить набір бібліотек, які доступні у вихідному коді, а також за 

допомогою виконуваних інсталяторів та NuGet-пакетів. Основними областями, що 

охоплюються, є чисельна лінійна алгебра, чисельна оптимізація, статистика, 

машинне навчання, штучні нейронні мережі, обробка сигналів і зображень, 

бібліотеки підтримки (такі як графік і візуалізація). Спочатку проект був 

розроблений для розширення можливостей платформи AForge.NET Framework, але 

з того часу в неї ввійшов AForge.NET. Нові версії об'єднали обидві фреймворки під 

назвою Accord.NET [20]. 

Корпорація Accord.NET Framework була представлена в декількох книгах, 

таких як Mastering.NET Machine Learning і F# for Machine Learning Applications, і в 

даний час накопичується більше 1500 розгалуджень в GitHub. Також було 

опубліковано численні наукові публікації з використанням фреймворку. 

На вхід для тренування бібліотека приймає список масивів векторів для 

документів та список очікуваних значень.  

Далі надано приклад тренування моделі за допомогою бібліотеки 

фреймворку Accord.NET. 

public class SvgClassifier : ITextClassifier 

  { 

      private MulticlassSupportVectorMachine<Linear> _context; 

  

 

      public void TrainModel(TrainDataModel model) 

      { 

          if (model.Vectors.Length != model.Categories.Length) 
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          { 

              throw new InvalidOperationException("Vectors 

amount and Categories amount should be the same."); 

          } 

          var teacher = new 

MulticlassSupportVectorLearning<Linear> 

          { 

              Learner = p => new LinearDualCoordinateDescent 

              { 

                  Loss = Loss.L2 

              } 

          }; 

          _context = teacher.Learn(model.Vectors, 

model.Categories); 

      } 

  } 

Далі надано приклад класифікації тексту на основі моделі, створеної  за 

допомогою бібліотеки фреймворку Accord.NET. 

 

public class SvgClassifier : ITextClassifier 

  { 

      private MulticlassSupportVectorMachine<Linear> _context; 

 

      public Categories Predict(double[] documentVector) 

      { 

          var teacher = new 

MulticlassSupportVectorLearning<Linear> 

          { 

              Learner = p => new LinearDualCoordinateDescent 

              { 

                  Loss = Loss.L2 

              } 

          }; 
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          var predictedValue = _context.Decide(documentVector); 

 

          var category = Enum.Parse(typeof(Categories), 

predictedValue.ToString()); 

          return category; 

      } 

  } 

 

Таким чином система пройшла навчання на масиві даних для тренування. 

Після успішного навчання необхідно було протестувати точність системи. Для 

цього було реалізовано перехресне тестування. 

Далі наведено приклад тестування побудованої моделі за допомогою вже 

наданого масиву документів.  

 

public class CrossTest : IClassifierTest 

  { 

      private readonly ITextClassifier _classifier; 

      public CrossTest(ITextClassifier classifier) 

      { 

          _classifier = classifier; 

      } 

      public int TestClassifier(TrainDataModel model) 

      { 

          var vectorsLength = model.Vectors.Length; 

          var categoriesLength = model.Categories.Length; 

          if (vectorsLength != categoriesLength) 

          { 

              throw new InvalidOperationException("Vectors 

number and Categories number should be the same."); 

          } 

          var successCount = 0; 
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          for (int documentIndex = 0; documentIndex < 

vectorsLength; documentIndex++) 

          { 

              var predictedValue = 

_classifier.Predict(model.Vectors[documentIndex]); 

              if (predictedValue == 

categoriesLength[documentIndex]) 

              { 

                  successCount++; 

              } 

          } 

          return successCount * vectorsLength / 100; 

      } 

  } 

Отже, тестування відбувалося за допомогою крос-тестів. Дані були поділені 

кілька разів на дві групи. Таким чином, щоб кожен документ був в певній групі у 

тестовому масиві даних, в іншій групі – у тренувальному масиві. Модель кілька 

разів будувалася на основі тренувальних даних і слідом перевірялася тестовими 

даними. На вхід надавалася певна частина тестових даних, результат звірявся з 

очікуваним результатом та повертався відсоток правильних відповідей. 

 

 

3.5 Опис вирішення проблеми класифікації за допомогою Microsoft ML.NET 

 

 

ML.NET це бібліотека, фреймворк, що надає можливість простим чином 

додавати машинне навчання до .NET додатків. За допомогою цієї можливості є 

можливість зробити автоматичні прогнози, використовуючи дані, доступні для 

програми.  

ML.NET працює з декількома типами прогнозів, наприклад: 
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– класифікація або категоризація – що дозволяє автоматично розділяти 

відгуки клієнтів на позитивні та негативні категорії; 

– регресія або прогнозування безперервних значень – що дозволяє 

розробнику передбачити, наприклад, ціну будинків за розміром та місцем 

розташування; 

– виявлення аномалій – дозволяє вирішити проблему виявлення шахрайських 

банківських операцій; 

– рекомендації – за допомогою цієї категорії можна вирішити запропонувати 

продукти, які, можливо, захочуть придбати онлайн-покупці, виходячи з попередніх 

покупок. 

ML.NET має можливість пропонувати найкращий алгоритм для реалізації на 

базі вхідних даних і очікуваного результату. Це дозволяє робити додаток до 

Microsoft Visual Studio, що офіційно вийшов тільки цього року. 

Для задачі класифікації на категорії ML.NET запропонував використання 

алгоритму усередненого персептрону. Цей алгоритм класифікації є методом 

навчання під наглядом і вимагає тегового набору даних, який містить колонку з 

мітками. Можна навчити модель, надавши моделі та набір даних як вхідні дані для 

тренувальної моделі або гіперпараметрів. Підготовлена модель може бути 

використана для прогнозування значень для нових прикладів введення. 

Далі наведено приклад побудови процесу тренування за допомогою 

фреймворку ML.NET. 

 

       public static IEstimator<ITransformer> BuildTrainingPipe

line(MLContext mlContext) 

       { 

           var dataProcessPipeline = mlContext.Transforms.Conve

rsion.MapValueToKey("Category", "Category") 

                                     .Append(mlContext.Transfor

ms.Text.FeaturizeText("Title_tf", "Title")) 

                                     .Append(mlContext.Transfor

ms.Text.FeaturizeText("Description_tf", "Description")) 
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                                     .Append(mlContext.Transfor

ms.Concatenate("Features", new[] { "Title_tf", "Description_tf"

 })) 

                                     .Append(mlContext.Transfor

ms.NormalizeMinMax("Features", "Features")) 

                                     .AppendCacheCheckpoint(mlC

ontext); 

           var trainer = mlContext.MulticlassClassification.Tra

iners.OneVersusAll(mlContext.BinaryClassification.Trainers.Aver

agedPerceptron(labelColumnName: "Category", numberOfIterations:

 10, featureColumnName: "Features"), labelColumnName: "Category

") 

                                     .Append(mlContext.Transfor

ms.Conversion.MapKeyToValue("PredictedLabel", "PredictedLabel")

); 

           var trainingPipeline = dataProcessPipeline.Append(tr

ainer); 

           return trainingPipeline; 

       } 

       public static ITransformer TrainModel(MLContext mlContex

t, IDataView trainingDataView, IEstimator<ITransformer> trainin

gPipeline) 

       { 

           var model = trainingPipeline.Fit(trainingDataView); 

           return model; 

       } 

       private static void SaveModel(MLContext mlContext, ITran

sformer mlModel, string modelRelativePath, DataViewSchema model

InputSchema) 

       { 

           mlContext.Model.Save(mlModel, modelInputSchema, GetA

bsolutePath(modelRelativePath)); 

       } 
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Далі наведено приклад класифікації документу, тобто отримання категорії 

нового тексту вже після виконаного тренування. 

 

var documentInput= new ModelInput 

{ 

    Description = document.Description, 

    Title = document.Title 

}; 

 

var result = predEngine.Predict(documentInput); 

var predictedCategory = result.Prediction; 

 

Усереднений метод персептрона – рання і дуже проста версія нейронної 

мережі. У цьому підході вхідні дані класифікуються на кілька можливих виходів, 

заснованих на лінійній функції, а потім об'єднані з набором ваг, які виводяться з 

вектора ознак - звідси і назва «perceptron». 

Простіші моделі персептрона підходять для вивчення лінійно 

відокремлюваних моделей, тоді як нейронні мережі (особливо глибокі нейронні 

мережі) можуть моделювати більш складні межі класів. Однак персептрони 

швидше, і оскільки вони обробляють випадки серійно, персептрони можуть 

використовуватися з безперервним навчанням. 

У сучасному розумінні, персептрон є алгоритмом для вивчення бінарного 

класифікатора, який називається пороговою функцією: функція, яка відображає її 

вхід 𝑥 (реальний вектор) на вихідне значення 𝑓(𝑥) (єдине двійкове значення): 

 

𝑓(𝑥) = {
1, якщо 𝑤 ∙ 𝑥 + 𝑏 > 0

0,   інакше
, (3.1) 

де 𝑤 – це вектор реальних ваг, 𝑤 ∙ 𝑥 – є скалярним добутком функції 𝑓(𝑥, 𝑤), 

що наведена у формулі 3.2, 𝑏 – зміщення. 
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Зміщення зміщує межу рішення від початку і не залежить від будь-якого 

вхідного значення. 

 

𝑓(𝑥, 𝑤) = ∑ 𝑤𝑖𝑥𝑖
𝑚
𝑖=1 , (3.2) 

де 𝑚 – кількість вхідних даних до персептрона; 

 

Значення 𝑓(𝑥) (0 або 1) використовується для класифікації 𝑥 або як 

позитивний або негативний екземпляр у випадку задачі двійкової класифікації. 

Якщо 𝑏 є негативним, то зважена комбінація входів повинна виробляти позитивне 

значення більше, ніж |𝑏| для того, щоб підштовхнути класифікатор нейрона за поріг 

0. Просторово зміщення змінює положення (хоча й не орієнтацію) межі рішення. 

Алгоритм навчання персептрону не припиняється, якщо навчальний набір не 

лінійно відокремлюється.  

Якщо вектори не є лінійно відокремленими, навчання ніколи не досягне 

точки, де всі вектори класифікуються належним чином. Найбільш відомим 

прикладом нездатності персептрона розв'язувати задачі з лінійно нероздільними 

векторами є булева проблема виключної диз'юнкції.  

 

 

3.6 Порівняння реалізацій 

 

 

Для обох реалізацій було використано один масив даних що складався з 

201075 документів. На основі цих документів було побудовано модель даних в обох 

реалізаціях. Модель побудована за допомогою ML.NET виявилася набагато 

продуктивнішою. А моделі, що використовувала Word2Vec та алгоритм SVM не 

вистачило кількості тренувальних даних, аби бути більш продуктивною. У таблиці 

3.1 вказано результати для обох варіантів для різного набору даних. Результатом 

вважався відсоток правильних відповідей після тренування моделі. 
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У першому випадку був набір даних з документами в яких середня кількість 

слів не перевищувала 50. У другому випадку модель тестувалася на даних компанії 

Reuters, де в середньому кількість слів дорівнювала 250 [21].  

У результаті порівняння виявилося можна сказати, що ML.NET працює 

краще при тренування на меншому масиві даних з документами невеликої 

довжини. Проте ефективність алгоритму SVM можна підвищити збільшивши, по-

перше, кількість документів для тренування, а по-друге, збільшивши кількість слів 

на документ. 

 

Таблиця 3.1 – Порівняння результатів точності методів реалізації 

Метод SVM & Word2Vec ML.NET 

Масив з короткими документами 79% 31% 

Масив з довгими документами 87% 50% 

 

Менша ефективність з меншою кількість слів у алгоритма з використанням 

SVM і Word2Vec пояснюється тим, що через те, що слів використовується мало, 

між векторами маленька різниця. Тому система має меншу точність і робить 

помилки. 
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ВИСНОВКИ  

 

 

Щогодини в соціальних мережах активно з’являється кілька тисяч 

повідомлень. Наприклад, Facebook опублікувала статистику, 4,75 млрд. публікацій 

з’являється щодня, і близько 1500 публікацій в день претендують на появу в 

новинній стрічці кожного користувача. Тобто існує проблема відбору новин для 

певного користувача згідно з його інтересами. Для відбору новин згідно теми, 

необхідно розподіляти кожну новину на певні категорії. Для цього 

використовуються алгоритми класифікації.  

Текстова класифікація розглядається як задача контрольованого машинного 

навчання, що визначається як ідентифікація категорій нових документів на основі 

ймовірності, запропонованої зазначеним навчальним корпусом вже позначених 

(ідентифікованих) документів. Оскільки обсяг доступної текстової інформації 

нових документів доступний в Інтернеті збільшується, зростає і складність їх 

класифікації. Це пояснюється тим, що можливість ефективного отримання 

правильних категорій для нових документів значною мірою залежить від кількості 

промаркованих документів, які вже доступні для ознайомлення. 

Традиційне представлення документів передбачає класифікацію, 

використовуючи методики отримання інформації, такі як CBOW або TF-IDF. Ці 

методи широко використовуються в обробці природної мови, допомагаючи у 

забезпеченні спрощеного подання документів за допомогою різних функцій. Однак 

CBOW нехтують граматикою і порядком слів, але зберігають множинність. TF-IDF 

відображає важливість слова для конкретного документа у ряді документів або 

корпусу. 

У роботі було розглянуто алгоритми Word2Vec і SVM. SVM – це алгоритм 

класифікації, який працює на вже векторизованих даних і знаходить максимальну 

різницю, що розділяє гіперплощини. Його необхідно навчаєти, використовуючи 

дані, розділені на кілька класів, і потім він зможе розподіляти нові дані на задані 
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класи самостійно. SVM використовується для задач класифікації тексту, таких як 

присвоєння категорій, виявлення спаму та сентимент-аналізу. 

Даний алгоритм має переваги у точності і ефективності на невеликих наборах 

даних. Також він може бути більш ефективний, тому що використовує 

тренувальний набір даних. Негативними сторонами SVM є непристосованість до 

великих наборів даних, тому що зростає час на тренування і обробку, там менша 

ефективність на наборах даних з нечітким розмежуванням на класи. 

Word2Vec перетворює слова на числові вектори, тобто перетворення слів у 

малорозмірний простір. Алгоритм часто використовується як перший крок у 

багатьох проблемах класифікації текстів, але має інші варіанти використання. Його 

ідея використати навколишні слова для представлення цільових слів за допомогою 

нейронної мережі, чий прихований шар кодує представлення слова. 

Було порівняно реалізацію алгоритму SVM з використанням TF-IDF та 

алгоритму Word2Vec з TF-IDF. Також було порівнено результаті з нормалізацією 

тексту і без неї. Методи з нормалізацією показали приблизно однаковий результат. 

У деяких випадках один алгоритм був точніший, у інших другий. Проте зважаючи 

на те, що Word2Vec використовує більш семантичний підхід і зважає на контекст 

слова, можна визначити, що використання Word2Vec є більш ефективним.  

У ході роботи було реалізовано програмний продукт, що дає змогу 

класифікувати новини із новинної стрічки Facebook. Реалізація була виконана 

двома способами: за допомогою алгоритму SVM і з використанням фреймворку 

Microsoft ML.NET.  

У результаті порівняння було визначено, що ML.NET має можливість 

побудувати точну модель навіть на невеликому масиві даних, коли для алгоритму 

SVM необхідний більший масив даних для більш точної моделі. 

  



56 

ПЕРЕЛІК ДЖЕРЕЛ ПОСИЛАННЯ 

 

 

1. Bollen J, Mao H, Zeng X. Twitter mood predicts the stock market. – J Comput 

Sci 2, 2011. – С. 1-8. 

2. Lerman K, Gilder A, Dredze M, Pereira F. Reading the markets: forecasting 

public opinion of political candidates by news analysis. In: Proceedings of the 22nd 

international conference on computational. – Linguistics 1, 2008. – С. 473–480. 

3. Khan A, Baharudin B, Lee LH, Khan K. A review of machine learning 

algorithms for text-documents classification. – J Adv Inf Technol 1, 2010. – С. 4–20. 

4. Text classification and prediction using the Bag Of Words approach // Medium 

– a place to read and write big ideas and important stories. URL: 

https://medium.freecodecamp.org/text-classification-and-prediction-using-bag-of-

words-8aeb1396cded (дата звернення: 29.03.2019).  

5. Naive Bayes and Text Classification // Dr. Sebastian Raschka. URL: https:// 

sebastianraschka.com/Articles/2014_naive_bayes_1.html (дата звернення: 29.03.2019). 

6. A General Approach to Preprocessing Text Data // Machine Learning, Data 

Science, Big Data, Analytics, AI. URL: https://www.kdnuggets.com/2017/12/general-

approach-preprocessing-text-data.html (дата звернення: 29.03.2019). 

7. Bullinaria, John A., and Joseph P. Levy. Extracting semantic representations 

from word cooccurrence statistics: stop-lists, stemming, and SVD. – Behavior research 

methods 44.3, 2012. – С. 890-907. 

8. Жердева М.В., Артюшенко В.М. Стемминг и лемматизация в lucene. Net // 

Вестник МГУЛ – Лесной вестник. 2016. №3. URL: https://cyberleninka 

.ru/article/n/stemming-i-lemmatizatsiya-v-lucene-net (дата звернення: 29.03.2019).  

9. Project to generate POS tag dictionary for Ukrainian language // GitHub. URL: 

https://github.com/brown-uk/dict_uk (дата звернення: 29.03.2019). 

10. The TF-IDF Algorithm Explained // The One and Only Technical SEO House 

| Onely. URL: https://www.onely.com/blog/tf-idf/ (дата звернення: 29.03.2019). 

https://cyberleninka/


57 

11. Support vector machines and machine learning on documents // Meet Guru99 

– The Stanford Natural Language Processing Group. URL: https://nlp.stanford.edu/IR-

book/html/htmledition/support-vector-machines-and-machine-learning-on-documents-

1.html (дата звернення: 29.03.2019). 

12. Word Embedding Tutorial: word2vec using Gensim // Meet Guru99 – Free 

Training Tutorials & Video for IT Courses. URL: https://www.guru99.com/word-

embedding-word2vec.html (дата звернення: 29.03.2019). 

13. Choose between ASP.NET 4.x and ASP.NET Core// MSDN. URL: 

https://docs.microsoft.com/en-us/aspnet/core/fundamentals/choose-aspnet-framework 

?view=aspnetcore-2.2 (дата звернення: 29.03.2019). 

14. OAuth 2.0 // OAuth 2.0. URL: https://oauth.net/2/ (дата звернення: 

29.03.2019). 

15. Graph API Explorer Guide// Facebook for Developers. URL: https:// 

developers.facebook.com/docs/graph-api/explorer/ (дата звернення: 29.03.2019). 

16. News Category Dataset // Kaggle: Your Home for Data Science. URL: 

https://www.kaggle.com/rmisra/news-category-dataset (дата звернення: 29.03.2019). 

17. GloVe: Global Vectors for Word Representation // The Stanford Natural 

Language Processing Group. URL: https://nlp.stanford.edu/projects/glove/ (дата 

звернення: 29.03.2019). 

18. LemmaGenerator // GitHub. URL: https://github.com/AlexPoint/Lemma 

Generator (дата звернення: 29.03.2019). 

19. TfidfDotNet// NuGet Gallery. URL: https://www.nuget.org/packages 

/TfidfDotNet/1.0.6 (дата звернення: 29.03.2019). 

20. Multiclass Support Vector Machine // Accord.NET Machine Learning 

Framework. URL: http://accord-framework.net/docs/html/T_Accord_MachineLearning 

_VectorMachines_MulticlassSupportVectorMachine.htm (дата звернення: 29.03.2019). 

21. Reuters-21578 Text Categorization Test Collection // David D. Lewis - IR 

Consultant. URL: http://www.daviddlewis.com/resources/testcollections/reuters21578/ 

(дата звернення: 29.03.2019). 

  


