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Введение. Нейронные сети находят повсеместное широкое применение в различных областях современной науки, и задача проектирования компьютерно-ориентированных дидактических систем (КОДС) не является исключением. В настоящее время существует множество подходов к созданию КОДС, в основе которых лежат сложные математические модели. Так, в [1] содержится довольно детальное описание вероятностной математической модели КОДС. Кроме того, там же приведен оригинальный подход к созданию КОДС по аналогии с экспертными системами, описана как методология разработки экспертно-обучающих систем, так и отдельные этапы проектирования. В [2] приведен комплексный подход к построению КОДС на основе применения аппарата нечеткой логики. Математические модели освоения и содержания КОДС описаны в [3]. Там же предложен интересный подход к проектированию КОДС на основе теорий обучения педагогической психологии, позволяющих учитывать психологические особенности познавательного процесса конкретного обучаемого. 

Несмотря на неоспоримые достоинства вышеперечисленных подходов к проектированию КОДС, дистанционная форма обучения предъявляет требование эффективного функционирования созданных КОДС в компьютерных сетях. Для удовлетворения данного требования предлагается подход к проектированию КОДС, основанный на принципах построения адаптивных гипермедиа систем. Преимуществом данного подхода является возможность реализации адаптивного обучения при дистанционном образовании, позволяющим учитывать потребности и интересы отдельно взятого обучаемого. Более того, предложенный подход может быть применен не только для проектирования КОДС, а также для создания информационных ресурсов компьютерной сети, оказывающих поддержку пользователю, который их использует для решения определенной задачи или удовлетворения своих информационных потребностей. 

Указанный подход подразумевает декомпозицию КОДС на несколько взаимодействующих подсистем, одной из которых является модель обучаемого. В свою очередь модель обучаемого может быть декомпозирована на составляющие ее элементы. Наиболее важную роль в модели обучаемого играет распознаватель схемы изучения предметной области. Данный элемент модели обучаемого КОДС осуществляет распознавание последовательности изучения информации в узлах сети предметной области. От эффективности его функционирования  зависит качество адаптации КОДС к познавательным особенностям и интересам обучаемого. Поэтому проектирование распознавателя схемы изучения предметной области является актуальной задачей, стоящей перед разработчиками КОДС.

В данной работе предложен подход к построению распознавателя схемы изучения предметной области модели обучаемого КОДС на основе нейронных сетей, позволяющий определять стратегию изучения материала, которой придерживается обучаемый в процессе ознакомления с предметной областью.  

Анализ предметной области. Объектом разработки является распознаватель схемы изучения предметной области модели обучаемого КОДС. Как уже было отмечено выше, в основе подхода к проектированию КОДС лежит использование методов искусственного интеллекта в сочетании с технологией гипермедиа. Проектируемая КОДС состоит из следующих подсистем:

· модели обучаемого, 

· подсистемы управления гипермедиа-информацией, 

· модели предметной области.

Модель обучаемого содержит модуль управления задачами, нечеткую базу правил, распознаватель схемы изучения предметной области и модуль записи интересов обучаемого. Модель обучаемого предлагаемой структуры позволяет формализовать вероятность решения им определенного класса задач, предысторию его взаимодействия с КОДС и виды изученных узлов с целью определения уровня подготовки обучаемого и его интересов.

Подсистема управления гипермедиа использует информацию, вычисленную с помощью модели обучаемого, для предъявления ему учебной информации, адаптированной к его уровню подготовки и текущим интересам. Данная подсистема позволять учитывать предпочтения преподавателя-предметника относительно схемы изучения учебного материала.

Модель предметной области содержит семантическую сеть понятий предметной области, авторские гиперссылки, гиперссылки, сгенерированные системой, задачи и непосредственно материал предметной области, оформленный в соответствии с технологией гипермедиа. Объединение семантической сети понятий предметной области с ее содержанием, подготовленным по технологии гипермедиа, в рамках КОДС позволяет осуществлять генерацию дополнительных гиперссылок для организации адаптивного обучения.

В описанной структуре КОДС центральным элементом является модель обучаемого, предназначенная для формализации информации о последовательности изучения и видах просмотренных обучаемым узлов, его интересах и способности решать задачи. Указанная информация впоследствии используется для адаптации учебного материала к нуждам и интересам конкретного обучаемого. Данная модель обучаемого отличается от аналогов тем, что оценивание параметров обучаемого основывается не на жестко заданных, зависящих от предметной области метриках, а на инвариантных по отношению к ней. 

Использование зависящих от предметной области метрик было подвержено острой критике в [4]. В качестве основного аргумента против использования данных метрик было приведено то обстоятельство, что их разработка сопряжена со значительными временными затратами и поэтому осуществлена только для сравнительно небольшого количества предметных областей. 

В предлагаемом подходе текущее моделирование обучаемого осуществляется с помощью инвариантных по отношению к предметной области метрик, а именно: последовательность изучения обучаемым узлов, способность решать задачи и отвечать на вопросы, а также вид узлов в соответствии с семантической сетью, которые были просмотрены обучаемым. Необходимо отметить, что комбинация указанных метрик позволяет составить достаточно точное представление о состоянии знаний обучаемого и его интересах. Данная комбинация может быть использована модулем управления гипермедиа с целью индивидуализации процесса обучения. 

Как уже было сказано выше, модель обучаемого содержит следующие составляющие:

· модуль управления задачами, 

· нечеткую базу правил, 

· распознаватель схемы изучения предметной области,

· модуль записи интересов обучаемого.

Модуль управления задачами предназначен для изменения параметра модели, отвечающего за уровень подготовки обучаемого, в зависимости от результатов решения им задач из изучаемой предметной области. Распознаватель схемы изучения предметной области осуществляет распознавание последовательности изучения информации в узлах сети предметной области. Проектирование этого элемента модели обучаемого и приводится в данной работе. Нечеткая база правил связывает схему изучения с информацией, получаемой от модуля управления задачами, с целью выявления стратегии изучения материала обучаемого. 

Функциональное назначение модуля записи интересов обучаемого заключается в фиксировании классов узлов, которые обучаемый просмотрел в процессе работы с КОДС, результатов решения обучаемым задач и его текущего уровня подготовки. Последние два параметра обучаемого поступают от модуля управления задачами. Класс узла определяется с помощью семантической сети предметной области. Используя информацию в модуле записи интересов обучаемого, КОДС адаптирует учебный материал к потребностям конкретного обучаемого посредством предъявления ему только гиперссылок, соответствующих его интересам и целям обучения, а также уменьшая количество гиперссылок для обучаемых, плохо знакомых с данной предметной областью.

Основную сложность при создании описанной модели обучаемого КОДС составляет разработка распознавателя схемы изучения предметной области, так как от точности определения последовательности изучения информации в узлах сети предметной области зависит выявление стратегии изучения материала, которой придерживается обучаемый, и, следовательно, качество адаптации к его потребностям и интересам. Как показано в [5], распознавание схемы изучения предметной области позволяет извлечь психологическую информацию об обучаемом, которая может быть использована для адаптации предъявления материала предметной области к потребностям и интересам конкретного обучаемого. Там же была подчеркнута необходимость разработки метода определения схемы изучения предметной области, что и явилось целью данной работы. 

Постановка задачи. В данной работе решается задача разработки распознавателя схемы изучения предметной области, который входит в состав модели обучаемого КОДС. Данный распознаватель осуществляет определение схемы изучения обучаемым предметной области в процессе его перемещения из одного узла в другой. Полученная информация используется для определения стратегии изучения учебного материала, которой придерживается обучаемый, с целью адаптации КОДС к его потребностям и интересам.

Под схемой изучения предметной области в данной работе понимается используемая обучаемым последовательность перемещения по сети информационных узлов. В [5] были выделены следующие четыре схемы изучения низкого уровня:

а) «путь» — последовательность изучения узлов, в которой ни один из них не встречается дважды (рис. 1а);

б) «кольцо» – последовательность изучения узлов, которая начинается и заканчивается одним и тем же узлом, причем допускается вложенность одной схемы данного вида в другую (рис. 1б);

в) «цикл» — кольцо, которое не содержит вложенных схем (рис. 1в);

г) «пик» — последовательность изучения узлов, возвращающаяся в исходный узел по одному маршруту (рис. 1г).

	
	
	
	

	а


б



в


г

Рис. 1  Схемы изучения низкого уровня: 

а) – путь, б) – кольцо, в) – цикл, г) – пик


Вышеописанные схемы низкого уровня, соединяясь друг с другом, формируют схемы более высокого уровня (рис. 2), которые позволяют определить используемую обучаемым стратегию изучения. Данное обстоятельство обусловливает основную сложность при автоматическом распознавании схем изучения, поскольку не известно, где одна схема начинается, а другая заканчивается.


Рис. 2  Пример составной схемы изучения

Таким образом, для распознавания схем изучения высокого уровня необходимо сначала построить распознаватель схем низкого уровня.

Выбор метода решения задачи. Задача распознавания схем изучения предметной области аналогична задаче распознавания символов (текста). Основанием для данного суждения служит то обстоятельство, что обе задачи сводятся к классификации конечного количества образов из потенциально бесконечного множества возможных входных данных. Действительно, в алфавите русского языка 33 буквы, аналогично в данной задаче нам необходимо распознать 4 схемы низкого уровня. На первый взгляд может показаться, что задача распознавания символов превосходит по сложности задачу распознавания схем изучения, так как количество распознаваемых образов в этом случае гораздо больше. Однако это не так, поскольку в рассматриваемой задаче размер каждого образа неизвестен, в то время как в задаче распознавания символов он является фиксированным.

Выявленная аналогия между задачей распознавания символов и задачей распознавания схем изучения позволяет использовать метод решения первой для решения второй. В [6] для решения задачи распознавания символов предлагается использовать нейронные сети. Действительно, применение нейронных сетей к решению задачи распознавания схем изучения целесообразно по причине нечеткой природы распознаваемых схем. Хотя насчитывается только четыре вида схем низкого уровня, но они могут объединяться друг с другом в составные схемы произвольной сложности (см. рис. 2). Как показано в [7], нейронные сети вполне могут справиться с нечеткой природой распознаваемых схем, в то время как системы, основанные на правилах, потребуют точного кодирования каждой возможной комбинации.

Более того, нейронные сети обладают высоким быстродействием и иногда оказываются единственным методом решения задачи в случае, когда входные данные являются неточными или неполными. Хотя в [5] выявлены только приведенные выше четыре типа схем изучения низкого уровня, вполне может оказаться, что на самом деле их больше. В этом случае нейронная сеть может быть быстро обновлена посредством введения дополнительных параметров, представляющих выявленные схемы, в то время как система, основанная на правилах, скорее всего, потребует полной переработки.

Последним доводом в пользу применения нейронных сетей для решения поставленной задачи является относительно небольшой интервал времени на разработку системы по сравнению с системами, основанными на правилах. Разработка системы, основанной на нейронных сетях, производится в несколько раз быстрее, чем разработка системы, основанной на правилах [8]. Данное обстоятельство объясняется тем, что нейронная сеть действует также как и система, основанная на правилах, с тем лишь отличием, что ее правила не фиксированы, а формируются в процессе обучения на наборе примеров выбранной предметной области. Как показано в [8], пока существует достаточное количество примеров в предметной области, нейронная сеть может обучаться на них и формировать свои правила гораздо быстрее, чем разработчик сможет их сформулировать.

Из всего вышесказанного следует вывод, что построение распознавателя схемы изучения предметной области, который является составляющей модели обучаемого КОДС, целесообразно осуществлять на основе нейронных сетей.

Архитектура распознавателя схем изучения. В настоящее время существует достаточно большое количество различных архитектур нейронных сетей, большинство из которых требуют дальнейшего исследования [7]. На практике одной из наиболее часто используемых сетей является многослойная нейронная сеть с прямой связью [7]. Теоретически данная сеть позволяет аппроксимировать любую математическую функцию, отображая множество входов на множество выходов. Однако на практике иногда бывает довольно сложно обучить данную нейронную сеть для аппроксимации заданной функции. Проблема заключается в обучении нейронной сети. Многие виды нейронных сетей создавались с целью решения данной проблемы. Это несколько упрощает выбор архитектуры нейронной сети. Если нейронная сеть выбранной архитектуры может быть обучена за приемлемый интервал времени, то она подходит для решения поставленной задачи. В противном случае следует осуществить выбор другой архитектуры нейронной сети.

Выбранная для реализации распознавателя схемы изучения предметной области многослойная нейронная сеть с прямой связью требует обучения с учителем. Данное обстоятельство означает, что должно быть заранее подготовлено обучающее множество, показывающее, какие результаты должна давать сеть при определенных исходных данных. 

Исходными данными, которые подаются на вход нейронной сети, являются двоичные последовательности, в которых единицей кодируется просмотренный обучаемым узел сети понятий предметной области, а нулем — еще не просмотренный. Такой подход позволяет закодировать все вышеописанные схемы изучения низкого уровня. Примеры кодирования указанных схем изучения предметной области приведены в табл. 1.

Таблица 1

	Входная

последовательность
	Схема изучения

	00000000001111111111
	пик – возврат в исходный узел по тому же маршруту  

	00000001000000100010
	3 цикла – один из узлов обучаемый уже просматривал

	00000000000000000001
	кольцо – возврат в исходный узел по другому маршруту

	00000000000000000000
	путь – последовательность новых или уже просмотренных узлов


При очевидных преимуществах данного представления исходных данных оно имеет существенный недостаток — по истечении определенного промежутка времени предметная область становится переполненной «просмотренными» узлами. Причем, отсутствует возможность определить, какой из узлов был просмотрен в более поздний момент времени.

Устранить данный недостаток можно посредством использования для представления исходных данных вещественных чисел вместо целых. Когда обучаемый просматривает произвольный узел, он маркируется единицей. По истечении промежутка времени, в то время как обучаемый переходит от одного узла к другому, значения просмотренных узлов уменьшаются на малое вещественное число. Так продолжается до тех пор, пока значение просмотренного узла не станет равным нулю, что можно интерпретировать, как «узел, просмотренный очень давно». Такой подход позволяет закодировать временную информацию и более полно моделировать схемы изучения предметной области. Например, пик может быть промоделирован следующей последовательностью вещественных чисел: 

0,0,0,0,0,0,0,0,0,0,1,0.9,0.8,0.7,0.6,0.5,0.4,0.3,0.2,0.1.

Таким образом, входными данными для выбранной нейронной сети является закодированная вещественными числами последовательность просмотра узлов предметной области. Другими словами, если сеть имеет n входов, то на первый вход подается состояние текущего узла, а на n-ый вход — состояние узла, просмотренного обучаемым n узлов ранее. Здесь поднимается следующий вопрос: каким же должно быть количество входов у создаваемой сети? Чем больше входов имеет сеть, тем она является более сложной и тем труднее ее обучить. Для определения оптимальной сети был проведен ряд экспериментов, результаты которых описаны ниже.

Суть данных экспериментов заключалась в том, что на вход предварительно обученной нейронной сети подавалась закодированная описанным способом схема изучения известной конфигурации и измерялась точность ее распознавания нейронной сетью. Обучение нейронной сети проводилось с помощью схем изучения, сформированных в процессе работы студентов 3-го курса специальности «Программное обеспечение автоматизированных систем» Харьковского национального университета радиоэлектроники с КОДС по курсу «Средства мультимедиа в новых информационных технологиях». Всего в эксперименте приняло участие 120 студентов, что позволило сформировать обучающее множество из 600 элементов.

Экспериментальное исследование нейросетевой модели. В ходе проведения экспериментов изменялись следующие параметры нейронной сети: количество входов, количество скрытых нейронов и мощность обучающего множества.

Количество входов нейронной сети менялось от 8 до 16. Оптимальное значение определялось по наиболее высокой точности распознавания схемы изучения предметной области. Количество выходов оставалось неизменным на протяжении всего эксперимента и равным четырем — по одному для каждой схемы низкого уровня (пик, цикл, кольцо и путь).

Количество скрытых нейронов непосредственно определяет способность нейронной сети к обучению. На сегодняшний день не существует единого теоретического метода определения требуемого количество скрытых нейронов. Однако в [9] дается следующая рекомендация по данному вопросу: количество скрытых нейронов должно находиться посередине между количеством входов и выходов нейронной сети. Поэтому единственным способом определения оптимального количества скрытых нейронов является проведение экспериментов. В ходе проведения данных экспериментов количество скрытых нейронов менялось от исходной аппроксимации (середина между количеством входов и выходов) с шагом 2. Так, поскольку первая исследуемая конфигурация нейронной сети имела 4 выхода и 8 входов, то начальное значение количества скрытых нейронов составляло 6. Впоследствии при изменении количества входов и соответствующем изменении размера распознаваемой схемы, число скрытых нейронов менялось в заданном диапазоне для определения оптимального значения.

 Мощность обучающего множества также менялась в ходе экспериментов. Очевидно, что она должна быть достаточно большой для адекватного обучения нейронной сети. В противном случае в ходе эксплуатации созданной нейронной сети на ее вход могут поступить данные, распознавать которые она не обучена. При проведении экспериментов использовались два множества мощностью 60 и 600 элементов соответственно. Причем, вначале использовалось множество мощностью 60, поскольку оно позволяет наиболее быстро обучить нейронную сеть. И только после проведения полностью всей серии экспериментов с конфигурацией нейронной сети она была обучена с помощью множества мощностью 600 для определения зависимости качества распознавания схем от мощности обучающего множества.

Результаты экспериментов сведены в табл. 2. В столбце «Результаты обучения» содержатся результаты работы нейронной сети в процессе ее обучения (процент успешного распознавания схемы нейронной сетью). Данные результаты не являются показателем окончательных характеристик нейронной сети, поскольку она могла помнить данные ей примеры и показывать плохой результат на входных данных, которые ей еще не встречались. Тем не менее, эта информация позволяет судить о полноте обучения нейронной сети.

Столбец «Результаты эксперимента» играет наиболее важную роль при определении эффективности работы нейронной сети, так как ей предлагаются входные данные, с которыми она еще не встречалась. Именно с помощью данного значения и была подобрана оптимальная архитектура и конфигурация нейронной сети. Поскольку нейронной сети предлагались неполные и неточные входные данные, 100%-ный результат распознавания получен не был и теоретически маловероятен. Однако, чем ближе значение в данном столбце к 100%, тем эффективнее работает спроектированная нейронная сеть.  

Таблица 2

	№
	Количество

входов
	Количество

скрытых 

нейронов
	Мощность

обучающего

множества
	Результаты

обучения (%)
	Результаты

эксперимента (%)

	1
	8
	6
	60
	69 
	52

	2
	10
	6
	60
	72
	57

	3
	12
	6
	60
	77
	63

	4
	14
	6
	60
	79
	64

	5
	16
	6
	60
	85
	68

	6
	16
	8
	60
	86
	70

	7
	16
	10
	60
	90
	75

	8
	16
	12
	60
	91
	75

	9
	8
	6
	600
	61
	48

	10
	10
	6
	600
	62
	48

	11
	12
	6
	600
	68
	58

	12
	14
	6
	600
	68
	63

	13
	16
	6
	600
	70
	66

	14
	16
	8
	600
	78
	72

	15
	16
	10
	600
	84
	79

	16
	16
	12
	600
	88
	83

	17
	16
	14
	600
	87
	80

	18
	16
	16
	600
	81
	77

	19
	16
	18
	600
	81
	79

	20
	16
	20
	600
	79
	75

	21
	16
	22
	600
	80
	75

	22
	16
	24
	600
	78
	76

	23
	16
	26
	600
	79
	74

	24
	16
	28
	600
	78
	71

	25
	18
	14
	600
	85 
	81

	26
	20
	14
	600
	82
	81

	27
	22
	14
	600
	82
	79

	28
	24
	14
	600
	79
	76

	29
	18
	18
	600
	82
	78

	30
	20
	18
	600
	83
	78

	31
	22
	18
	600
	84
	79

	32
	24
	18
	600
	82
	77


В строках 1–8 табл. 2 разность между результатами обучения и тестирования нейронной сети имеет большее значение, чем в строках 9–16. Данное обстоятельство объясняется нехваткой обучающих примеров: нейронная сеть показывает хорошие результаты на входных данных, которые она видела, и средние — на входных данных, которых она не видела. Анализируя данные в строках 1–16 табл. 2 можно сделать вывод, что увеличение количества скрытых нейронов приводит к повышению эффективности работы сети.

В строках 17–24 при дальнейшем увеличении количества скрытых нейронов наблюдается снижение эффективности работы сети, что свидетельствует о пропуске оптимальной конфигурации. Данное обстоятельство находится в прямом соответствии с рекомендацией, согласно которой оптимальное количество скрытых нейронов находится посередине между количеством входов и выходов нейронной сети [9].

Анализируя данные в строках 25–32 табл. 2, можно прийти к выводу, что увеличение количества входов сети по сравнению с данными остальных строк таблицы вызывает понижение эффективности работы сети, даже несмотря на ввод дополнительных скрытых нейронов. Это объясняется повышением сложности схемы, поступающей на вход нейронной сети.  

 Наибольшая эффективность работы нейронной сети достигается при 16 входах, 12 скрытых нейронах и обучающем множестве из 600 элементов (строка 16 табл. 2). Таким образом, оптимальная конфигурация нейронной сети для распознавателя схемы изучения модели обучаемого КОДС содержит 16 вещественных входов, 4 выхода, 12 скрытых нейрона и должна быть обучена с помощью обучающего множества из 600 элементов.

Необходимо отметить, что спроектированная нейронная сеть имеет следующую специфическую особенность. Сеть однозначно идентифицирует распознаваемую схему изучения только по истечении промежутка времени после того, как схема полностью поступила на ее вход. За это время обучаемый успевает просмотреть 1–3 узла предметной области. Однако для целей применения созданной нейронной сети в составе модели обучаемого КОДС данная задержка не играет существенной роли, поскольку указанное количество перемещений обучаемого не позволяет судить о выбранной им стратегии изучения материала. Тем не менее, от данного недостатка можно избавиться посредством привязки нейронной сети к типам схем изучения низкого уровня. Новая нейронная сеть будет идентифицировать схемы изучения, исследуя ту часть исходных данных, в которой производится переход от новых узлов к просмотренным. Для функционирования такой сети необходимо на ее вход подавать данные о предшествующей схеме изучения. С новой нейронной сетью были проведены эксперименты, аналогичные описанным выше. В результате экспериментов была найдена следующая оптимальная конфигурация данной нейронной сети: 5 входов (4 — для распознавания типа перехода и 1 — для учета предыдущей схемы),  4 выхода, 10 скрытых нейронов и обучающее множество из 600 элементов. 

Выводы. В данной работе были построены 2 нейросетевые модели распознавателя схемы изучения предметной области. Полученные модели входят в состав модели обучаемого КОДС. Первая модель имеет большее количество входов и не зависит от типов схем изучения низкого уровня, но распознает схемы с небольшой задержкой. Вторая модель свободна от указанного недостатка, имеет меньшее количество входов, но привязана к типам схем низкого уровня. Спроектированные модели инвариантны по отношению к предметной области и могут быть использованы не только в КОДС, а также и в составе информационной системы, адаптирующейся к потребностям и интересам работающего с ней пользователя. 
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